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Kurzfassung

Die vorliegende Arbeit beschreibt ein autoadaptives pradiktives Modell zur Quantifizie-
rung von Gleichzeitigkeitseffekten in Lastverteilungen urbaner Energiesysteme mit dem
Namen AMSA (Auto-adaptive Model for Simultaneity Analysis). Der mathematische Kern
von AMSA beruht auf Techniken des maschinellen Lernens in Kombination mit Metho-
den der Energiedatenanalyse und ermoglicht eine Integration in intelligente vernetzte
Energie-Informationssysteme. AMSA ist in Matlab implementiert und basiert auf einem
modularen Aufbau, der durch verschiedene funktionale Teilblécke definiert ist, wodurch
einzelne Modifikationen von Schnittstellenfunktionen sowie modulare Erweiterungen nicht
den numerischen Rechenkern beeinflussen.

Die bisher hauptséchlich auf Erfahrungswerten und empirischen Analysen basierende
Quantifizierung von Gleichzeitigkeitsfaktoren zur 6konomisch optimierten Auslegung von
Energieerzeugungs- und Energieverteilungssystemen beruht auf einer historischen Messda-
tenbasis. Die herkdbmmliche Ableitung von Kennlinien aus Messdatenbestédnden impliziert
einen mit Zunahme der Gebdudegruppengrofle sinkenden Gleichzeitigkeitsfaktor, welcher
fiir Neuplanungen zentraler Energieversorgungssysteme angesetzt wird. Im Sinne der Opti-
mierung letzterer ist es jedoch notwendig, sowohl historische und gegenwiértige als auch
zukiinftige Informationen zum Energiebedarf von Gebauden und Gebdudegruppen szena-
riobasiert sowie unter Berticksichtigung von Unsicherheit abzubilden. Ferner bedarf es der
Analyse von Ahnlichkeiten in den Lastverliufen von Gebduden, um gleichzeitig wiederkeh-
rende Muster erkennen und fiir die Identifizierung geeigneter Energieversorgungsverbiinde
zu nutzen. Vor diesen Hintergrund dient das entwickelte Modell dem Wissensgewinn aus
einer komplexen variierenden Datenbasis zur Identifizierung von Entscheidungskorridoren
in der mittel- und langfristigen Planung im Rahmen der Entwicklung von Quartieren und
urbanen Regionen sowie kurzfristig ableitbarer Lastmanagementstrategien innerhalb der
Energieversorgung.

Grundlage fiir die Ableitung geeigneter Methoden zur Entwicklung von Teilmodellen bilden
detaillierte Literaturrecherchen und -analysen zu Methodenfamilien mit ihren spezifischen
Charakteristika sowie Erkenntnissen aus anwendungsbasierten Studien. Fiir die Abbildung
zukiinftiger Lastzustinde dient ein Ensemble-Modell, das aus zwei Rekurrenten Neuronalen
Netzen unterschiedlicher Tiefe und zwei Support Vector Machine Konfigurationen auf Basis
verschiedener Kernel besteht. In Abhéngigkeit von der Beschaffenheit der Eingangsdaten
erfolgt eine automatisierte Auswahl der gebdudeindividuell geeigneten Prognosemethode
auf Grundlage der Bewertung eines Fehlerindices in der jeweiligen Methodentestphase.
Zur Analyse des Einflusses zukiinftig variierender Wetterbedingungen und Gebaudesanie-
rungen auf die Gleichzeitigkeitseffekte der urbanen Lastverteilung werden mathematisch-
statistische Methoden zur Lastgangmodifikation eingefiihrt. Fiir die Mustererkennung in
Lastverteilungen werden mit Self-Organizing Maps in Kombination mit Learning Vector
Quantization kompetitive Neuronale Netze eingesetzt. In diesem Zusammhang erfogt im
ersten Schritt eine automatisierte Gruppierung der Gebéaude entsprechend ihrer charakteris-



tischen Lastprofile. Im zweiten Schritt wird die Gebaudegruppe, deren Lastprofil jenem des
Gesamtquartiers am dhnlichsten ist, identifiziert. Darauf aufbauend erfolgt die Berechnung
von Gleichzeitigkeitsfaktoren und Spitzenlastbeitrédgen von Gebéduden und Gebdudegruppen.

Zur Modelldemonstration im abschlieenden Teil dieser Arbeit dienen Monitoringdaten
zum gebdudespezifischen Warme- und Kélteverbrauch eines Forschungscampus. Im Rahmen
dessen werden neben der statistischen Aufbereitung der Datenbasis eingangs Ergebnisse
von Vorstudien zu Teilmodellen vorgestellt. Diese umfassen das Clustering thermischer
Lastprofile, einen detaillierten Vergleich der verwendeten Prognosemethoden untereinander
sowie langfristige Wérmelastprognosen auf Basis von Sanierungsszenarien. Dariiber hinaus
ermoglichen konventionell hergeleitete Kennlinien fiir den Gleichzeitigkeitsfaktor eine Ein-
ordnung und Evaluierung der mit AMSA erzielten Ergebnisse. Auf Gesamtmodellebene
zeigen sich verschiedene Vorteile des Modells: Im Sinne eines kurzfristigen Lastmanage-
ments muss durch die Finbeziehung des Gleichzeitigkeitsfaktors weniger Erzeugerleistung
vorgehalten werden. Unter Beriicksichtigung der d&hnlichkeitsbasierten Gruppenbildungen
lassen sich Schliisselgebdude und die Gebdudegruppe identifizieren, deren temporére Spit-
zenlastverschiebung den gréfiten Anteil an dem zu erwartenden Spitzenleistungsbedarf auf
Gesamtquartiersebene hat. Diese Informationen ermoglichen pradiktive Be- und Entlade-
strategien fiir Speichersysteme im Sinne eines Demand Side Managements. Hinsichtlich
langerfristiger Planungszeitraume wird gezeigt, dass die Nutzung von Gleichzeitigkeits-
faktoren in Kombination mit dhnlichkeitsbasierten Gebadudegruppierungen zur Identifi-
zierung moglicher Energieverbundsysteme eignen. Die Analyse zukiinftiger Wetter- und
Sanierungsszenarien demonstrieren ihren modifizierenden Einfluss auf die Ergebnisse der
Gleichzeitigkeitsanalysen und unterstreichen den Bedarf eines autoadaptiven pradiktiven
Modells. Das Ziel zukiinftiger Forschungsarbeiten sollte in der Validierung von AMSA unter
Beriicksichtigung detaillierter Informationsgrundlagen liegen.



Abstract

The present work describes an auto-adaptive predictive model for quantifying simultaneity
effects within load distributions of urban energy systems named AMSA (Auto-adaptive
Model for Simultaneity Analysis). The mathematical structure of AMSA is based on
Machine Learning techniques in combination with methods related to energy data analysis
enabling the integration in intelligent interconnected energy information systems. AMSA is
implemented in Matlab using a modular design including different functional components.
Thus, individual modifications of interface functions and modular extensions do not influ-
ence the numerical calculation core.

Previous simultaneity factor quantification for economically optimized dimensioning of
energy generation plants and networks is based on experience values and empirical analysis
focusing on historical measurement data. Conventional derivations of characteristic curves
using measurement databases imply a decreasing simultaneity factor in combination with
increasing building group sizes, which is used for replanning energy supply systems. In order
to optimize the latter, it is necessary to know historical and current as well as scenario-
based future energy demand of single buildings and building groups taking uncertainty
into account. Moreover, similarity analysis concerning building load profiles is required to
recognise simultaneously recurring patterns in order to identify energy network systems.
In this context, the developed model serves for knowledge gain from varying complex
databases to identify decision ranges for long- and medium-term planning regarding the
development of districts and urban regions. Furthermore, on operational level, it improves
short-term load management strategies concerning energy supply.

The derivation of suitable methods for component model development is based on appro-
priate scientific literature research and analysis regarding method categories with their
specific characteristics as well as findings from application-based studies. An ensemble
model serves to calculate future load conditions, consisting of two recurrent neural networks
of various depth and two support vector machine configurations using different kernels.
According to input data characteristics, a building-specific suitable prediction method
is automatically chosen based on an error evaluation during the method testing period.
In order to analyse influences of varying weather conditions and building retrofits on
simultaneity effects within urban load distributions, mathematical-statistical methods for
load profile modifications are introduced. For pattern recognition of load distributions, self-
organizing maps combined with learning vector quantification are used, which is assigned to
competitive neural networks category. In this regard, initially, buildings are automatically
grouped according to their characteristic load profile. Secondly, the building group is
identified, which provides the most correlated load profile compared to the district load
profile. Subsequently, simultaneity factors and peak load shares of buildings an building
groups are calculated.



In the final part of this work, monitoring data of building-specific heating and cooling
consumption of a research campus serve for model demonstration. In this context, besides
statistical analysis of the database, results of preliminary studies concerning component
models are presented. These include clustering of thermal load profiles, a detailed comparison
concerning prediction models used as well as long-term heating load predictions based
on retrofit scenarios. Furthermore, conventionally derived curves for simultaneity factors
enable classification and evaluation of the results using AMSA. Taking the corporate
model level into consideration, various model-related advantages may be shown: Regarding
short-term load management, less generating capacities have to be provided. Regarding
similarity-based grouping, key buildings and the building group may be identified, where
temporal peak load shifting contains the largest share of the expected peak load on district
level. This information enables predictive loading and unloading strategies for storage
systems in terms of demand side management. With respect to longer-term planning
periods, it is shown that simultaneity factors combined with similarity-based building
classification suit for the identification of possible energy network systems. Future weather
and retrofit scenario analysis demonstrates external influences on the results of simultaneity
analysis, which emphasizes the demand for an auto-adaptive predictive model. The scope of
future research work should focus on the validation of AMSA taking detailed information
bases into account.
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KAPITEL 1

Einleitung

Im Rahmen dieses einleitenden Kapitels erfolgt in Abschnitt 1.1 eine kurze Einfiihrung in
die Thematik und den Zusammenhang der Quantifizierung von Gleichzeitigkeitsfaktoren vor
dem Hintergrund der thermischen Energieversorgung urbaner Regionen. Daran ankniipfend
werden in Abschnitt 1.2 die Zielsetzung dieser Arbeit auf Grundlage des bestehenden
Forschungsbedarfs in diesem Bereich dargelegt und in Abschnitt 1.3 mit den daraufhin
abgeleiteten Hypothesen inhaltlich verkniipft. In Abschnitt 1.4 erfolgt die Ubertragung der
einleitenden Inhalte in die Gliederung und den strukturellen Aufbau dieser Arbeit.

1.1 Hintergrund

Die Energieversorgung von Gebduden und urbanen Regionen steht im Kontext internatio-
naler und nationaler Ziele vor der Frage nach geeigneten Systemen, die sowohl Erneuerbare
Energien beinhalten als auch die Versorgungssicherheit gewéhrleisten. Gleichzeitig miissen
diese Systeme wirtschaftlich sein. Die fortwéahrende Diskussion iiber Vor- und Nachteile
dezentraler und zentraler Energieversorgungsvarianten fiihrt zu keinem verallgemeiner-
baren Ergebnis. Vielmehr muss im Einzelfall entschieden werden, welche Variante sich
aus 6konomischer und 6kologischer Sicht eignet. Die Realisierung zukiinftiger nachhaltiger
Energiesysteme ist eng mit der Weiterentwicklung von urbanen Wérme- und Kélteversor-
gungstechnologien verbunden, um die Energieeffizienz zu erhohen, Kosten zu senken oder
die Einfithrung von smarten Energiesystemen zu erméglichen (Lund et al., 2014; Connolly
etal., 2014).

In diesem Zusammenhang fokussieren sich Forschungsaktivititen beziiglich der zentralen
thermischen Energieversorgung von urbanen Regionen auf die Entwicklung effizienter und
nachhaltiger Wéarme- und Kélteversorgungssysteme. Wahrend Fernwiarmesysteme interna-
tional schon seit den 1930er und in Europa seit den 1940er Jahren schrittweise etabliert
wurden, weist die Einfithrung von Fernkéltesystemen eine weitaus geringere traditionelle
Verankerung in der Entwicklung neuer Energieversorgungssysteme auf. In Europa wird
aktuell die Anzahl vorhandener Fernwiarmesysteme auf ungefihr 6000 und die Anzahl
vorhandener Fernkélteversorgungssysteme auf circa 150 geschétzt. (Werner, 2017) Zur Zeit
besteht international und in Deutschland vornehmlich im Sektor der Nichtwohngebaude
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Kiihlbedarf (Werner, 2016). Aufgrund der weltweiten klimatischen Verianderungen mit ho-
hen Temperaturniveaus im Sommer und gleichzeitig vergleichsweise milden Wintern sowie
den steigenden Anforderungen an gebdudespezifische Ddmmstandards, nimmt der Wérme-
bedarf zukiinftig ab und der Kiihlbedarf speziell im Wohngebédudebereich zu (Olonscheck
etal., 2011; Christenson et al., 2006; Werner, 2016). In der Konsequenz reduziert sich auch
der durch die modifizierte Charakteristik der thermischen Hiille induzierte Warme- und
Kiihlbedarf, wobei gleichzeitig der Einfluss des nutzergesteuerten Energiebedarfs steigt
(Guerra Santin etal., 2009).

Im Hinblick auf die urbane Energieversorgung differieren die Leistungsanforderungen an
die Bereitstellung thermischer Energie zwischen den verschiedenen Gebéduden als Energie-
abnehmer, im Speziellen auch die zeitliche Verteilung des Spitzenlastbedarfs (Winter et al.,
2001). In der Folge reduziert sich simultan die Gesamtleistungsanforderung der Abnehmer-
gruppe, da in der Regel nicht alle Gebdude zum selben Zeitpunkt einen Energiebedarf auf
Nennleistungsniveau aufweisen. Hinsichtlich der zentralen Energieerzeugerauslegung und
der Netzdimensionierung ist dieser Effekt zu beriicksichtigen, um Uberdimensionierungen
und damit einhergehende 6konomische und 6kologische Ineffizienzen zu vermeiden. Die
Menge der zu transportierenden thermischen Energie, welche ab dem Energieerzeuger
vorgesehen werden muss, richtet sich nach dem Bedarf einzelner Abnehmergruppen, welche
iiber Netztrassen mit dem Energieerzeuger verbunden sind. (Obernberger, 1997) Fir die
Dimensionierung einzelner Rohrabschnitte sind dagegen jeweils sémtliche Abnehmer eines
hydraulischen Stromungspfades tiber den betreffenden Rohrabschnitt mafigebend fiir die
Berechnung des Gleichzeitigkeitsfaktors (Winter et al., 2001). Letzterer wird in der Regel
auf Grundlage der Auswertung historischer Messdaten bestimmt und in der Praxis als
Erfahrungswert, ungeachtet der jeweiligen Charakteristika des betrachteten Energiesystems,
weiter gegeben.

Im Zusammenhang mit der Nutzung von Gleichzeitigkeitseffekten auf Quartiersebene riickt
zudem das Potenzial der temporidren Verschiebung von energetischen Lasten in den Fokus.
Hierbei werden gebaudespezifische Spitzenlasten mittels Speichern abgedeckt, sodass sich
die Lasten fiir die Energieerzeuger gleichméfig verteilen lassen (Frederiksen et al., 2014).
Dadurch kann ineffizientes kurzes An- und Abschalten der Erzeugungseinheiten infolge
unerwarteter Lastdnderungen vermieden werden. Die Erweiterung der Betrachtungsebene
vom Einzelgebdude auf Gebaudegruppen, die zusammen versorgt werden, fithrt zu der
Fragestellung, welche Gebdude zu welchem Zeitpunkt und in welcher Hohe zur Spitzenlast
der gesamten Gebaudegruppe beitragen (Guan etal., 2016). Mit diesem Wissen lassen
sich einerseits Strategien fiir den kurzfristigen Betrieb des Energieversorgungssystems
infolge der Verschiebung von Energielasten einzelner Gebdude ableiten und andererseits
die Planung neuer oder die Modifizierung bestehender Systeme optimieren. Dazu ist es
notwendig, charakteristische Gleichzeitigkeiten in den Lastgéingen zu identifizieren und zu
quantifizieren, um Zeitpunkte und die Hohe der Lasten, welche verschoben werden sollen,
bestimmen zu kénnen. Ferner sind Schliisselgebédude fiir die Planung der Energieversor-
gung zu lokalisieren, deren Lasten mittels der Nutzung von Speichern zukiinftig vermehrt
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verschoben werden kénnen, um Spitzenlasten von Quartieren und urbanen Regionen zu
reduzieren. Im Hinblick auf die Auslegung und Auswahl zukiinftiger urbaner Energiesyste-
me stellt der Gleichzeitigkeitsfaktor daher einen zentralen Faktor dar, welcher wesentlich
von der individuellen Charakteristik thermischer Lastprofile von Geb&duden innerhalb der
zu versorgenden Energieabnehmergruppen beeinflusst wird. Ferner sind Dynamiken in
der Zusammensetzung und strukturellen Beschaffenheit eines Quartiers in kurz-, mittel-
und langfristigen Lastszenarien zu beriicksichtigen, um bestmogliche Entscheidungen in
Bezug auf die Systemwahl treffen zu kénnen. Abbildung 1.1 visualisiert dazu exemplarisch
die Transformation von thermischen Energiesystemen infolge digitaler und technischer
Innovationen sowie der Integration erneuerbarer Energiequellen. Im Entscheidungszeitpunkt
7 = 0 stehen in der Planung historische energetische Lastprofile der Gebdude auf Basis der
historischen Informationsgrundlage iiber das konventionelle Energiesystem aus 7 = —1 zur
Verfiigung. Die Aufgabe, ein geeignetes zukiinftiges Energiesystem und mogliche Subsyste-
me in 7 = 1 zu definieren und im Rahmen eines Variantenvergleichs zu bewerten, bedarf
der Quantifizierung energetischer Lastprofilszenarien. Letztere unterscheiden sich auf Ge-
samtsystemebene beispielsweise durch variierende Wetterentwicklungen in den kommenden
Jahren, gebdudebezogene Sanierungspléne oder Riickbau sowie Neubau. Um diese Anfor-
derungen in Kombination mit detaillierten Gleichzeitigkeitsanalysen erfiillen zu kénnen,
bedarf es eines autoadaptiven Modells, das sich an die jeweilige Informationsgrundlage einer
Planungs- und Betriebsaufgabe anpasst. Aus dem abgeleiteten Forschungsbedarf erfolgt im
Rahmen dieser Arbeit daher die Entwicklung des Software-Tools AMSA (Auto-adaptive
Model for Simultaneity Analysis).
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Entscheidungszeitpunkt

Historische : Zukiinftige
Informationsgrundlage Informationsgrundlage
T = —1 T = 0 T= 1

Historische energetische
Lastprofile

Zukiinftige energetische
: Lastprofilszenarien

Abbildung 1.1: Transformation urbaner thermischer Energiesysteme



1.2 Zielsetzung dieser Arbeit 5

1.2 Zielsetzung dieser Arbeit

Vor dem Hintergrund der Entwicklung und Implementierung des Modells dieser Arbeit
werden folgende Teilziele formuliert:

L.

II.

III.

IV.

Detaillierte Aufbereitung des Stands der Technik und Wissenschaft zur Ermittlung
von Gleichzeitigkeitsfaktoren

Analyse des Stands der Technik und Wissenschaft zu den methodischen Grundlagen
der Modellentwicklung

i. Kategorisierung von Methoden zur Prognose des thermischen Energiebedarfs
von Gebduden, Clustering und Klassifikation von energetischen Lastprofilen
sowie Szenariotechniken

ii. Identifizierung von charakteristischen Unterschieden verschiedener Methoden
sowie Methodenkategorien und Ableitung von geeigneten Methoden fiir die
Zielerreichung dieser Arbeit

Aufarbeitung der mathematischen Grundlagen zu den verwendeten Methoden im Rah-
men der Modellentwicklung und -evaluierung sowie Herleitung geeigneter Parameter
flir die Modellkonfiguration

Erarbeitung eines Softwarekonzepts im Rahmen der Implementierung des entwickelten
Modells

i. Beriicksichtigung einer modularen Klassenstruktur
ii. Entwicklung einer strukturierten, tibersichtlichen Benutzeroberfliche

iii. Integration von Schnittstellen zu bestehenden Komponenten eines Energie-
Informationssystems

. Dokumentation der Vorteile des entwickelten Modells sowie strukturierte Analyse der

Ergebnisse anhand von Vorstudien und Teil- sowie Gesamtmodelldemonstrationen

1.3 Hypothesen

L.

II.

I11.

Mittels Prognosemethoden lassen sich sowohl kurz- und mittel- als auch langfristige
Lastzustdnde hinreichend prazise simulieren, um zukiinftige Gleichzeitigkeitseffekte
in der thermischen Lastverteilung zu berticksichtigen.

Hinsichtlich der kurzfristigen, operativen Planung des Betriebs von urbanen Ener-
gieversorgungssystemen ergibt sich ein Mehrwert infolge der Bertiicksichtigung von
Gleichzeitigkeitseffekten auf Basis prognostizierter zukiinftiger Lastprofile.

Die Integration von gebdudespezifischen Sanierungsmafinahmen in die langfristigen
thermischen Lastprognosen ist fiir die energetische Planung von Quartiersentwick-
lungsmafinahmen notwendig, um die Abbildung moglicher Lastszenarien realisieren
und damit zukiinftige Energieversorgungsvarianten sensitiv analysieren zu kénnen.
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IV. Die Gruppierung von gebdudebezogenen Lastcharakteristika im Sinne &dhnlicher
Lastgénge ermoglicht die Quantifizierung des Lastverschiebungspotenzials und liefert
Informationen zum Einsatz von Speichertechnologien.

V. Fiir die automatisierte Ahnlichkeitsanalyse eignet sich insbesondere ein kombiniertes
Modell aus Clustering- und Klassifikationsmethoden.

VI. Eine kombinierte Betrachtung aus Ahnlichkeitsfaktoren und Gleichzeitigkeitsfaktoren
stellt ein Instrument zur Identifizierung moglicher Versorgungsinseln innerhalb eines
Quartiers dar.

VII. Mit der Implementierung eines autoadaptiven Modells ldsst sich eine breite An-
wendbarkeit der Methodenkombination bei variierenden Randbedingungen und einer
dynamischen Datengrundlage sicher stellen.

VIII. Schnittstellen zu bestehenden Software-Tools und Komponenten der Datenhaltung
sowie des Datenaustauschs ermoglichen die Weiterentwicklung eines urbanen Energie-
Informationssystems.

IX. Die Ergebnisse werden fiir operative und strategische Planungsaufgaben im Rahmen
der Neu- und Weiterentwicklung von urbanen Energiesystemen leicht interpretierbar
zur Verfiigung gestellt.

1.4 Gliederung und struktureller Aufbau

Im Rahmen des anschlieflenden Kapitels 2 erfolgt die Abbildung von Methoden zur Quan-
tifizierung von Gleichzeitigkeiten in der urbanen Lastverteilung. An dieser Stelle bildet die
Ermittlung des thermischen Energiebedarfs die notwendige Informationsgrundlage, sodass
in diesem Kapitel einleitend ein Uberblick iiber dazugehérige Modelle und Methoden gege-
ben wird. Darauf aufbauend werden verschiedene Definitionen und Ansétze zur Berechnung
von Gleichzeitigkeitsfaktoren vorgestellt. Kapitel 3 widmet sich der Thematik um Prognosen
und Szenariotechniken vor dem Hintergrund der Identifizierung geeigneter Methoden fiir
die Modellentwicklung. In Kapitel 4 werden Algorithmen fir die Klassifikation energeti-
scher Lastprofile eingefiihrt. Dadurch erfolgt die Adressierung des Ziels, Ahnlichkeiten in
den Charakteristika thermischer Lastprofile automatisiert identifizieren zu kénnen. Auf
Grundlage der Aufarbeitung des aktuellen Stands der Technik und Wissenschaft zum
thematischen Schwerpunkt und zu den Methoden zur Losung der Problemstellung dieser
Arbeit sind in Kapitel 5 die mathematischen und physikalischen Grundlagen fiir die Mo-
dellentwicklung und -evaluierung aufgefithrt. Vor dem Hintergrund der Implementierung
des Modells sind in Kapitel 6 eingangs die damit verbundenen Anforderungen auf Basis
der zuvor erarbeiteten theoretischen Grundlagen formuliert. Daran anschlieend wird das
Softwarekonzept von AMSA inklusive der Benutzeroberfliche sowie die Umsetzung der
Schnittstelle zur Datenbank und Webservern vorgestellt. Uberdies erfolgt die Vorstellung
vorgesehener Schnittstellen an bestehende Software-Tools und Applikationsentwicklungen.
Zur Demonstration des entwickelten und implementierten Modells wird in Kapitel 7 exem-
plarisch ein Anwendungsfall analysiert. Als Grundlage dienen Datensétze eines Quartiers
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mit Nichtwohngebauden unterschiedlicher Nutzungsklassen, die mittels einer bestehenden
Netzinfrastruktur mit Warme und Kaélte versorgt werden. Eingangs erfolgt neben der
Vorstellung des Datensatzes und der Ergebnisse der Datenvorverarbeitung eine deskriptive
Datenanalyse. Letztere dient der Einordnung von Ergebnissen der Modelldemonstration
und ermoglicht bei zukiinftig verbreiteter Anwendung von AMSA eine Vergleichbarkeit vor
dem Hintergrund variierender Eingangsdaten. Im weiteren Verlauf des Kapitels werden die
Ergebnisse der Vorstudien zu Teilmodellanwendungen analysiert, um die Gesamtmodell-
analyse vorzubereiten. Letztere beinhaltet in der Folge die Ergebnisse der Quantifizierung
historischer und zukiinftiger Gleichzeitigkeitseffekte in der Lastverteilung des Quartiers. Im
Rahmen der Schlussbetrachtung in Kapitel 8 erfolgt die Zusammenfassung der wichtigsten
Ergebnisse dieser Arbeit im Zusammenhang mit der Bewertung der eingangs aufgestellten
Hypothesen. Daran anschliefend werden Potenziale des entwickelten Modells vorgestellt,
deren Nutzung abschlieffend in einem Ausblick die Grundlage fiir die Formulierung des
zukiinftigen Forschungsbedarfs bilden.






KAPITEL 2

Gleichzeitigkeiten in der urbanen thermischen Lastverteilung

Der thermische Energiebedarf von Gebduden wird durch zahlreiche Faktoren, wie bei-
spielsweise die Baukonstruktion, die Technische Gebdudeausriistung (TGA) oder das
Nutzerverhalten beeinflusst (Magouleés etal., 2016). In diesem Zusammenhang kénnen
einige weitere Einflussfaktoren genannt werden, welche sich in diese Kategorien einordnen
lassen. Auf urbaner Ebene gilt es neben diesen Effekten auf Einzelgebdudeebene auch
Gleichzeitigkeiten in dem thermischen Leistungsabnahmeverhalten von Gebdudegruppen
zu quantifizieren, um eine 6konomisch und 6kologisch sinnvolle Dimensionierung von zen-
tralen Erzeugungs- und Verteilungssystemen thermischer Energie zu ermoglichen (Winter
etal., 2001). Die Grundlage zur Ermittlung des Gleichzeitigkeitsfaktors stellen jedoch die
Lastprofile des thermischen Energiebedarfs der einzelnen Geb&dude dar. Daran ankniipfend
ist dieses Kapitel in die Abschnitte 2.1 Ermittlung des thermischen Energiebedarfs urbaner
Regionen und 2.2 Ansdtze zur Quantifizierung des Gleichzeitigkeitsfaktors untergliedert.

2.1 Ermittlung des thermischen Energiebedarfs urbaner Regionen

Dieser Abschnitt behandelt den theoretischen Hintergrund zur Ermittlung des thermi-
schen Energiebedarfs urbaner Regionen und bildet den aktuellen Stand der Technik und
Forschung ab. Auf Grundlage der herausgearbeiteten Modellcharakteristika und Ergebnis-
sen anwendungsbasierter Studien wird die Wahl der Methoden begriindet und implizite
Anforderungen fiir die Teilmodellentwicklung hergeleitet und formuliert.

2.1.1 Theoretischer Hintergrund

Im Rahmen der Ermittlung des thermischen Energiebedarfs urbaner Regionen stehen sich
mit einem Top-down- oder einem Bottom-up-Ansatz zwei verschiedene Ausgangspunkte
fiir die urbane Energiebedarfsanalyse gegentiber (Reinhart et al., 2016). Ersterer umfasst
die stadtgebietsbezogene Betrachtungs- und Analyseebene, welche sukzessive mittels Un-
terteilungen des Siedlungsraumes in eine kleinerskalige Ebene iiberfithrt wird (Howard
etal., 2012). Ein Modellansatz fiir eine grofiskalige stddtische Betrachtungsebene stellt
beispielsweise die Siedlungstypmethode von Roth et al. dar, welche auf der Definition
charakteristischer Siedlungsstrukturen und dem jeweils dafiir abgeschitzten Warmeleis-
tungsbedarf beruht (Roth, 1980). Die Modellentwicklung mit einem Bottom-up-Ansatz
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beginnt bei der Quantifizierung des Energiebedarfs von Einzelgebduden. Letztere lassen sich
wiederum zu Gebdudegruppen zusammenfassen, sodass auch die energetische Abbildung
urbaner Rdume mit diesem Ansatz moglich ist (Reinhart et al., 2016). Fiir die Untersuchung
und Quantifizierung des Gleichzeitigkeitsfaktors wird der Bottom-up-Ansatz betrachtet,
da die individuelle Charakteristik der einzelnen Gebéaudelastprofile Grundlage fiir eine
kleinteilige Analyseebene ist, welche eine moglichst genaue Ermittlung von Gleichzeitig-
keitsfaktoren ermoglicht. Vordergriindig geht es daher im Folgenden um die Ermittlung des
thermischen Energiebedarfs einzelner Gebédude als Grundlage fiir die Betrachtungsebene
von urbanen Ridumen. Beginnend bei der Einzelgebdudeanalyse sind die folgenden beiden
Modellkategorien zu unterscheiden:

I. Physikalische Modelle
II. Datenbasierte Modelle

Hinsichtlich der Zielstellungen in der Modellierung kénnen ferner diagnostische von progno-
stischen Modellen unterschieden werden. In diesem Zusammenhang dienen diagnostische
Modelle der Generierung von Wissen iiber Gesetzméfligkeiten, wie beispielsweise Ener-
giebilanzen oder Warmedurchgangsprozesse, und prognostische Modelle der Vorhersage
eines Systemverhaltens (Saltelli et al., 2008). Abbildung 2.1 visualisiert vereinfachend den
Unterschied zwischen physikalischen und datenbasierten Modellen.

Modelle basierend Detailliertes Simulierte
auf physikalischen physikalisches > Daten
GesetzmaéaBigkeiten | Modell |

e ) e TR )

Datenbasierte Statistisches Detgllh.ertes
Messdaten |—> physikalisches
Modelle Modell
L p L Modell

Abbildung 2.1: Schematische Darstellung der Unterschiede zwischen physikalischen
und datenbasierten Modellen zur gebdudespezifischen Energieanalyse in Anlehnung an
Coakley et al., 2014

Wiéhrend bei physikalischen Modellen ein detailliertes Gebdudemodell zugrunde liegt,
auf Basis dessen das energetische Verhalten des Gebédudes simuliert und dazugehorige
Simulationsdaten ausgegeben werden, dienen bei datenbasierten Modellen Messdaten und
ein statistisches Modell der Generierung von detaillierten physikalischen Modellen.

Physikalische Modelle

Diese Modellkategorie basiert auf physikalischen Zusammenhéngen zur Quantifizierung
der energetischen Zustidnde von Gebduden, Gebaudeteilen oder einzelnen Komponenten
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und ist seit iber 50 Jahren Gegenstand zahlreicher Forschungsarbeiten (Magoules et al.,
2016). So lassen sich verschiedene Forschungsschwerpunkte im Kontext der energetischen
Gebaudesimulation identifizieren, welche von Ansétzen der monatlichen oder jahrlichen
Energiebilanzen iiber die Simulation einzelner Gebdudekomponenten und Teile der An-
lagentechnik bis hin zur umfassenden Lebenszyklusanalyse im Sinne der Bewertung von
Ressourcenanforderungen und dem Primérenergieverbrauch von Gebduden reichen. Mit
energetischen Gebédudesimulationen kénnen dabei mehrskalige Multiebenenprobleme model-
liert und geldst werden (van Treeck, 2004; van Treeck, 2010). Hinsichtlich der methodischen
Ansétze lassen sich zwei verschiedene Kategorien unterscheiden:

i. Detaillierte ganzheitliche Methoden
ii. Vereinfachte Methoden

Die detaillierte Abbildung und Berechnung gebdudebezogener Energiestrome bedarf einer
umfangreichen Datengrundlage mit hoher gebdudespezifischer Informationsdichte, um phy-
sikalische Prozesse in der thermischen Dynamik eines Gebédudes im Detail modellieren und
darauf aufbauend den Energiebedarf ermitteln zu kénnen. Um die Umsetzung komplexer
Berechnungsverfahren zur Abbildung physikalischer Prozesse in der thermisch-energetischen
Gebédudeanalyse zu ermoglichen, wurden zahlreiche Software-Tools entwickelt, welche bei-
spielsweise die Formulierung von gebdudebezogenen Energiestandards oder Energieanalysen
unterstiitzen. In diesem Zusammenhang lassen exemplarisch IDA Indoor Climate and Ener-
gy (Bjorsell et al., 1999; Kalamees, 2004), TRNSYS (Klein et al., 2007) oder EnergyPlus
(Crawley etal., 2001) auffihren (Building Energy Software Tools Directory). Weiterhin
werden in der Forschung Modellbibliotheken wie AdzLib (Miiller et al., 2016) oder Buil-
dingsSystems (Nytsch-Geusen et al., 2016) zur dynamischen Gebaudesimulation genutzt
und weiterentwickelt (Nytsch-Geusen etal., 2014).

Im Bereich der deutschen Normen und Richtlinien ist zur Berechnung der Gebédudeheizlast
die DIN EN 12831-1 anzuwenden, welche die Berechnungsvorschriften fiir die Ermittlung
der benétigten Warmezufuhr fiir die Beheizung von Einzelrdumen, Gebdudeeinheiten und
Gebéduden festlegt. Das detaillierte Standardverfahren erfordert umfangreiche Informationen
iiber die thermischen Eigenschaften und die Gebdudegeometrie. Zur Bemessung der ben&tig-
ten Wéarmeerzeugerleistung fiir die Beheizung des Gebédudes werden Warmeverluste infolge
von Transmission und Liiftung sowie benotigte Aufheizleistungen den Warmegewinnen
im Gebédude gegeniibergestellt (DIN EN 12831-1, 2017). Fiir die Kiihllastberechnung steht
die Richtlinie VDI 2078 zur Verfiigung, welche die dafiir benotigten Berechnungsvorschrif-
ten definiert. Als Basis dient ein detailliertes Mehrzonen-Gebdudemodell mit spezifischen
anlagentechnischen und bauphysikalischen Eigenschaften sowie spezifischen Nutzungscha-
rakteristika vor dem Hintergrund detailliert vorgegebener klimatischer Randbedingungen.
Neben diesem umfangreichen Verfahren wird auch ein Abschétzverfahren fiir die raum-
weise Kiihllastberechnung vorgeschlagen, welches ersteres jedoch nicht ersetzt (VDI 2078,
2015). Mit der DIN Norm 18599 steht im Rahmen der gebdudespezifischen Bewertung
der Energieeffizienz weiterhin ein umfassendes Regelwerk zur statischen Ermittlung des
Energiebedarfs fiir die Beheizung und Kiihlung von Gebaduden, basierend auf detaillierten
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raum- und zonenweisen Berechnungsverfahren, zur Verfiigung (DIN V 18599-1, 2018). Fiir
die Berechnung des Energiebedarfs zur Beheizung und Kiihlung von Rdumen und Gebduden
dient ferner die Richtlinie VDI 2067, welche auf dem Rechenkern der VDI 6007 beruht
(VDI 2067 Blatt 10, 2013).

Detaillierte Modelle bedingen eine Datenbasis mit hoher gebdudespezifischer Informa-
tionsdichte, die selten gegeben ist, sodass sich im Laufe der Jahre auch vereinfachte
Modellansitze etabliert und bewdhrt haben (Magoules et al., 2016). Diese bendtigen eine
geringe Anzahl an Eingangsparametern und ermdoglichen eine erste Einschétzung tiber
den thermischen Energiebedarf eines Gebdudes. In diesem Zusammenhang lassen sich die
folgenden Methoden unterscheiden (Al-Homoud, 2001).

i. Gradtagsmethode
ii. Modifizierte Gradtagsmethode
iii. Gradtagsmethode mit variabler Basis
iv. Bin-Methode
v. Modifizierte Bin-Methode

Die Gradtagsmethode stellt ein stationdres Berechnungsverfahren zur Approximation von
Trends im gebdudespezifischen Energieverbrauch dar. Hierbei wird die Annahme getroffen,
dass die Warmeverluste im langjéhrigen Mittel durch solare und interne Energiegewinne
im Gebédude ausgeglichen werden, sofern die mittlere tégliche Auflenlufttemperatur 18,3 °C
betrigt. Die Abschitzung des Energiebedarfs fiir die Beheizung des Gebéaudes erfolgt iiber
die Hohe des dazugehorigen Warmeverlustkoeffizienten oder der Normheizlast in Abhén-
gigkeit der berechneten Heizgradtage an dem spezifischen Standort (Al-Homoud, 2001).
Die auf 18,3 °C fixierte Innenlufttemperatur wird bei der modifizierten Gradtagsmethode
durch einen empirischen Korrekturfaktor angepasst. Die Gradtagsmethode und die modifi-
zierte Gradtagsmethode bringen Nachteile mit sich. So lassen sich diese beiden Methoden
beispielsweise nur fiir die Ermittlung der Heizlast verwenden. Weiterhin bedingen die
vorgenommenen Annahmen und Vereinfachungen neben der unprézisen Betrachtung von
internen Gewinnen und verbesserten Dadmmstandards auch Beschriankungen hinsichtlich
der Anwendbarkeit fiir Nicht-Wohngebédude, deren Warmebedarf nicht primér auf dem
Ausgleich von Transmissions- und Liiftungswéarmeverlusten beruht. Die Gradtagsmethode
mit variabler Basis 16st die Abhéngigkeit von der Basistemperatur von 18,3 °C auf, indem
eine gebdudespezifische Gleichgewichtstemperatur an Stelle der fixierten Basistempera-
tur eingefiihrt wird, welche einer Auflentemperatur entspricht, die keine Beheizung oder
Kiihlung des Gebaudes erfordert. Damit wird unterschiedlicher klimatischer Bedingungen,
Nutzungscharakteristika oder variierender Ddmmstandards Rechnung getragen. Zudem
lasst dich auch der witterungsinduzierte Kiihlbedarf tiber die Ermittlung der Kiihlgradtage
abschétzen. Die Bin-Methode basiert auf der Heiz- und Kiihllastberechnung zu verschiede-
nen AuBentemperaturbedingungen (Bins). Anschliefend werden die Ergebnisse mit der
Lénge des Zeitraums, in welcher diese Bedingungen auftreten, multipliziert. Mit der mo-
difizierten Bin-Methode wurde dieser modelltheoretische Ansatz weiter verfeinert, indem
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gemittelte Profile von solaren Wéarmegewinnen in Gebaduden oder interne Nutzungsprofile
integriert wurden. Die Kombination aus den verschiedenen Einflussparametern ermoglicht
damit noch detailliertere Abschétzungen des thermischen Energiebedarfs von Gebauden.
(Al-Homoud, 2001)

Waéhrend sich die drei Gradtagsmethoden insbesondere fiir kleine Gebédude eignen, bei
denen der Energieverbrauch grofitenteils durch Energieverluste durch die Gebaudehiille
verursacht werden, werden die Bin-Methoden fiir grofile Gebdude mit dominierenden inter-
nen Lasten angewendet (Magoules et al., 2016). In den deutschen Normen findet sich die
Gradtagsmethode in dem Beiblatt 2 der DIN EN 12831 zur Heizlastberechnung von Gebéu-
den wieder, welche vereinfachte Verfahren zur Heizlastberechnung beinhaltet. Letztere sind
fiir energetische Bewertungen im Gebaudebestand anzuwenden, sofern keine ausreichende
Datenbasis fiir detaillierte Heizlastberechnungen vorliegt (DIN 12831 Beiblatt 2, 2012). In
umgekehrter Analogie zur Gradtagsmethode wird im Rahmen des Verbrauchsverfahrens
die Heizlast eines Gebédudes auf Grundlage des jéahrlichen Endenergieverbrauchs fiir die Be-
heizung des Gebaudes abgeschiitzt. Alternativ zur Berechnung der Gradtage kann anhand
dieser Norm auch der mittlere Belastungsgrad des Warmeerzeugers verwendet werden.
Der Endenergieverbrauch fiir die Trinkwassererwarmung als Basis fiir die dazugehorige
benotigte Erzeugerleistung ist entweder iiber die Flachenbelegung pro Person im Gebédude
oder mittels des nutzerbezogenen Trinkwarmwasserbedarfs auf Basis empirischer Formeln
zu ermitteln. Als weiteres vereinfachtes Verfahren zur Heizlastberechnung wird neben
den Verbrauchsverfahren in dem Beiblatt das Hiillldchenverfahren vorgestellt, welches ein
Ein-Zonen-Gebédudemodell als Bilanzierungsebene in den Mittelpunkt riickt. Die Gebéude-
heizlast wird dabei {iber die Summe der Transmissions- und Liiftungswarmeverluste tiber die
nach aufien gerichtete thermische Hiille des Gebdudes approximiert. (DIN 12831 Beiblatt 2,
2012)

Datenbasierte Modelle

Alternativ zu physikalischen Modellen finden datenbasierte Modelle zur Analyse des gebau-
debezogenen Energieverbrauchs Anwendung. In diesem Zusammenhang sind Black-Box und
Grey-Box Methoden sowie Modellkalibrierungsmethoden voneinander zu unterscheiden.
Black-Box Modelle basieren auf mathematischen oder statistischen Modellen, mit welchen
ein Zusammenhang zwischen Einflussvariablen und gemessenem Zielgroflen hergestellt wird
(Coakley et al., 2014). Dazu gehort die Regressionsanalyse, welche beispielsweise fir die
Korrelation zwischen Energieverbrauch und Klimavariablen eingesetzt wird (Magoules
etal., 2016) oder Kiinstliche Neuronale Netze (Coakley et al., 2014). Grey-Box Methoden
unterscheiden sich von Black-Box Methoden hinsichtlich der Eingangsgrofien. Anders als
Black-Box Methoden, benétigen Grey-Box Methoden aufgrund unvollstdndiger oder unsi-
cherer Datenséitze Systemparameter eines physikalischen Modells zur energetischen Analyse
eines Gebdudes (Coakley et al., 2014; Magoules et al., 2016). Modellkalibrierungsmethoden
beruhen auf dem Ziel die Eingangsparameter eines vollstdndig beschriebenen Modells
basierend auf physikalischen GesetzméafBigkeiten mittels Messdaten als Zielgroflen zu opti-
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mieren (Coakley etal., 2014). In der Literatur finden sich zudem verschiedene Modelle der
vereinfachten Korrelationsanalyse wieder, welche nachfolgend beispielhaft aufgefithrt sind
(Bauer etal., 1998).

i. Energiesignatur-Methode
ii. SLR-Methode
iii. H-m-Methode
iv. Fta-Methode

Mit der Energiesignatur-Methode werden die Verdnderungen im gebdudespezifischen Ener-
gieverbrauch berechnet. Es fehlt jedoch bei dieser Methode die Beriicksichtigung von solaren
Gewinnen (Bauer etal., 1998). Im Rahmen der SLR-Methode werden die Energiegewinne
eines solaren Passivhauses ermittelt, welche sich in Relation zu einem Referenzgebiude
ohne solaren Passivhausstandard ergeben (Bauer etal., 1998). Die Eta-Methode stellt
eine Verfeinerung der H-m-Methode dar und ist fiir verschiedene Anwendungszwecke,
wie dem Vergleich des Energieverbrauchs verschiedener Gebédude oder der Prognose des
Energieverbrauchs bei variierenden klimatischen Randbedingungen geeignet. Sie basiert
auf der Definition einer Heiz- und Kiihlperiode und setzt mittels einer Regression einen
modifizierten Leistungsbereitstellungsfaktor mit den internen und solaren Gewinnen ins
Verhéltnis, wobei die Steigung der Regressionsgerade den Nutzungsgrad der internen und
solaren Gewinne impliziert. (Bauer etal., 1998)

In den deutschen Normen und Richtlinien finden sich datenbasierte Methoden zur Er-
mittlung des Warmeverbrauchs und der Heizlast in der Richtlinie VDI 3807 bzw. dem
Beiblatt 2 der Norm DIN EN 12831 wieder. Im Rahmen der VDI 3807 wurden unter
anderem Energieverbrauchskennwerte fiir verschiedene Gebédudearten und Liegenschaf-
ten nach den anerkannten Regeln der Technik auf Grundlage statistischer Erhebungen
zu Messwerten gebildet (VDI 3807 Blatt 1, 2013). Als Grundlage fiir die Ermittlung der
Kennwerte dienten Energieverbrauchswerte, welche im Rahmen einer Regressionsanalyse
mit der Auflentemperatur in einen Zusammenhang gesetzt wurden. Ferner beschreibt die
Richtlinie das allgemeine Vorgehen diesbeziiglich fiir die eigene Kennwertberechnung. Fiir
die vereinfachte Heizlastberechnung auf Grundlage von gemessenen Verbrauchsdaten sind
nach der DIN EN 12831 Beiblatt 2 die Warmeleistung zusammen mit der simultan erfassten
Auflenlufttemperatur aufzutragen, wobei die Regressionsgerade den Warmetransferkoef-
fizienten beschreibt, auf Grundlage dessen die anzusetzende Heizlast zu berechnen ist
(DIN 12831 Beiblatt 2, 2012).

2.1.2 Studien

Der thermische Energiebedarf von urbanen Regionen wird mafigeblich von den dazuge-
horigen Einzelgebduden und ihren wechselseitigen thermischen Beeinflussungen geprégt.
So untersuchten Liu et al. beispielsweise den Effekt der gegenseitigen thermischen Be-
einflussung von Gebduden urbaner Regionen im Hinblick auf den Energieverbrauch (Liu
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etal., 2015a). In diesem Zusammenhang zeigten Bueno et al. den Einfluss von stiadtischen
Warmeinseln auf den Energieverbrauch von Einzelgebauden (Bueno et al., 2012), wobei Ma-
vrogianni et al. diesen Effekt am Beispiel der Stadt London demonstrierten (Mavrogianni
etal., 2009). Um detaillierte physikalische Modelle infolge von Informationsknappheit auf
urbaner Ebene vereinfachen zu kénnen, sind die Anwendung und Validierung reduzierter
Modelle Gegenstand zahlreicher Forschungsarbeiten (Reinhart et al., 2016). Die urbane
Energieanalyse betrifft dariiber hinaus jedoch noch eine Vielzahl von anderen Forschungs-
schwerpunkten. Keirstead et al. haben dazu in ihrer umfangreichen Literaturrecherche
fiinf Schliisselbereiche identifiziert: Auslegung der Technologie, Gebdudekonzepte, Stadtkli-
ma, Systemkonzepte und politische Evaluierung. Ferner wurden mit dem Versténdnis fiir
Modellkomplexititen, der Datenqualitdt und -unsicherheit, der Modellintegration sowie
strategisch-politischen Relevanz vier Kernherausforderungen fiir diese Schliisselbereiche
herausgearbeitet (Keirstead etal., 2012).

In Bezug auf Studien im Bereich der gebdudebezogenen Energieanalyse sind verschie-
dene Forschungsrichtungen zur Verbesserung der Methoden fiir die Quantifizierung des
gebdudebezogenen Energiebedarfs voneinander abzugrenzen. So steht beispielsweise die
Identifizierung der Schliisselvariablen fiir gebdudebezogene Energieanalysen im Rahmen
von Sensitivitdtsanalysen im Mittelpunkt zahlreicher Forschungsarbeiten (Tian, 2013).
Coakley et al. geben in ihrer Studie einen Uberblick iiber Forschungsarbeiten, die sich
bisher mit dem Vergleich von energetischen Gebdudesimulationen und Messdaten fokus-
sierten (Coakley etal., 2014). Dagegen zeigt Nguyen et al. die aktuellen Entwicklungen
im Bereich der simulationsbasierten Optimierungsmethoden im Rahmen der energetischen
Gebdudesimulation (Nguyen etal., 2014) auf.

Im Forschungsfeld der datenbasierten Modelle haben Pfafferott et al. auf Basis von Mo-
nitoringdaten die Energiebilanz eines Biiroraumes iiber die Korrelation zwischen Innen-
und Auflenlufttemperatur bestimmt (Pfafferott et al., 2005). Dariiber hinaus sind weitere
vereinfachte statistische Methoden Gegenstand von Untersuchungen zu Modellkombinatio-
nen und -erweiterungen (Westergren et al., 1999; Bauer et al., 1998). Dhar et al. haben ein
Modell auf Grundlage einer Fourierreihenentwicklung eingefithrt, um die nichtliniearen Heiz-
und Kiihllasten quantifizieren zu kénnen (Dhar et al., 1998; Dhar etal., 1999). Mit Hilfe
eines Autoregressiven Modells mit zusétzlichen exogenen Einflussparametern analysierten
Jiménez & Heras verschiedene Gebaudekomponenten (Jiménez et al., 2005). Hinsichtlich der
Regressionsmethoden auf Basis unterschiedlicher Zeitskalen haben Studien die variierende
Ergebnisgiite gezeigt (Cho etal., 2004). Im Bereich der Grey-Box und Black-Box Modelle
wurden in den letzten zwei Dekaden zahlreiche Studien im Kontext der Prognose von
Energieverbriauchen, der Betriebsoptimierung und Regelung von Komponenten der An-
lagentechnik sowie der Ermittlung von Gebdudenutzungsparametern untersucht (Magoules
etal., 2016).

Im Hinblick auf die Frage nach dem am besten geeigneten Modelltyps fiir die Ermittlung
des gebaudebezogenen thermischen Energiebedarfs gibt es keine allgemein giiltige Antwort
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auf Grundlage anwendungsbasierter Studien. Vielmehr beruht die Entscheidung fiir einen
Modelltyp auf den gegebenen Randbedingungen, wie beispielsweise der vorhandenen Daten-
grundlage oder Restriktionen, die eine Begrenzung der Rechenzeiten bedingen (Magoules
etal., 2016). Beide Modellkategorien lassen sich jedoch auch miteinander kombinieren,
wobei mit Kiinstlichen Neuronalen Netzen beispielsweise Gebdudeparameter abgeschéitzt
werden konnen (Olofsson et al., 2002; Lundin et al., 2004).

2.1.3 Implikationen und Anforderungen an die Modellierung

Fir die Ermittlung des Energiebedarfs von Gebdudegruppen und urbanen Regionen un-
ter Beriicksichtigung von Gleichzeitigkeitseffekten stehen physikalische und datenbasierte
Ansétze zur Verfiigung. Detaillierte physikalische Modelle benétigen eine umfassende
Datenbasis, welche in der Regel auf urbaner Ebene nicht vorhanden ist (Reinhart et al.,
2016). Vereinfachte physikalische Modelle dienen der Abschiatzung des Energiebedarfs
von Gebduden und ermdéglichen bei Informationsknappheit eine vereinfachte Ermittlung
des gebaudespezifischen Energiebedarfs, weisen jedoch keine universellen Anwendungsei-
genschaften auf. Datenbasierte Modelle erfordern wenige Eingangsparameter, gleichwohl
miissen diese in Form von Messdaten vorliegen. In dieser Modellkategorie sind vornehmlich
Black-Box und Grey-Box Modelle zu nennen, wobei Grey-Box Modelle im Gegensatz
zu Black-Box Modellen wiederum teilweise auf physikalischen Parametern der Gebaude
basieren.

FEine verstiarkte Einfiihrung von intelligenten Zéhlersystemen im Rahmen des Aufbaus
smarter integrierter Energiesysteme (Lund et al., 2014) und der stetig steigenden Menge an
Messdaten im Energiesektor (Zhou et al., 2016) begriindet die aktuelle und zukinftige hohe
Relevanz von datenbasierten Modellen und ermdéglicht den weiteren zukiinftigen Einsatz
des in dieser Arbeit entwickelten Modells zur Modellierung des thermischen Energiebedarfs
urbaner Regionen. Sofern detaillierte Gebaudedaten, beispielsweise fiir einen Neubau vor-
liegen, lésst sich dieser simulieren und die generierten Datenséatze als Eingangsparameter
fiir das datenbasierte Modell nutzen. Gleichzeitig kénnen bei Informationsknappheit verein-
fachte Modelle verwendet werden, um den gebdudespezifischen Energiebedarf abschétzen
zu koénnen, um diesen als Teil der Datengrundlage fiir das datenbasierte Modell zu nutzen.
Auf Grundlage dieser Implikationen fiir die Modellierung bedarf es der Entwicklung eines
datenbasierten Modells fiir die Ermittlung des gebdudespezifischen thermischen Energiebe-
darfs, der Zusammenfithrung der gebdudespezifischen Black-Box-Modelle zur Ermittlung
des Energiebedarfs von Gebaudegruppen und urbanen Regionen sowie der Beriicksichtigung
von Schnittstellen fiir die Angliederung physikalischer Modelle.
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2.2 Ansitze zur Quantifizierung des Gleichzeitigkeitsfaktors

Dieser Abschnitt kniipft inhaltlich an das Thema des thermischen Energiebedarfs urbaner
Regionen an und behandelt den theoretischen Hintergrund zu Ansétzen der Definition
und Ermittlung von Gleichzeitigkeitsfaktoren in der thermischen Lastabnahme von Ge-
béduden innerhalb von Versorgungsgruppen und bildet den aktuellen Stand der Technik
und Forschung ab. Auf Grundlage der vorhandenen modelltheoretischen Ansétze erfolgt
die Ableitung des Forschungsbedarfs in diesem Themengebiet, auf dessen Grundlage im-
plizite Anforderungen fiir die Teilmodellentwicklung hergeleitet und formuliert werden.
Im Hinblick auf die Vereinheitlichung der Nomenklatur erfolgt eine Ubertragung der ver-
wendeten Symbole aus den verschiedenen Forschungsarbeiten zu diesem Thema auf die
Symbolbezeichnungen in dieser Arbeit.

2.2.1 Theoretischer Hintergrund

Die Diversitdt der Lastprofile in urbanen Rdumen lasst sich im Kontext zweier Kompo-
nenten des Wéarmebedarfs betrachten. Der Warmebedarf kann nach Frederiksen et al. im
Wesentlichen auf eine physikalische und eine soziale Komponente zuriick gefiihrt werden
(Frederiksen et al., 2014). Die physikalische Komponente beschreibt dabei beispielsweise
den transmissionsinduzierten Warmebedarf, welcher von saisonalen Schwankungen der
AuBlentemperatur abhingt. Die soziale Komponente spiegelt wiederum das menschliche
Verhalten wieder, im Sinne von Anwesenheitszeiten oder Liiftungsverhalten. Die Diversitat
des sozial bedingten Wéarmebedarfs ist aufgrund der hohen Individualitdt des Nutzerverhal-
tens als hoch einzustufen. Im Gegensatz dazu sind die Warmebedarfsprofile auf Grundlage
ausschliellich physikalischer Betrachtungen mit einer hohen Synchronitit anzunehmen.
(Frederiksen etal., 2014) Unterschiede konnen allerdings bei stark voneinander abwei-
chenden Dammstandards der Gebdude und damit einhergehend einer unterschiedlichen
thermischen Tragheit entstehen (Rehau, 2012). Der Gleichzeitigkeitsfaktor ¢ wird in der
Regel als abgenommene Leistung, aufkummuliert iiber alle N Abnehmer, zum Zeitpunkt
der maximalen Leistungsanforderung Q (Tmaz) dieser Abnehmergruppe im Verhéltnis zu der
Summe aller Nennleistungen der Abnehmer Q Nenn nach Gleichung (2.1) definiert (Winter
etal., 2001).

N .
‘21 Qz (Tma:c)
b=

— (2.1)
;QNenn,i

Es existieren ferner jedoch auch andere Ansétze zur Quantifizierung des Gleichzeitigkeits-
faktors. So approximiert Gliick den auf die benétigte Leistung fiir Raumwérme bezogenen
Gleichzeitigkeitsfaktor fiir Wohngebdude iiber das Verhéltnis zwischen der Summe der
partiellen Gleichzeitigkeitsfaktoren aller eingeschalteter Heizkérpergruppen ¢pqrtien und



18 Kapitel 2 Gleichzeitigkeiten in der urbanen thermischen Lastverteilung

der Heizkorpergruppenanzahl N. Eine Heizkorpergruppe ¢ besteht dabei aus Heizkorpern
gleicher Leistung. (Gliick, 1985)

N
} : (rbpartz’ell,i
=1
== 2.2
PrRW N (2.2)

Die partiellen Gleichzeitigkeitsfaktoren sind von den Einschaltwahrscheinlichkeiten der
Heizkorper abhéngig, welche abgeschétzt werden miissen, um die entsprechenden tabella-
risch aufgefiihrten Kennwerte ablesen zu kénnen. In seinen Ausfithrungen grenzt Gliick
Industrie- und Gesellschaftsgebdude von Wohngebauden ab und weist den Nichtwohngebéu-
den aufgrund ihrer besonderen nutzungsspezifischen Charakteristika eine Sonderstellung
zu, die es nicht erlaubt, pauschale Werte anzunehmen. (Gliick, 1985)

In den deutschen Normen und Richtlinien findet der Gleichzeitigkeitsfaktor Eingang in die
technischen Regeln fiir Trinkwasser-Installationen nach DIN 1988. In dieser Norm wird auf
den Einfluss der Gleichzeitigkeit auf den anzusetzenden Spitzendurchfluss fiir die Dimensio-
nierung von Trinkwasserleitungen in Abhédngigkeit der Gebdudenutzung hingewiesen. Die
Hohe des anzusetzenden Gleichzeitigkeitsfaktors wird jedoch nicht definiert, sondern ist
im Einzelfall mit dem Betreiber festzulegen (DIN 1988-300, 2012). In dem vereinfachten
Verfahren zur Bestimmung des Rohrinnendurchmessers von Trinkwasserrohrleitungen wird
die Gleichzeitigkeit direkt in vorgegebenen Werten fiir den Spitzendurchfluss beriicksichtigt
(DIN EN 806-3, 2006). Die VDI-Richtlinie 2072 (VDI 2072, 2018) definiert einen Gleich-
zeitigkeitsfaktor fiir die Trinkwarmwasserversorgung. Ferner wurde von Sander in diesem
Zusammenhang eine Kennlinie hergeleitet (Schramek et al., 2007), welche zusammen mit
jener aus der VDI Richtlinie in Abbildung 2.2 dargestellt ist.

Der Gleichzeitigkeitsfaktor ¢y nach VDI 2072 ist in Abhéngigkeit von der Anzahl an
Wohneinheiten N entsprechend der empirischen Gleichung (2.3) definiert.

0,5 1
— +047- — (2.3)

= 0,03 +
dTWw Vi N

Sofern in dem System zur Trinkwassererwdrmung eine Vorrangschaltung vorgesehen ist,
wird der Gleichzeitigkeitsfaktor fiir die Raumwérme ¢y nach Gleichung (2.4) berechnet.

orw =1— orww (2.4)

Neben diesen Definitionen wurden in anwendungsbasierten Studien empirische Gleichungen
hergeleitet, welche den Gleichzeitigkeitsfaktor in Abhédngigkeit von der Anzahl an Wérme-
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abnehmern in zentralen Warmeversorgungssystemen beschreiben. Diese werden im Rahmen
der folgenden Abschnitte vorgestellt.

1 T T T T T T T I T
— VDI 2072

--- Sander

-~
~~
~ -

Gleichzeitigkeitsfaktor [-]

0 | | | | | | | | |
10 20 30 40 50 60 70 80 90 100

Anzahl der Wohneinheiten

Abbildung 2.2: Vergleich der Kennlinien zum Gleichzeitigkeitsfaktor nach VDI 2072
und Sander in Abhingigkeit von der Abnehmeranzahl

2.2.2 Studien

Die Quantifizierung des Gleichzeitigkeitsfaktors beruht in der Regel auf betriebsbasier-
ten Erfahrungswerten (Zhen etal., 2007). In diesem Zusammenhang wurden empirische
Formeln, Kennlinien oder Kennwerte hergeleitet, welche selten im Mittelpunkt der For-
schungsarbeiten stehen, jedoch eine grofie Relevanz fiir die Dimensionierung thermischer
Energiesysteme aufweisen. Im Rahmen ihrer Analyse der Gleichzeitigkeit in Osterreichi-
schen Nahwéarmenetzen leiteten Winter et al. eine Naherungsfunktion zur Bestimmung des
Gleichzeitigkeitsfaktors fiir Raumwéirme ¢rpy in Abhéngigkeit der Abnehmerzahl N in
einem Wérmenetz auf Grundlage von Gleichung (2.1) her (Winter etal., 2001).

0,55

1,76
N I’
1+ (53,84)

In diesem Fall ist die Anzahl der Abnehmer als Eingangsparameter erforderlich, sodass
sich die Komplexitéat der Abschitzung des Einflusses der Gleichzeitigkeit stark reduziert.
Als Datenbasis fiir die Untersuchungen an beiden Nahwérmenetzen dienten stiindliche
Zahlerdaten und Auflentemperaturen, wobei jeweils circa 300 Abnehmer in die Untersu-
chung mit einbezogen wurden (Winter et al., 2001). Die Ermittlung der gebédudespezifischen

¢rw = 0,45 + (2.5)
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Nennleistungen der Warmeabnehmer erfolgte mittels linearer Korrelation zwischen den
aufgezeichneten mittleren stiindlichen Leistungen und der mittleren stiindlichen Auflentem-
peratur zum jeweiligen Zeitpunkt. Uber die Nutzung der Gebdude oder ihre GroBe werden
im einzelnen keine Angaben gemacht. Die Autoren widmen sich auch der Problematik
verschiedener Nennleistungsklassen innerhalb von Abnehmergruppen, welche in bestimmten
Fallen zu einer Unterdimensionierung des Gleichzeitigkeitsfaktors fiihrt. So resultiert bei ei-
ner groffen Anzahl an Kleinabnehmern und einem Groflabnehmer eine Fehldimensionierung
des Gleichzeitigkeitsfaktors, wodurch ein Versorgungsengpass moglich sei. Um dieses Risiko
zu minimieren, schlagen die Autoren eine Aufteilung der gesamten Abnehmergruppe in Leis-
tungsklassen vor, wobei das Verhéltnis zwischen der Nennleistung des kleinsten und jener
des groBiten Abnehmers maximal zwei betragen darf. Aufgrund dessen ist Gleichung 2.5 nur
fiir Abnehmergruppen mit anndhernd gleichen gebdudespezifischen Nennleistungen giiltig.
(Winter etal., 2001) Um diese Voraussetzung zu schaffen, wurde ein Algorithmus entwi-
ckelt, auf Basis dessen mittels Dominanzanalysen einzelner Leistungsabnehmer hinsichtlich
ihrer Nennleistungen im Wérmenetz minimale und maximale Gleichzeitigkeitsfaktoren fiir
verschiedene Abnehmergruppen bestimmt werden konnen (Gaderer, 2008).

In Studien von Tol und Svendsen (Tol etal., 2012b; Tol etal., 2012a) zu Niedertempe-
raturwarmenetzen fiir die Versorgung von Niedrigenergichdusern in Dénemark wird ein
empirisch ermittelter Gleichzeitigkeitsfaktor nach Gleichung (2.6) verwendet (Tol etal.,
2012b).

0,38

(2.6)

Auch bei diesem Ansatz ist der Gleichzeitigkeitsfaktor ausschliefilich von der kumulier-
ten Anzahl der Warmeabnehmer abhéngig. Der fiir die Ermittlung der Heizlast infolge
der Trinkwassererwiarmung benétigte Gleichzeitigkeitsfaktor wird hierbei direkt in die
empirische Gleichung zur Berechnung der Heizlast fiir die Trinkwassererwidrmung integriert.

Qrww = C1- N + Cy - N + C3 (2.7)

Hierbei variieren die anzusetzenden Konstanten C, Co und C35 in Abhéngigkeit von der
Kombination der Warmeiibergabestation mit einem vorgesehenen Pufferspeicher oder
Warmetauscher (Tol etal., 2012b). Abbildung 2.3 stellt den approximierten Verlauf der
Kennlinien fiir Raumwérme und Trinkwarmwasser dar. Eine Gegeniiberstellung der Kennli-
nien von Winter et al. (Winter et al., 2001) und Tol et al. (Tol et al., 2012b; Tol et al., 2012a)
zeigt differierende Gleichzeitigkeitsfaktoren fiir die selbe Anzahl an Wéirmeabnehmern
im Netz. Abbildung 2.4 stellt in diesem Zusammenhang die Kennlinien fiir den auf die
Raumwérme bezogenen Gleichzeitigkeitsfaktor fiir 300 Gebdude dar.
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Abbildung 2.3: Kennlinien zur Anderung des Gleichzeitigkeitsfaktors fiir Raumwéiirme
und Trinkwarmwasser mit zunehmender Abnehmerzahl in Anlehung an Tol et al, 2012
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Abbildung 2.4: Vergleich der Kennlinien zum Gleichzeitigkeitsfaktor fiir Raumwérme
von Winter et al. und Tol et al. in Abhéngigkeit von der Abnehmeranzahl

Es zeigt sich, dass der Gleichzeitigkeitsfaktor fir eine Gebdudegruppe mit ungefihr 75
Wiarmeabnehmern sowohl nach Winter et al. als auch nach Tol et al. annahernd einen Wert
von 0.62 erreicht. Demgegeniiber wird von Tol et al. fiir eine Gebaudegruppe von ungeféihr
20 Gebéduden ein Gleichzeitigkeitsfaktor von circa 0,64 vorgeschlagen, wihrend nach Winter
et al. ein Gleichzeitigkeitsfaktor von 0,95 vorgegeben wird. Fiir gréfere Abnehmergruppen
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mit mehr als 200 Gebauden differieren die Gleichzeitigkeitsfaktoren nach Winter et al. und
Tol et al. um circa 0,1, wobei der degressive Verlauf der Kennlinie nach Winter et al. und
der nahezu konstante Verlauf der Kennlinie nach Tol et al. ab ungefdhr 100 Abnehmern
darauf hinweist, dass sich die Differenz zwischen den Werten der beiden Kennlinien fiir
grofle Gebaudegruppen weiter erhoht.

In der Fallstudie von Guan et al. (Guan etal., 2016) wird eine Analyse des Gleichzeitig-
keitsfaktors fiir Elektrizitdt, Warme und Wassernutzung im Rahmen der energetischen
Planung eines Universitdatscampus in Norwegen durchgefithrt. Dabei liegt der Fokus auf
der Quantifizierung von Gleichzeitigkeitsfaktoren auf Quartiersebene, der Ermittlung von
Anteilen einzelner Gebdude an der Spitzenlast der gesamten Gebdudegruppe sowie auf
einer Clusteranalyse. Letztere dient der Gruppierung von Gebaduden anhand verschiedener
Kennwerten, wie den zuvor genannten, um Lastverschiebungspotential einzelner Gruppen
zu identifizieren. Der Gleichzeitigkeitsfaktor ¢ ist dabei nach Gleichung (2.8) definiert
(Guan etal., 2016).

Pesmax
¢: ges, (28)

Pi,maac

M=

Diese Definition beruht auf dem Verhaltnis aus der maximal benétigten elektrischen
Leistung P eines Gebédudes i zu der bendtigten Leistung des Campus mit N Gebduden
und gibt den prozentualen Anteil der maximalen Leistungsabnahme eines Gebdudes an
jener der gesamten Abnehmergruppe an (Guan et al., 2016). Weissmann et al. untersuchten
den Einfluss gebdude- und nutzerbezogener Charakteristika auf den Gleichzeitigkeitsfaktor
eines Wohngebietes und definierten dazu den Peak Load Ratio (PLR) geméfi Gleichung
(2.9), wobei Qges, Nenn die Summe der Nennleistung der einzelnen Abnehmer und Q zg maax
die zentral nachgefragte Warmeleistung darstellt (Weissmann et al., 2017).

Qges,Nerm - QZE,max

PLR =
Qges,Nenn

(2.9)

Frederiksen und Werner (Frederiksen et al., 2014) schlagen zwei verschiedene Kennlinien fiir
den Gleichzeitigkeitsfaktor vor, deren Grundlage die Européische Norm (EN) 806-3:2006
und die schwedische Richtlinie F:101 der Swedish District Heating Association (SDHA)
(Swedish District Heating Association, 2004) bilden. Abbildung 2.5 visualisiert den Verlauf
der beiden Kennlinien. Beide Kennlinien weisen einen dhnlichen funktionalen Verlauf
auf, wobei die Hohe des Gleichzeitigkeitsfaktors speziell fiir den Bereich von 5 bis 50
Energieabnehmern ungefadhr um 0,1 differiert.
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Abbildung 2.5: Vergleich norm- und richtlinienbasierter Kennlinien zu Gleichzeitig-
keitsfaktoren in Anlehnung an Frederiksen et al. 2014

Zhang et al. untersuchten den Einsatz eines zentralen Wéarmeerzeugungs- und Warmever-
teilungssystems zur Versorgung eines mehrstockigen Gebaudes in China und verglichen im
Rahmen dessen verschiedene Kennlinien fiir Trinkwarmwasser aus Dénemark, Schweden,
Deutschland und China (Zhang et al., 2016). Letztere basieren auf der Anzahl an Wohnun-
gen. Wihrend sich die Kennlinien aus Dénemark, Schweden und Deutschland in ihrem
Verlauf dhnlich sind, wird in China ein nahezu konstanter Gleichzeitigkeitsfaktor von 0,2 in
diesem Kontext angesetzt. Abbildung 2.6 visualisiert die Verldufe der Kennlinien aus Déne-
mark, Schweden und Deutschland. Die Unterschiede zwischen den europiischen Kennlinien
und dem Ansatz aus China liegen in der unterschiedlichen Berechnungsgrundlage begriindet.
In China erfolgt die Quantifizierung der Gleichzeitigkeit in der thermischen Lastabnahme
mittels des Kehrwerts des stiindlichen Variationskoeffizienten V}, nach Gleichung (2.10).
Dabei steht gg fiir den maximalen Wasserverbrauch am Spitzenlasttag und ¢4 fiir den
durchschnittlichen Wasserverbrauch pro Person und Tag. (Zhang et al., 2016)

Vv, = &t (2.10)
44

Damit dhnelt die Definition jener nach Gleichung (2.1). Die Autoren begriinden damit die
Vergleichbarkeit der Kennlinien. Vielmehr stellt der mehrheitlich vorhandene Gebédude-
typ, welcher in China vorwiegend in Form eines mehrstockigen Gebaudes mit zahlreichen
Wohneinheiten und in Europa héufiger in Form von Einfamilienh&dusern vorhanden ist,
einen Grund fiir den abweichenden Verlauf der chinesischen Kennlinie im Vergleich zu
den européischen Kennlinien dar. Durch vielféltige individuelle Nutzungen der einzelnen
Wohneinheiten, auf Grundlage diversifizierter Komfortanspriiche, sind voneinander abwei-
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Abbildung 2.6: Vergleich ldnderspezifischer Kennlinien zu Gleichzeitigkeitsfaktoren
in Anlehnung an Zhang et al. 2016

chende Trinkwarmwasserzapfprofile zu erwarten, welche den geringen Gleichzeitigkeitsfaktor
aus China erkldren. Demgegeniiber implizieren Einfamilienhduser im Vergleich dazu eher
homogene Zapfprofile, wodurch eine hohere Gleichzeitigkeit anzunehmen ist. Gleichwohl
wird auch auf die Moglichkeit von Fehlern bei der Berechnung der Auslegungsbedingungen
fiir den Warmebedarf und auf den empirischen Charakter des Gleichzeitigkeitsfaktors
hingewiesen. (Zhang et al., 2016)

Im Rahmen seiner Dissertation stellt Blesl charakteristische Grélen fiir die Fernwérmever-
sorgung in Abhéngigkeit von Siedlungstypen vor (Blesl, 2002). In diesem Zusammenhang
werden Kennwerte fiir Gleichzeitigkeitsfaktoren vorgeschlagen, welche Tabelle 2.1 zu entneh-
men sind. Konstantin nimmt dahingehend fiir die Fernwarmeversorgung von Mischgebieten
Gleichzeitigkeitsfaktoren in einem Bereich zwischen 0,7 und 0,8 sowie fiir reine Wohngebiete
Werte zwischen 0,8 und 0,95 an (Konstantin, 2013). Mit der Fragestellung, inwieweit der
Peak-Strompreis eines Forschungszentrums mittels einer Gleichzeitigkeitsanalyse reduziert
werden kann, motivieren Yarbrough et al. (Yarbrough etal., 2015) die Untersuchung des
Verhéltnisses zwischen des individuellen Spitzenstrombedarfs eines Gebaudes und jenem
des gesamten Campus. Als Grundlage dienen finfzehnminiitige Zéhlerdaten (Yarbrough
etal., 2015). Die Autoren unterscheiden im Rahmen ihrer Studie zwischen vier Szenarien:

i. Hoher Bedarf mit geringer téglicher Fluktuation

i. Geringer Bedarf mit geringer taglicher Fluktuation

—-

iii. Téagliche Fluktuationen, die gleichzeitig zum Campus-Profil auftreten

ja—y

iv. Tégliche Fluktuationen, die sich gegensétzlich zum Campus-Profil verhalten
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Tabelle 2.1: Kennwerte fiir Gleichzeitigkeitsfaktoren in Abhéngigkeit von dem Sied-
lungstyp nach Blesl, 2002

Siedlungstyp GLF
Lockere offene Bebauung (Streusiedlung) 0,90
Einfamilien- und Doppelhduser-Siedlung 0,85
Dorfkern 0,80
Reihenh&user 0,85
Siedlung kleiner Mehrfamilienhduser 0,80
Zeilenbebauung mit kleinen und grolen Mehrfamilienh&dusern 0,75
Zeilenbebauung mit groffen Mehrfamilienh&usern oder Hochh&usern 0,70
Blockbebauung niedriger Dichte 0,80
Blockbebauung hoher Dichte 0,80
Citybebauung 0,70
Historische Altstadt 0,80
Offentliche Sonderbauten (groB) 0,70
Gewerbliche Sonderbauten / Dienstleistungsbauten 0,70

Hinsichtlich der Frage, wann ein Gebaude in welcher Hohe zum Spitzenbedarf des Campus
beitragt, liegt ein zusétzliches Augenmerk auf der saisonalen Komponente der Lastprofile.
Aufgrund der variierenden Gebdudenutzerzahlen eines Universitédtscampus beeinflusst das
Nutzerverhalten heizungs-, kithlungs- und raumlufttechnische Anlagen erheblich. Im Rah-
men dieser Arbeit dienen Heatmaps der Visualisierung von Gebdudebedarfsprofilen, wobei
der Vergleich einzelner Heatmaps zur Campus Heatmap aufgezeigt werden kann. Mittels
dieser Methodik lassen sich Schliisselgebdude und charakteristische Gebdudenutzungen
identifizieren, die den groBten Einfluss auf den Spitzenbedarf des Campus haben. In Kombi-
nation mit dem Gleichzeitigkeitsfaktor wird in dieser Studie ein Modell vorgestellt, welches
das Energiemanagement unterstiitzt. (Yarbrough et al., 2015)

Bezugnehmend auf die Quantifizierung des Gleichzeitigkeitsfaktors fiir die Dimensionierung
von Kéltenetzen sind kaum Studien vorhanden, welche Erfahrungswerte oder Kennlinien
beinhalten. Shu et al. approximieren den Gleichzeitigkeitsfaktor in ihrer Forschungsarbeit
auf einen Bereich zwischen 0,8 und 0,9 Shu et al., 2010.

2.2.3 Implikationen und Anforderungen an die Modellierung

Die mathematische Formulierung des Gleichzeitigkeitsfaktors variiert in der Forschung,
wobei weitestgehend Einigkeit iiber die inhaltliche Aussage besteht. An dem Vergleich
zwischen den hergeleiteten Kennlinien zeigt sich vornehmlich der empirische Charakter des
Gleichzeitigkeitsfaktors, da die Wertebereiche jener bei unterschiedlicher Abnehmergruppen-
grofle wesentlich voneinander abweichen. Dadurch ist die Ubertragbarkeit der Ergebnisse
auf andere Anwendungsfille begrenzt. Es existieren dabei unterschiedliche Kennlinien
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fir Raumwérme und Trinkwarmwasser auf Wohnungs- und Gesamtgebaudeebene. Die
verwendeten statistischen Methoden zur Herleitung der Kennzahlen und Kennlinien werden
selten erlautert, mit Ausnahme der umfassenden Studie von Winter et al., im Rahmen derer
auch ein Losungsvorschlag fiir etwaige Unter- und Uberdimensionierungen des Gleichzeitig-
keitsfaktors formuliert wird. Die Ermittlung der Nennleistung erfolgt dabei mittels einer
linearen Regressionsanalyse, welche jedoch auch bei geringer linearer Korrelation zwischen
Lastprofil und Auflentemperatur an methodische Grenzen stofit (Gaderer, 2008). Zukiinftige
Verdnderungen in der charakteristischen Leistungsabnahme, beispielsweise durch Sanie-
rungen oder Anderungen der Versorgungsvarianten, finden noch keine Beriicksichtigung in
den bisher verwendeten Methoden. Gleichwohl sind diese Faktoren iiberaus relevant fiir
die nachhaltige Planung urbaner Energiesysteme. Es bedarf daher eines Modells, welches
zukiinftige Lastszenarien beriicksichtigt, komplexere Zusammenhénge zwischen thermischen
Lasten und Nutzungs- bzw. Klimavariablen beriicksichtigt und simultan das Risiko einer
Unter- und Uberdimensionierung des Gleichzeitigkeitsfaktors verringert. Um verschiedene
Planungs- und Betriebszustéinde sowie eine variierende Informationsdichte fortlaufend
beriicksichtigen und damit eine optimierte Quantifizierung des Gleichzeitigkeitsfaktors
ermoglichen zu koénnen, bedarf es eines selbstlernenden, adaptierenden Modells. Letzteres
ermoglicht es auch, urbane Regionen von differierender Gréfle unter Berticksichtigung extern
variierender Einfliisse, wie Sanierungsreihenfolgen, im Hinblick auf die Gleichzeitigkeiten
in der thermischen Leistungsabnahme zu untersuchen. Guan et al. haben in ihrer Arbeit
mittels Clusteranalysen Gebdudegruppen identifiziert, welche sich fiir Lastverschiebungen
im besonderen Mafle eignen, da sie den groBten Einfluss auf die Spitzenlast auf Quartier-
sebene haben (Guan et al., 2016). Hierbei stehen einzelne Kenngrofien und dazugehorige
Wertespektren sowie eine vordefinierte Clusteranzahl im Fokus. Um diesen Ansatz weiterzu-
entwickeln, sollten Gebdudegruppen auf Grundlage ihrer individuellen Lastcharakteristika
klassifiziert und die Ahnlichkeit zum Lastprofil auf Quartiersebene analysiert werden, um
stetiges Lastverschiebungspotential zu identifizieren. Daran ankniipfend lassen sich ferner
auch weitere Erkenntnisse, beispielsweise zu mdoglichen Versorgungsinseln, gewinnen. Auf
Grundlage des abgeleiteten Forschungsbedarfs in diesem Abschnitt wird ein autoadaptives
pradiktives Modell zur numerischen Abbildung von Lastszenarien sowie dhnlichkeitsba-
sierten Lastprofilanalysen fiir die Quantifizierung von Gleichzeitigkeitseffekten innerhalb
dynamischer kurz- mittel- sowie langfristiger Planungsprozesse benétigt.

2.3 Zusammenfassung

Die Quantifizierung von Gleichzeitigkeiten in der urbanen thermischen Lastverteilung
setzt Kenntnisse tiber den thermischen Energiebedarf der Gebdude voraus. Hinsichtlich
der Ermittlung des letzteren ist zwischen physikalischen und datenbasierten Modellen zu
unterscheiden, welche auf vereinfachten oder detaillierten Methoden basieren kénnen. Die
Entscheidung fiir eine Modellkategorie ist von der zugrundeliegenden Informationsbasis
abhéngig, wobei auch physikalische und datenbasierte Modelle miteinander kombiniert
werden konnen. Detaillierte Methoden zur Berechnung des thermischen Energiebedarfs
weisen gegeniiber vereinfachten Methoden bessere Verallgemeinerungseigenschaften auf und
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ermoglichen dadurch universellere Einsatzmoglichkeiten. Gleichwohl liefern vereinfachte
Modelle eine erste Abschéatzung des gebdudespezifischen thermischen Energiebedarfs, der
im Einzelfall von vergleichbarer Genauigkeit wie jener Auf Grundlage der Berechnung
mit detaillierten Methoden sein kann. Eine verstarkte Einfihrung von intelligenten Zah-
lersystemen im Rahmen des Aufbaus smarter integrierter Energiesysteme und der stetig
steigenden Menge an Messdaten im Energiesektor begrindet die aktuelle und zukiinftige
hohe Relevanz von datenbasierten Modellen und ermoéglicht den weiteren zukiinftigen
Einsatz des in dieser Arbeit entwickelten Modells zur Modellierung des gebdudespezifischen
thermischen Energiebedarfs. Die Aufarbeitung und Analyse der vorhandenen Literatur zur
Quantifizierung des Gleichzeitigkeitsfaktors ergibt einen Forschungsbedarf insbesondere im
Bereich der Integration selbstlernender Algorithmen, welche komplexere Zusammenhénge
zwischen thermischen Lasten der Gebédude als Energieabnehmer identifizieren sowie die
gesamte Lastcharakteristik der Gebédude in die Berechnung des Gleichzeitigkeitsfaktors
zum aktuellen Lastzustand und im Hinblick auf zukiinftige verdnderliche Bedarfsszenari-
en beriicksichtigt. Weiterhin ist es notwendig Unsicherheitsanalysen zur Abbildung von
Entscheidungskorridoren und zur Reduzierung der Ergebnisabhéngigkeit von eventuell
unrealistischer Anomalien in der Datengrundlage vorzusehen.






KAPITEL 3

Prognosemodelle und Szenariotechniken

Fiir die Abbildung zukiinftiger thermischer Lastzusténde und -szenarien urbaner Regionen
bedarf es Prognosemethoden und Szenariotechniken. Letztere dienen der Modellierung
von Unsicherheiten hinsichtlich zukiinftiger Einflussparameter auf die Prognosen. Fiir
die automatisierte Ahnlichkeitsanalyse gebdudespezifischer Lastgéinge eignen sich insbe-
sondere Clustering-Methoden, mit welchen eine Gruppierung von Lastprofilen im Sinne
der Abbildung von Gleichzeitigkeiten in Leistungsabnahmecharakteristika innerhalb von
Gebaudegruppen moglich ist. Damit wird die Abhéngigkeit der Quantifizierung des Gleich-
zeitigkeitsfaktors von einzelnen Lastspitzen in historischen Messdaten aufgeldst, indem
normierte funktionelle Verldufe der Lastgéinge einer Ahnlichkeitsanalyse unterzogen wer-
den. Dadurch kann der Einfluss von Messfehlern in den historischen Datensétzen oder
individueller nutzungsbedingter Leistungsspitzen reduziert und eine verbesserte Verall-
gemeinerbarkeit des kollektiven Auftretens von Leistungsspitzen gewéhrleistet werden.
Im Rahmen dieses Kapitels erfolgt daran ankniipfend in Abschnitt 3.1 die Darstellung
des Stands der Technik und Wissenschaft im Zusammenhang mit der Entwicklung von
Lastprognosemodellen. Abschnitt 3.2 behandelt verschiedene Szenariotechniken, wobei die
Einordnung von Szenariotechniken zur quantifizierbaren Abbildung von Einflussparametern
und disruptiven Ereignissen vor dem Hintergrund von Lastprognosen in das Forschungsfeld
der Szenarioanalyse vorgenommen wird. Abschlieffend sind in Kapitel 3.3 die wesentlichen
Implikationen und Anforderungen an die Modellentwicklung zusammengefasst.

3.1 Prognosemodelle

Dieser Abschnitt behandelt den theoretischen Hintergrund zu Lastprognosemodellen und
bildet den aktuellen Stand der Forschung auf Grundlage von Studien tiber Methoden zur
Vorhersage gebdudebezogener energetischer Lasten ab. Auf Grundlage der herausgearbeite-
ten Modellcharakteristika und Ergebnissen anwendungsbasierter Studien wird die Wahl
des Prognosemodells begriindet und implizite Anforderungen fiir die Teilmodellentwicklung
hergeleitet und formuliert.

29
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3.1.1 Theoretischer Hintergrund

Die Abschétzung des Zeitpunktes der maximalen Leistungsanforderung des Quartiers
und der tatséchlich auftretenden Hochstlast bedarf Prognosen, die in ihrer Genauigkeit
mafigebend fiir die Ermittlung eines realistischen Gleichzeitigkeitsfaktors sind. In diesem
Zusammenhang ist zwischen einem kurzfristigen und langfristigen Prognosehorizont zu
unterscheiden. Wahrend ersterer zeitliche Granularitdten von Minuten, Stunden oder Tagen
impliziert, betrifft letzterer einen Zeitraum von mindestens einem Jahr (Amasyali et al.,
2018). In Forschung und Praxis finden verschiedene Modelle und Modellkombinationen
Anwendung. Haufig verwenden Energieversorgungsunternehmen Standardlastprofile auf
Grundlage eines normierten Verbraucherverhaltens innerhalb von Kundengruppen im Zuge
des Vertriebs von Strom (Schellong, 2016). Dariiber hinaus findet die Referenzmethode
Anwendung, welche auf einer historischen Datenbasis zu Lastprofilen reprasentativer Tage
beruht. Liegen Vergleichstage vor, welche &hnliche charakteristische Merkmale aufweisen,
so erfolgt die Annahme, dass der entsprechende historische Lastgang des reprisentativen
Tages gleich ist. Der abgeleitete Prognosewert lésst sich zusétzlich mit einflussspezifischen
Korrekturwerten manipulieren, sodass gezielt beispielsweise klimabedingte Einfliisse be-
riicksichtigt werden konnen. Die Referenzmethode findet in der Praxis hiufig auch in
Kombination mit komplexeren Prognosemodellen Anwendung. (Schellong, 2016)

Neben diesen Methoden zur Annahme zukiinftiger energetischer Lasten, lassen sich die
folgenden drei Hauptkategorien zur Quantifizierung des zukiinftigen Energiebedarfs identi-
fizieren.

I. Zeitreihenmodelle
II. Kausalmodelle

III. Modelle basierend auf maschinellem Lernen

Bei Zeitreihenmodellen wird die prognostizierte energetische Last als Funktion in Abhéngig-
keit der dazugehorigen historischen Funktionswerte modelliert. Kausalmodelle demgegen-
iiber definieren zukiinftige Lasten mittels exogener Faktoren, wie beispielsweise Wettervaria-
blen oder nutzerbezogenen Variablen (Hippert et al., 2001). In diesem Zusammenhang wird
beispielsweise die Heizlast mittels dieser exogenen Einflussfaktoren mit Hilfe historischer
Daten beschrieben und darauf aufbauend ein Regressionsmodell entwickelt. Der daraus
resultierende funktionale Zusammenhang zwischen der Heizlast und den beiden exogenen
Variablen dient der Prognose zukiinftiger Heizlasten (Dotzauer, 2002). Unter Modellen des
maschinellen Lernens werden lernende Methoden zusammengefasst (Amasyali et al., 2018),
welche oftmals auch Eigenschaften von Zeitreihen- und Kausalmodellen aufweisen. Mit
ihnen lassen sich komplexe nicht-lineare Probleme 16sen (Magoulés et al., 2016). Das Ergeb-
nis eines Algorithmus des maschinellen Lernens lésst sich beispielsweise als Ausgabevektor
y ausdriicken, welcher durch den Eingangsvektor x und adaptiven Gewichtungsfaktoren
beschrieben werden kann (Bishop, 2006). Im Modelltrainingsprozess (Lernphase) erfolgt
die sukzessive Anpassung letzterer, um die Differenz zwischen y und dem Zielvektor ¢ zu
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minimieren. Auf Basis des dadurch trainierten Modells und einem neuen Eingangsvektor
ldsst sich ein neuer Ausgabevektor prognostizieren.

Zeitreihenmodelle

Mit einem Zeitreihenmodell wird der Energiebedarf als ausschliefllich zeitabhéngig model-
liert und prognostiziert. Hierbei gilt die Annahme, dass sich die Daten aus verschiedenen
Komponenten zusammensetzen, deren Kombination einen Trend beschreibt, welcher sich
in die Zukunft fortsetzt. Die Komponenten und ihr funktionaler Zusammenhang hingen
von der Modellierung ab. So kann beispielsweise zwischen einem additivem und einem
hybriden Zeitreihenmodell unterschieden werden. Das additive Zeitreihenmodell wird durch
die Summe aus Trendkomponente, Saisonkomponente, Zykluskomponente und irregulérer
Komponente definiert. Dagegen ist das hybride Zeitreihenmodell mittels des Produkts aus
Trend- und Saisonkomponente, in Addition mit der irreguldren Komponente, beschrieben.
Die mathematisch einfach gehaltene Struktur erlaubt eine leichte Implementierung. Dem-
gegeniiber sind jedoch keine zusétzlichen zeitunabhingigen Einflussgréfien in das Modell
integrierbar. (Schellong, 2016) Zu den Zeitreihenmodellen gehoéren Autoregressionsmodelle.
Die Grundlage fir Autoregressive (AR) Modelle bilden Kombinationen aus Bestandteilen
historischer Komponenten, addiert zu Eingangsgréfien zum aktuellen Zeitpunkt. Die histori-
schen Komponenten werden mit einem Autoregressionskoeffizienten jeweils gewichtet, wobei
letztere Approximationen auf Basis von Messwerten darstellen. Die Integration gleitender
Mittelwerte in das Autoregressionsmodell fithrt zum Autoregressive Integrated Moving
Average (ARIMA) Modell. (Schellong, 2016)

Daran ankniipfend untersuchten beispielsweise Mbamalu und El-Hawary ein multiplika-
tives Autoregressionsmodell (Mbamalu et al., 1993) und Huang ein grenzwertbasiertes
Autoregressionsmodell (Huang, 1997). Neben den Autoregressionsmodellen werden im
Zusammenhang mit Zeitreihenmodellierungen auch Kalman Filter verwendet (Infield et al.,
1998; Park et al., 1991; Sargunaraj et al., 1997). Letztere stellen dynamische Schétzer fiir
Messdaten (Kalman, 1960) zur Losung linearer Problemstellungen dar, wobei das Modell
auch mit Hilfe von Linearisierungen zur Modellierung nicht-linearer Probleme verwendet
werden kann (Ko etal., 2013).

Kausalmodelle

Im Rahmen von Kausalmodellen finden Regressionsmodelle zur Lastprognose Anwendung,
sofern der Energiebedarf in Abhéngigkeit von einer geringen Anzahl an Einflussfaktoren
beschrieben werden soll. In diesem Kontext sind aufgrund ihres vermehrten Einsatzes lineare
Regressionsmodelle zu nennen (Haida et al., 1994; Papalexopoulos et al., 1990; Soliman
etal., 1997). Varianten dieser Modelle stellen Regressionsmethoden dar, welche aus einer
witterungsunabhéngigen und einer witterungsabhéngigen Komponente bestehen (Fan et al.,
1994; Hyde et al., 1997; Park et al., 1991; Dotzauer, 2002).
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Modelle basierend auf maschinellem Lernen

In dieser Kategorie sind vornehmlich Kiinstliche Neuronale Netze (KNN), Support Vector
Machines (SVM) und Decision Trees (DT) aufgrund ihrer breiten Anwendung zu nennen.
Auch statistische Modelle, welche hier beispielsweise in die Kategorie der Zeitreihenmodelle
fallen, kénnen teilweise dem maschinellen Lernen zugeordnet werden (Amasyali et al., 2018).
SVM stellt einen Kernel-basierten Algorithmus dar, welcher fiir die Lésung von Regressions-
und Klassifikationsproblemen anwendbar ist (Wu et al., 2008). SVM z&hlt zu den robustes-
ten Algorithmen des maschinellen Lernens und zeigt sich in zahlreichen Anwendungsfillen
gegeniiber anderen Algorithmen des maschinellen Lernens tiberlegen (Wu etal., 2008;
Amasyali etal., 2018). Eine SVM lésst sich dabei entweder als Klassifikator oder Regressor
anwenden und erméglicht damit eine universelle Einsetzbarkeit. Das Prinzip der SVM
basiert auf der Suche einer optimalen Entscheidungsgrenze entweder fiir die Klassifikation
von Objekten oder die Modellierung von Beziehungen zwischen Objekten. Hierzu dienen
Support Vectors als definierende Trainingstupel, wobei ihr gréftmoglicher Abstand zur
Entscheidungsgrenze gesucht wird, um die optimale Losung fir das Klassifikations- bzw.
Regressionsproblem zu finden (Han etal., 2012). Um den Rechenaufwand der Modelle zu
reduzieren wurden der Least Squares SVM (LS-SVM) Algorithmus (Edwards etal., 2012)
und parallele SVM (Zhao et al., 2010) vorgeschlagen (Amasyali et al., 2018). KNN dagegen
stellen dem Gehirn nachempfundene Modellierungen von Neuronen und Verbindungen
zwischen diesen dar (Amasyali et al., 2018), welche lernfihig sind und mithilfe von Daten
trainiert werden konnen. Diese nicht-linearen Berechnungsmodelle finden in verschiede-
nen Bereichen Anwendung und lenken den Fokus der Forschung auf sich (Zhang et al.,
1998). Haufig verwendete modelltheoretische Konfigurationen der KNN sind nachfolgend
aufgefithrt (Magoules et al., 2016).

i. Einschichtiges Perzeptron Netz

ii. Rekursives deterministisches Perzeptron Netz
iii. Mehrschichtiges Perzeptron Netz
iv. Neuronales Netz mit radialer Basisfunktion

v. Rekurrentes Netz

Das einschichtige Perzeptron-Netz besteht ausschliefflich aus einer Ausgabeschicht, dessen
Ausgabewert y den gewichteten Eingangswerte x; entspricht. Die jeweiligen Gewichtungs-
faktoren w; werden dabei im Rahmen des Modelltrainings modifiziert und optimiert.
Abbildung 3.1 visualisiert diesen Netzarchitekturtypus exemplarisch. Das einschichtige
Perzeptron-Netz folgt in der Regel dem Prinzip des vorwértsgerichteten Informationstrans-
fers innerhalb des Netzes und wird daher auch als Feed Forward Netz bezeichnet. (Magoules
etal., 2016) Eine Verallgemeinerung des einschichtigen Perzeptron Modells stellt das re-
kursive deterministische Perzeptron-Netz dar (Tajine et al., 1998), welches wihrend des
Trainingsprozesses dynamisch wéchst und damit zu einem mehrschichtigen Perzeptron-Netz
mutiert (Magoules et al., 2016).
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Abbildung 3.1: Exemplarische Darstellung eines einschichtigen Perzeptron-Netzes in
Anlehnung an Magoules et al., 2016

Im Sinne eines konventionellen mehrschichtigen Perzeptron-Netzes wird die Netzarchitektur
um eine verdeckte Schicht erweitert, wobei die Neuronen einer Ebene mit den jenen einer
anderen Ebenen mittels gewichteter Kanten verbunden sind. Abbildung 3.2 veranschaulicht
ein exemplarisches mehrschichtiges Perzeptron-Netz mit jeweils drei Neuronen in der
Eingangsschicht und in der verdeckten Schicht sowie zwei Neuronen in der Ausgabeschicht.
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Abbildung 3.2: Exemplarische Darstellung eines mehrschichtigen Perzeptron Modells
in Anlehnung an Magoules et al., 2016

Jedes Neuron besteht aus zwei Units. Das erste Unit bildet jeweils das Produkt aus
Eingangs- und Gewichtungsfaktor. Das zweite Unit des Neurons generiert die dazugehdrige
nicht-lineare Aktivierungsfunktion f(.), wobei der Ausgangswert y gleichzeitig wieder als
Eingangswert fiir ein anderes Unit dienen kann. (Magoules et al., 2016) Das Netzwerktrai-
ning entspricht der sukzessiven Anpassung und Optimierung der Gewichtungsfaktoren fiir
die Verbindungen zwischen den Neuronen. Hierbei wird jeder mittels eines Trainingstupels
prognostizierte Ausgabewert des Netzwerkes dem bekannten Zielwert gegeniiber gestellt
und die quadratische Abweichung bestimmt. Letztere ist zu minimieren, indem die Gewich-
tungsfaktoren modifiziert werden. Dieser Anpassungsprozess findet, ausgehend von der
Ausgabeschicht des Netzwerkes, riickwéarts gerichtet statt (Backpropagation). (Han et al.,
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2012) KNN mit radialer Basisfunktion f bestehen stets genau aus drei Schichten mit einer
verdeckten Schicht (Magoules et al., 2016). Abbildung 3.3 visualisiert diesen Netztypus.

Abbildung 3.3: Exemplarische Darstellung eines KNN mit radialer Basisfunktion in
Anlehnung an Magoules et al., 2016

Rekurrente Neuronale Netzwerke (RNN) unterscheiden sich von klassischen Feed Forward
Modellen insofern, als dass sich das Netzwerk selbst beeinflusst, indem bereits generier-
te Ausgangswerte in den folgenden Berechnungen berticksichtigt werden. In diesem Fall
beinhaltet die verdeckte Schicht ein Neuron, welches den aktuellen Wissensstand des KNN
behélt (Magoules et al., 2016). Dahingehend veranschaulicht Abbildung 3.4 diese Netztopo-
logie exemplarisch.

Abbildung 3.4: Exemplarische Darstellung eines Rekurrenten Netzes in Anlehnung
an Magoules et al., 2016

Im Sinne der Auslegung und des pradiktiven Betriebs gebdudetechnischer Anlagen er-
moglichen RNN beispielsweise die Modellierung der thermischen Tragheit eines Geb&dudes,
indem Ausprégungen beschreibender Variablen wie der Auflentemperatur zu vorherigen
Zeitschritten fiir die Prognose zukiinftiger thermischer Lastzustinde beriicksichtigt werden.
Somit kann die Einschwingphase von Gebaduden in Abhéngigkeit ihrer thermischen Masse
abgebildet werden. Neben SVM und KNN stellen DT eine weitere Methodenkategorie dar,
welche mittels Baumstrukturen Entscheidungsregeln modellieren. Dabei wird an jedem
Knotenpunkt ein Attribut abgefragt, bis ein Blatt erreicht wird, welches eine Prognose dar-
stellt. Die Entscheidungsbdume wachsen flexibel mit der Menge an Daten (Amasyali et al.,
2018). Im Zusammenhang mit dieser Kategorie sind weitere Algorithmen, wie beispielsweise
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Classification and Regression Trees (CART), Chi-squared Automatic Interaction Detector
(CHAID) oder Random Forests (RF) als Prognosemethoden fiir den Energieverbrauch
hervorzuheben (Amasyali et al., 2018).

3.1.2 Studien

Auf Grundlage der bisherigen Forschungsarbeiten lassen sich im Wesentlichen zwei Modell-
typen fiir die Prognose thermischer Lastprofile unterscheiden:

I. Physikalische Modelle
II. Datenbasierte Modelle

Erstere bedingen ausreichend Informationen zu den gebédudespezifischen thermischen Ei-
genschaften, Materialien oder dem Nutzerverhalten (Al-Homoud, 2001). Dieser Umstand
fihrt hdufig zu Problemen in der Parametrierung von physikalischen Gebdudemodellen,
welche durch komplexe und kostenintensive Datensammlungen gelost werden miissen. In
diesem Zusammenhang sind datenbasierte Modelle vorteilhaft, deren Anwendung jedoch
eine detaillierte historische Datenbasis voraussetzen. In der Studie Neto et al. werden
Ergebnisse von Gebdudesimulationen auf Grundlage physikalischer Modellierungen jenen
eines datenbasierten Modells, basierend auf einem KNN, gegeniiber gestellt (Neto et al.,
2008). Dabei konnten #hnliche Ergebnisse erzielt werden, obwohl lediglich eine geringe
Menge an Parametern zur Verfiigung stand, um das KNN zu trainieren.

Kurzfristige datenbasierte Prognosen beruhen haufig auf Autoregressive Moving Average
(ARMA) oder (ARIMA) Modellen (Fan etal., 1994). Auch vereinfachte Regressionsmodel-
le, wie abschnittsweise lineare Regressionsmodelle finden Anwendung. So prognostizierte
Dotzauer Heizlasten beispielsweise mittels einer witterungsabhingigen Komponente sowie
einer sozialen Komponente und modelliert damit eine abschnittsweise lineare Zielfunktion
(Dotzauer, 2002). Mehr denn je konzentriert sich die Forschung jedoch auf Prognose-
modelle, basierend auf Methoden der kiinstlichen Intelligenz. Diese beruhen dabei auf
Experten-Systemen oder Methoden des maschinellen Lernens (Geysen etal., 2018). In
diesem Zusammenhang haben Sakawa et al. Prognosen mittels eines dreischichtigen KNN
mit multiplen Output Units untersucht (Sakawa et al., 2001). Catalina et al. legten den
Fokus ihrer Studie auf ein multiples Regressionsmodell und betrachteten verschiedene
Eingangsparameter (Catalina etal., 2013). Im Kontext der Prognose von Heizlasten im
Gebéudebereich untersuchten Shamshirband et al. Neuro-Fuzzy-Methoden (Shamshirband
etal., 2015). Aktuell beschéaftigen sich zahlreiche Studien mit SVM als Methode zur Pro-
gnose von Lastprofilen. So untersuchten beispielsweise Li et al. stiindlich prognostizierte
Kiihllasten eines Biirogebédudes (Li et al., 2009). Im Rahmen eines ganzheitlichen gebédudebe-
zogenen Monitoringkonzepts integrierten Wu et al. ein Support Vector Machine Regression
(SVM-R) Modell (Wu etal., 2012). Magoulés et al. kombinierten ein SVM-Modell mit
einem KNN zur Identifizierung von Fehlern in den Vorhersagen (Magoules et al., 2016).
Prognosen mittels SVM haben sich in zahlreichen Studien bewédhrt und zeigten sich ge-
geniiber anderen Methoden iiberlegen. Haufig konnten mittels SVM-Modellen Prognosen
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mit geringeren Fehlerraten erzielt werden als mit KNN auf Grundlage unterschiedlicher
Netzwerk-Architekturen (Amasyali etal., 2018).

Im Kontext der Prognose von Zeitreihen zeigen Nonlinear Autoregressive Networks with
Exogenous Inputs (NARX) als spezielle Konfigurationen von RNN vielversprechende Er-
gebnisse. In Mena et al. wurde eine NARX-Architektur gewahlt um den Strombedarf von
Nicht-Wohngebduden vorherzusagen (Mena et al., 2014). In der Studie von Powell et al.
wurden verschiedene Netzwerk-Architekturen im Rahmen der Prognose von Strom-, Kélte-
und Heizlastgdngen untersucht sowie einander vergleichend gegeniiber gestellt. Es zeigte
sich dabei, dass sich die NARX-Architektur am besten fiir diesen Anwendungsfall eignet
(Powell et al., 2014). Weitere Studien zur Modellierung von Zeitreihen und nicht-linearen
Systemen unterstiitzen dieses Ergebnis (Connor et al., 1992; Chen et al., 1990). Weiter-
hin konnte die Vorteilhaftigkeit dieser Architektur hinsichtlich der Prognose chaotischer
Zeitreihen und der Reduzierung von Problemen beziiglich der Langzeit-Abhéngigkeiten
heraus gearbeitet werden (Diaconescu, 2008; Lin et al., 1996). In einer komparativen Studie
von Koschwitz et al. konnte auf urbaner Ebene ferner gezeigt werden, dass sich NARX
RNN fiir datenbasierte Prognosen von Heiz- und Kiihllasten eignen. Im Rahmen dieser
Studie wurde jedoch auch aufgezeigt, dass SVM-R Modelle mit radialer Basisfunktion und
polynomialen Kernel dritten Grades im Vergleich zu NARX RNN fiir Kiihllastberechnungen
und Lastgénge, die starkes Rauschen aufweisen, in Einzelfillen zu besseren Ergebnissen
fithren. Im Weiteren ermdglichte die Vertiefung der Netzwerkarchitektur des NARX RNN
in Einzelfillen genauere Prognosen des gebdudebezogenen thermischen Energieverbrauchs,
jedoch zeigte sich demgegeniiber auch vermehrt eine starke Tendenz zur Uberanpassung in
der Trainingsphase, wodurch gréfiere Abweichungen zwischen den prognostizierten Werten
und den Zielwerten in der Testphase resultierten. Hinsichtlich der Rechenzeiten wurde der
Einfluss verschiedener Modellkonfigurationen analysiert und die Bewertung der einzelnen
Modelle fiir den Anwendungsfall miteinbezogen. Im Ergebnis zeigte sich, dass NARX RNN
mit einer verdeckten Schicht den anderen Modellen mehrheitlich iiberlegen war, bei einem
vergleichsweise geringen Rechenaufwand. (Koschwitz et al., 2018)

3.1.3 Implikationen und Anforderungen an die Modellierung

Das modelltheoretische Spektrum an Methoden zur Prognose energetischer Lasten umfasst
sowohl reduzierte Modelle, basierend auf wenigen mathematischen und physikalischen
Zusammenhingen, als auch hoch komplexe Optimierungen auf Grundlage umfangreicher
Modellarchitekturen und einer Vielzahl an Eingangsparametern. In Einzelfillen kénnen
mit vereinfachten Regressions- und Autoregressionsmodellen Lastprognosen mit hoher
Genauigkeit erzielt werden. Methoden des maschinellen Lernens erméglichen dagegen als
universelle Approximatoren eine bessere Modelladaption hinsichtlich variierender Datensét-
ze und damit implizierte Generalisierungseigenschaften. Im Speziellen ermoglichen KNN-
und SVM-Modelle Ergebnisse mit der gréfiten Prognosegenauigkeit. Im Bereich der daten-
basierten Prognosen konnte gezeigt werden, dass NARX RNN aufgrund ihrer rekursiven
Eigenschaften, sehr gute Ergebnisse liefern. Ein Vergleich zwischen SVM-R-Modellen und
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NARX RNN-Konfigurationen hat gezeigt, dass sich mit NARX RNN Prognoseergebnisse
mit einer hoheren Genauigkeit erzielen lassen, jedoch impliziert ein Deep Learning-Ansatz
auch Probleme beziiglich eines moglichen Overfittings. In Einzelféllen stellen SVM gele-
gentlich die bessere Wahl dar. Auf Grundlage des erarbeiteten theoretischen Hintergrunds
zu Prognosemodellen fiir die Modellierung zukiinftiger Lastprofile und der Aufbereitung
verdffentlichter Studien in der Literatur lassen sich Vorteile von SVM sowie NARX RNN
gegeniiber anderen Methoden des maschinellen Lernens begriinden, wodurch beide Metho-
dentypen fiir die Modellentwicklung in Frage kommen. Infolgedessen werden die folgenden
Anforderungen an die Modellierung zusammengefasst:

I. Entwicklung eines Prognosemodell-Ensembles aus SVM und NARX RNN

i. Modelle: NARX RNN unterschiedlicher Tiefe und SVM-R Modelle mit unter-
schiedlichen nicht-linearen Kerneln

ii. Automatisierte Modellauswahl: Die Prognosegiite in der Testphase des Modells
entscheidet dariiber, welches Mitglied des Modellensembles fiir die thermische
Lastprognose eines Gebdudes zum Einsatz kommt.

II. Variabilitdt der Modellkomplexitdt durch das Hinzuziehen und Ausgrenzen von
Prognosemodellen innerhalb des Ensembles zur hardwarespezifischen Anpassung des
Rechenaufwands

3.2 Szenariotechniken

Im Kontext dieses Abschnitts wird der theoretische Hintergrund zu Methoden der Generie-
rung von gebdudebezogenen energetischen Lastszenarien vorgestellt und der aktuelle Stand
der Technik und Forschung abgebildet. Zusammen mit den thematisch daran ankniipfen-
den Studien und Forschungsrichtungen erfolgt die Formulierung der Implikationen und
Anforderungen an die Teilmodellentwicklung im Bereich der Methoden zur numerischen
Abbildung zukiinftiger Entwicklungspfade.

3.2.1 Theoretischer Hintergrund

Seit mehr als 40 Jahren stehen Szenariotechniken und -methoden im Mittelpunkt zahlrei-
cher wissenschaftlicher Publikationen und praktischer Arbeiten. Wahrend verschiedene
Methoden entwickelt und Szenariokategorien definiert wurden, besteht vielfach keine Ei-
nigkeit in Bezug auf letztere (Bradfield etal., 2005). Es haben sich im wesentlichen drei
Schulen etabliert (Amer et al., 2013).

i. Intuitive Logics School
ii. Probabilistic Modified Trends (PMT) School

iii. French School
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Wiéhrend im Sinne der Intuitive Logics School hypothetische Abfolgen von Ereignissen
(Burt, 2007) auf Grundlage iiberwiegend nicht-mathematischer Methoden (Huss etal.,
1987a) in Bezug auf Unternehmensentscheidungen fiir die Erstellung von Szenarien dienen,
basieren Methoden der PMT School auf der Kombination aus quantitativen Prognosetech-
niken und qualitativen Einflussfaktoren (Bradfield et al., 2005; Chermack et al., 2001). Die
French School riickt demgegeniiber die Formulierung idealistischer Visionen in den Fokus
der Szenarioentwicklung, welche politischen Entscheidungstrigern zukiinftigen Handlungs-
bedarf aufzeigen soll (van Vught, 1987). Im Zusammenhang mit der nachhaltigen Planung
von Energiesystemen stehen die Entscheidungstréger in der Regel vor der Herausforderung,
verschiedene Kriterien und Zielstellungen zu beriicksichtigen (Pohekar et al., 2004). Letztere
bedingen in der Folge multikriterielle Analysen, welche bereits als Gegenstand zahlrei-
cher Untersuchungen im Bereich von Energie und Umwelt fungierten (Huang et al., 1995;
Lahdelma et al., 2000; Salminen et al., 1998). Mit der Integration von Szenarioanalysen
in die Modellierung zukiinftiger Planungszusténde lésst sich die Unsicherheit hinsichtlich
Entwicklungsvarianten représentieren und quantifizieren. Es ist in diesem Zusammenhang
zwischen qualitativen und quantitativen Szenarioanalysen zu unterscheiden (Amer et al.,
2013), wobei der Fokus im Rahmen dieser Arbeit im Wesentlichen auf den quantitativen
Methoden liegt. Letztere dienen der Abbildung langfristiger gebdudespezifischer thermischer
Lastzustinde auf Grundlage verénderlicher Randbedingungen vor dem Hintergrund der pro-
gnosebasierten Quantifizierung von Gleichzeitigkeitsfaktoren zur optimierten strategischen
Planung urbaner Energieversorgungsvarianten. Dennoch werden qualitative Annahmen
getroffen, welche die Generierung quantitativer Szenarien begriinden. Im Hinblick auf die
genannten Schulen griindet die Szenarioanalyse dieser Arbeit auf den Grundgedanken der
PMT School. Amer et al. unterscheiden auf Basis ihrer umfangreichen Recherchen in diesem
Kontext zwischen vier Hauptkategorien der szenarienbasierten Planung (Amer etal., 2013).

i. Interactive Cross-Impact Simulation (INTERAX)
ii. Interactive Future Simulations (IFS)
iii. Trend Impact Analysis (TIA)
iv. Fuzzy Cognitive Map (FCM)

INTERAX beschreibt eine Prognosetechnik mit einem Szenariohorizont von einem Jahr,
die auf einer Kombination aus analytischen Modellen sowie Expertenbeurteilungen beruht
und dabei verschiedene Umwelteinfliisse beriicksichtigt. Haufig werden Prognose- oder
Simulationsmethoden integriert und beispielsweise Delphi-Techniken zur Analyse der Ex-
pertenbeurteilungen verwendet (Enzer, 1981; Huss et al., 1987a). Im Sinne der IFS-Technik,
welche auch unter BATTELLE Scenario Inputs to Corporate Strategies (BASICS) bekannt
ist (Amer et al., 2013), erfolgt die Identifizierung und Ableitung von Einflussfaktoren beziig-
lich zukiinftiger Ereignisse. Sie unterscheidet sich von INTERAX darin, keine Monte Carlo
Simulation oder individuelle Prognosen von Schliisselvariablen mit einzubeziechen (Huss
etal., 1987a). Die TIA-Technik basiert auf der Prognose einer Schliisselvariablen unter
Beriicksichtigung historischer Trends, welche anschlieend aufgrund von beeinflussenden
zukunftigen Ereignissen angepasst wird (Gordon, 1994; Huss et al., 1987b). Mit der FCM
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lassen sich komplexe Zusammenhénge zwischen Konzepten mittels gewichteter Kanten auf
Grundlage eines Fuzzy-Graphs quantifizieren (Kosko, 1986; Jetter etal., 2011).

Neben der Kategorisierung von Szenario-Techniken hinsichtlich ihrer qualitativen und
quantitativen Eigenschaften, lassen sich auch Unterscheidungen beziiglich der hinterlegten
Zielstellungen vornehmen. Bishop et al. fassen verschiedene Ansétze aus der Literatur
zusammen (Bishop etal., 2007). Beispielsweise unterscheiden Borjeson et al. sechs ver-
schiedene Szenario-Typologien, welche in Abbildung 3.5 visualisiert sind. Mit pradiktiven
Szenarien wird der Frage nachgegangen, was passieren wird, wobei explorativen Szenario-
Techniken die Frage, was passieren kann zugrunde liegt und normative Szenarien die Frage
beantworten, wie ein spezifisches Ziel erreicht werden kann. (Borjeson et al., 2006)

Szenarien
préadiktiv explorativ normativ
Prognosen Was-wére-wenn AuBeneffekte Strategien Erhaltung  Transformation

Abbildung 3.5: Szenario-Typologien nach Borjeson et al., 2006

Erstere basieren auf Prognosen oder Was-wire-wenn-Szenarien, wobei zweitere durch
Aufleneffekte und Strategien beeinflusst werden. Letztere werden durch Szenarien der
Erhaltung oder Transformation bestimmt. (Bishop et al., 2007) Im Rahmen dieser Arbeit
soll vornehmlich im Sinne pradiktiver Szenarien die Frage beantwortet werden, in welcher
Hohe der Gleichzeitigkeitsfaktor auf Grundlage der Variation von Randbedingungen anzu-
setzen ist, um eine nachhaltige Dimensionierung zentraler Energieversorgungssysteme zu
ermoglichen. Die Anzahl der betrachteten Szenarien variiert in der Literatur in der Regel
zwischen drei und sechs, wobei vornehmlich die Betrachtung von drei Szenarien vorgeschla-
gen wird, um einerseits die Tendenz zur Fokussierung auf zwei Extremszenarien oder einem
Trendszenario zu vermeiden und andererseits das Verhéltnis zwischen Rechenaufwand und
Informationsertrag zu optimieren. Gleichwohl besteht das Risiko der Konzentration auf das
Trendszenario. (Amer etal., 2013) Abbildung 3.6 veranschaulicht die Szenarioentwicklung
iiber die Zeit unter Beriicksichtigung wachsender Unsicherheit je weiter sich diese in die
Zukunft erstrecken, am Beispiel zweier Extremszenarien und einem Trendszenario.
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Abbildung 3.6: Visualisierung eines positiven und negativen Extremszenarios sowie
eines Trendszenarios

3.2.2 Studien

Szenarioanalysen finden vielfiltig Fingang in Analysen zur Entwicklung zukiinftiger urba-
ner Energiesysteme in Form von Roadmaps (Grubler et al., 2012). Vor dem Hintergrund
der Ziele der Européaischen Union bis 2050 die CO2 Emissionen um 80% zu reduzieren,
indem der Warmesektor elektrifiziert wird, untersuchten Connolly et al. das Potenzial eines
vermehrten Einsatzes zentraler Warmeversorgungssysteme als Alternative (Connolly et al.,
2016). In diesem Zusammenhang wurde ein Szenario basierend auf dem flichendecken-
den Austausch alter Heizkessel und Warmeerzeuger sowie der Installation von zentralen
Wiérmeerzeugungssystemen einem Referenzszenario gegeniibergestellt. Neben der Analy-
se globaler und européischer Szenarien dienen einzelne Regionen oder Energiesektoren
als Grundlage weitergehender Untersuchungen. In diesem Kontext zeigten Cartalis et al.
die potentiellen Verdnderungen des Energiebedarfs urbaner Regionen infolge zukiinftiger
klimatischer Veranderungen im stidostlichen mediterranen Raum (Cartalis et al., 2001),
wobei Asare-Bediako et al. den Einfluss des jahreszeitlichen Nutzungsgrades gebaudes-
pezifischer Anlagentechnik auf zukiinftige elektrische Lastprofile im Wohngebdudesektor
untersuchten (Asare-Bediako etal., 2014). Im Rahmen der Studie von Yin et al. wurde die
Auswirkung urbaner Strukturénderungen auf das Energieverbrauchsverhalten der Gebéu-
denutzer analysiert (Yin etal., 2015). Die Generierung von Szenarien beruht vermehrt auf
Prognosen mittels Fuzzy-Methoden (Saez et al., 2015) oder KNN (Vagropoulos et al., 2016).
Ferner finden probabilistische Prognosemodelle zur Modellierung unsicherer zukiinftiger
energetischer Lasten Anwendung (Hong et al., 2014; Liu et al., 2015b; Hong et al., 2016).
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Im Zusammenhang mit der Abbildung unterschiedlicher Wetterszenarien als Eingangs-
variablen fiir Lastprognosen mit KNN lassen sich Wetter-Ensembles verwenden, deren
Szenarien unterschiedliche Entwicklungspfade der zukiinftigen klimatischen Bedingungen
darstellen (Taylor et al., 2002). Auf Basis dessen resultieren unterschiedliche Lastprognosen.
Al Hamadi & Soliman korrelierten kurzfristige Lastprognosen zusammen mit jahrlichen
Steigerungsraten zur Abbildung langfristiger Lastszenarien (Al-Hamadi et al., 2005).

3.2.3 Implikationen und Anforderungen an die Modellierung

Hinsichtlich der Ziele dieser Arbeit folgt die Teilmodellentwicklung zur Generierung ver-
schiedener Lastszenarien der PMT School, wobei der Fokus auf der Erstellung quantitativer
Szenarien liegt. Aufgrund der Abhéngigkeit thermischer Energielasten von den Witte-
rungsverhéltnissen, werden Wetterszenarien erstellt, deren Einfluss auf die zukiinftigen
gebdudespezifischen Lastprofile auch indirekt die Hohe des Gleichzeitigkeitsfaktors be-
stimmt. Um neben Klimavariablen auch Strukturdnderungen in urbanen Rdumen abbilden
zu konnen, finden zusétzlich Sanierungsszenarien Eingang in die Teilmodellentwicklung.
Damit ergibt sich eine Szenarioanzahl, die hoher ausféllt, als mehrheitlich empfohlen wird.
Dadurch kann einerseits die Tendenz zur Wahl des Trendszenarios verringert werden,
gleichzeitig bedingt dies eine Erhchung des Rechenaufwands. Aus diesem Grund werden
bei der Modellierung Freiheitsgrade in Bezug auf die zu Szenarien bei der Ermittlung
zukiinftiger Gleichzeitigkeitsfaktoren berticksichtigt. Zusammengefasst ergeben sich fiir
die Teilmodellentwicklung der Szenarioabbildung die folgenden Anforderungen an die
Modellierung.

I. Generierung von Szenarien auf Grundlage klimatischer Verdnderungen und struktu-
reller Modifikationen urbaner Rdume in Form von Gebaudesanierungen

II. Beriicksichtigung von Freiheitsgraden in der Modellierung zur Ermoglichung variabel
wéahlbarer Szenarien

3.3 Zusammenfassung

Im Kontext der Prognose des zukiinftigen thermischen Energieverbrauchs von Gebau-
den lassen sich im Wesentlichen Zeitreihen- von Kausalmodellen unterscheiden, wobei
Modelle basierend auf maschinellem Lernen teilweise die methodischen Grundlagen letz-
terer vereinen und dariiber hinaus erweitern. Der Fokus der Wissenschaft liegt ferner in
diesem Kontext mehrheitlich auf KNN und SVM, da diese sich im Rahmen zahlreicher
Studien anderen Methoden als iberlegen erwiesen haben. Hinsichtlich ersterer wurden
verschiedene Netzarchitekturen untersucht, wobei in einer Vorstudie die Stdrken einer
NARX-Konfiguration fiir die Prognose thermischer Lasten auf Grundlage historischer Da-
ten infolge ihrer rekursiven Eigenschaften herausgestellt werden konnten. Dariiber hinaus
eignen sich SVM-R-Modelle aufgrund der hohen erreichbaren Prognosegiite. Fiir die Losung
nicht-linearer Optimierungsprobleme lassen sich im Zusammenhang mit dieser Methoden-
kategorie verschiedene Kernel-Funktionen einsetzen, wobei insbesondere der RBF-Kernel
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in wissenschaftlichen Arbeiten Ergebnisse von hoher Giite lieferte. Ein direkter Vergleich
zwischen NARX RNN und SVM-R-Modellen im Zusammenhang mit ihrer Eignung fiir
datenbasierte, gebdudespezifische Lastprognosen zeigte, dass keine der beiden Modellkatego-
rien auf urbaner Betrachtungsebene ausschliefllich vorteilhaft hinsichtlich der Ergebnisgiite
der gebdudespezifischen Lastprognosen ist. Bezug nehmend auf die Modellentwicklung wird
daher ein Ensemble, bestehend aus zwei NARX RNN unterschiedlicher Tiefe und zweier
SVM-R Modelle auf Grundlage unterschiedlicher nicht-linearer Kernel, entwickelt, wobei
die Fehlerrate der Lastprognosen in der Modelltestphase automatisiert iiber den Einsatz
eines trainierten Modells fiir die Lastprognose eines Gebédudes entscheidet. In Tabelle
3.1 sind die Inhalte dieses Abschnitts abschlieend zusammengefasst. Die Thematik der
Szenarioanalyse umfasst ein breites Spektrum an qualitativen und quantitativen Methoden
sowie Kombinationen aus beiden Kategorien und findet in variierender Auspriagung Eingang
in die Entwicklung globaler, nationaler und lokaler Energiesysteme, wodurch differenzierte,
multiple Analyseebenen zugénglich sind. Es haben sich mit der Intuitive Logics School,
der PMT School und der French School im Wesentlichen drei Schulen etabliert, welche
ein unterschiedliches Verstédndnis der Szenariomodellierung vertreten. Im Rahmen dieser
Arbeit wird dem Verstindnis der PMT School gefolgt. In diesem Zusammenhang sind
verschiedene Ansétze der Kategorisierung von Methoden zur Generierung von Szenarien
identifizierbar. Vor dem Hintergrund einer Integration und Abbildung zusétzlicher Unsi-
cherheiten in den langfristigen urbanen thermischen Lastprognosen finden in dieser Arbeit
pradiktive Szenariotechniken Anwendung, welche Variationen in den Prognosen bedingen
und die Frage Was-wdre-wenn beantworten sollen. Letzteres bezieht sich auf zukiinftige
klimatische Verdnderungen und strukturelle Modifikationen der urbanen Regionen infolge
Gebaudesanierungen. Damit kann der Einfluss zukiinftiger Entwicklungen auf den Gleichzei-
tigkeitsfaktor gezeigt und quantifiziert werden, wodurch der Fokus von der ausschliellichen
Auswertung historischer Messdaten auf Grundlage zahlreicher Annahmen auf eine szenari-
enbasierte ganzheitliche Betrachtungsebene verschoben wird. Um den Rechenaufwand fur
die Einbeziehung verschiedener Szenarien variabel zu halten, werden ferner Freiheitsgrade
in Modellentwicklung beriicksichtigt.
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KAPITEL 4

Klassifikation energetischer Lastprofile

Dieses Kapitel dient der Abbildung des Stands der Technik und der Wissenschaft zur
Mustererkennung in Datensétzen. Darauf aufbauend werden geeignete Methoden zur
Quantifizierung von Ahnlichkeiten in der Charakteristik gebdudebezogener thermischer
Lastgéinge auf Stadtquartiersebene identifiziert. Die automatisierte Ableitung von Lastpro-
filgruppen stellt die Grundlage fiir die Quantifizierung des Ahnlichkeitsfaktors dar. Dariiber
hinaus ldsst sich das charakteristische aggregierte Lastprofil einer Versorgungsgruppe klas-
sifizierter Gebdudesubgruppen zuordnen. In Kombination mit den Prognosemodellen und
vor dem Hintergrund historischer Lastzustdnde koénnen fiir vergangene und zukiinftige
Zeitpunkte Gebdude und Gebaudegruppen ermittelt werden, die zu dhnlichen Zeiten wie
die gesamte Versorgungsgruppe einen Spitzenbedarf aufweisen. Dadurch lassen sich die
Energieabnehmer(-gruppen) mit dem gréfiten Lastverschiebungspotenzial identifizieren.
Abschnitt 4.1 adressiert im Kontext dieses Kapitels Clustering-Lésungen und Abschnitt
4.2 Klassifikationsmodelle, wobei in Abschnitt 4.3 die Ergebnisse zusammengefasst werden.

4.1 Clustering

Im Rahmen dieses Abschnitts wird der theoretische Hintergrund zu Methoden des Cluste-
rings und daran ankniipfend der aktuelle Stand der Forschung im Bereich des Clusterings
von Lastprofilen vorgestellt. Beide Aspekte bilden im Folgenden die Grundlage fiir die
Anforderungen an die Teilmodellentwicklung.

4.1.1 Theoretischer Hintergrund

Clustering ist den Methoden des uniiberwachten Lernens im Bereich des maschinellen
Lernens zugeordnet und stellt ein dynamisches interdisziplindres Forschungsfeld dar. Mittels
Clustering kann a priori Wissen aus finiten Datenséitzen generiert werden. Die dazugehori-
gen Algorithmen finden thematisch Eingang in der dazugehérigen Fachliteratur (Hartigan,
1975; Jain et al., 1988; Kaufman et al., 2009) oder im Rahmen des Data Minings (Han et al.,
2012), der Mustererkennung sowie des maschinellen Lernens (Bishop, 2006). Weiterhin
ermoglichen zusétzliche Studien einen zusammenfassenden Uberblick zu verschiedenen
Techniken des Clusterings (Jain et al., 1999; Parsons et al., 2004; Jain, 2010). In der Li-
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teratur finden eine Vielzahl an Clustering-Algorithmen Anwendung, wobei sich diese in
folgende sechs Hauptkategorien einordnen lassen.

I. Partitionierende Methoden
II. Hierarchische Methoden
III. Dichtebasierte Methoden
IV. Gitterbasierte Methoden
V. Topologiebasierte Methoden
VI. Probabilistische modellbasierte Methoden

Partitionierende Methoden basieren auf der Annahme, dass Objekte in einer vorzugebenden
Anzahl an nicht-hierarchisch strukturierter Gruppen zusammengefasst werden konnen (Han
etal., 2012). Ein iterativer Verdnderungsprozess der Gruppenzusammensetzungen zielt im
Optimierungsprozess auf die Verbesserung der Objektpartitionierung ab. Hierarchische
Methoden adressieren die Anordnung von Objekten mittels eines Clusterbaums, wobei
beispielsweise die euklidische Distanz zwischen den zu gruppierenden Objekten als Krite-
rium fiir den Aufbau einer Hierarchie dient (Han etal., 2012). Auf der untersten Ebene
des Clusterbaums bilden die Objekte jeweils ein Cluster und werden beispielsweise auf
Grundlage ihrer geringen Distanz zu anderen Objekten sukzessive zu gréferen Clustern
auf den dartiber liegenden Ebenen zusammengefasst. Dichtebasierte Methoden ermogli-
chen im Gegensatz zu den beiden letztgenannten Methodenkategorien die Bildung von
Clustern beliebiger Formen auf Grundlage der Objektdichte im Raum. Hierbei ist die
maximale Objektanzahl fiir die Cluster vorzugeben. Gitterbasierte Methoden beruhen auf
der Segmentierung des Objektraumes mittels einer zu definierenden Gitterstruktur. Diese
ermoglicht die effiziente Suche nach Clustern mit beispielsweise dichtebasierte Methoden,
da die Rechenzeit nicht mehr von der Anzahl an Objekten, sondern von der Anzahl an
Zellen innerhalb der Gitterstruktur abhéngt. (Han et al., 2012) Topologiebasierte Methoden
zielen auf die Darstellung hochdimensionaler Datensétze im zwei- bzw. dreidimensionalen
Raum ab, wobei Referenzvektoren fiir Vektorgruppen als Clusterrepriasentanten auf Basis
von Abstandsmaflen bestimmt werden (Xu etal., 2015). Probabilistisch modellbasierte
Methoden erlauben multiple Clusterzugehorigkeiten von Objekten (Han et al., 2012). Dabei
ldsst sich der Zugehorigkeitsgrad beispielsweise im Sinne des partitionierenden Konzepts
mittels der euklidischen Distanzen eines Objekts zu beliebig gewdhlten Clusterzentren
bestimmen.

Partitionierende Methoden

Mittels partitionierender Methoden werden n Objekte eines Datensatzes X in & Gruppen
unterteilt, wobei jeder Gruppe mindestens ein Objekt zugeordnet sein muss, sodass die
Bedingung k < n erfiillt ist. Methoden dieser Kategorie basieren in der Regel auf Distanz-
maflen einzelner Objekte zu den Gruppen, welche auf Grundlage von zu bestimmenden
Anfangswerten fiir £ berechnet werden. In einem iterativen Prozess der Verschiebung von
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Objekten in andere Gruppen erfolgt die sukzessive Verbesserung des Clusterings. Abbildung
4.1 veranschaulicht diesen Ablauf. (Han et al., 2012)
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Abbildung 4.1: Prinzip des partitionierenden Clusterings am Beispiel des k-Means
Algorithmus’ in Anlehnung an Han etal., 2012

Fiir die Beurteilung der Cluster-Giite sind zahlreiche Kriterien zu identifizieren. Im Allge-
meinen ist ein Clustering hierbei als gut einzustufen, wenn die Objekte eines Clusters nah
beieinander liegen, wihrend andere Cluster weit entfernt sind oder sich die dazugehérigen
Datenpunkte deutlich unterscheiden. Partitionierende Methoden sind vornehmlich far
Datensétze kleiner und mittlerer Grofle geeignet, um kugelférmige Cluster zu identifizie-
ren. (Han etal., 2012) Im Ergebnis wird ein lokales Optimum erreicht, wobei unter der
Voraussetzung erheblichen Rechenaufwands auch ein globales Optimum moglich ist. Als
Beispiele fiir partitionierende Clustering-Methoden sind der k-Means (MacQueen et al.,
1967), k-Medoids (Estivill-Castro et al., 2000) oder k-Modes (Huang, 1998) Algorithmus
zu nennen. Fiir die Anwendung partitionierender Clustering-Algorithmen ist das a priori
Wissen um die Clusteranzahl Voraussetzung (Xu etal., 2015). Eine Abwandlung des k-
Means-Algorithmus stellt die Adaptive Vector Quantification Methode dar (Tsekouras et al.,
2007). Letztere zihlt zu den kompetitiven KNN und dhnelt der SOM Methode, welche im
weiteren Verlauf dieses Kapitels noch vorgestellt wird.

Hierarchische Methoden

Hierarchische Clustering-Methoden ermdglichen die Gruppierung von Daten in Hierarchien
oder Cluster-Baumen, wodurch Strukturen in Datensétzen sichtbar werden. Haufig dient
dabei ein Dendrogramm als Visualisierung. Abbildung 4.2 veranschaulicht dazu ein Beispiel
mit sechs zu clusternden Objekten a; bis ag, wobei ein Ahnlichkeitsma8, wie beispielsweise
die minimale euklidische Distanz, fiir die Gruppierung der Objekte zu wéahlen ist. Weiterhin
existieren in algorithmischen, probabilistischen und Bayes’schen Methoden Unterkategorien
des hierarchischen Clusterings. Mittels algorithmischer Methoden werden die Datenobjekte
und die Distanzen zwischen diesen als deterministisch betrachtet. Dabei werden den
algorithmischen Ansétzen agglomerative, trennende und mehrphasige Anséitze zugeordnet,
welche sich in ihrer Strategie zur sukzessiven Fusionierung von Objekten zu Clustern
unterscheiden.
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Abbildung 4.2: Prinzip des hierarchischen Clusterings in Anlehnung an Han et al.,
2012

Waiéhrend mit agglomerativen Methoden eine bottom-up-Strategie verfolgt wird, indem die
Objekte, welche zunachst ihr eigenes Cluster bilden, iterativ zu Clustern zusammen gefasst
werden, bis ein Abbruchkriterium erfiillt ist, basieren trennende Methoden darauf, das
initialisierte eine Cluster, welches alle Objekte enthélt, rekursiv zu partitionieren. (Han et al.,
2012) Beide Methoden vereint der Bedarf an einer vorgegebenen Clusteranzahl oder einer
minimal zulédssigen Distanz zwischen Clustern als Abbruchkriterium (Chicco et al., 2006).
Nicht zuletzt muss ein geeignetes Distanzmafl gewdhlt werden, wodurch sich verschiedene
Varianten des hierarchischen Clusterings ableiten lassen (Lance et al., 1967; Murtagh, 1983;
Jain et al., 1988; Yager, 2000) Dariiber hinaus finden auch mehrphasige Methoden, wie
BIRCH (Zhang et al., 1996), Chameleon (Karypis et al., 1999) oder modifizierte Algorithmen
basierend auf dem traditionellen hierarchischen Clustering, wie CURE (Guha et al., 1998),
Anwendung. Eine weitere Variante des hierarchischen Clusterings stellt die Methode Follow-
the-Leader dar. Hierbei wird ein zentrales Objekt des Datensatzes als Leader einer Gruppe
definiert. Objekte, deren Abstand zum Leader am geringsten ist, werden als Follower
dieser Gruppe zugeordnet. Dieser Algorithmus unterscheidet sich von den traditionellen
hierarchischen Clustering Methoden in der Eigenschaft, kein a priori Wissen beziiglich der
Clusteranzahl vorauszusetzen. Gleichwohl muss eine Grengze fiir die Zuordnung weiterer
Mitglieder eines Clusters durch die Festlegung ihres Abstands zum Leader vorgegeben
werden. (Wu etal., 2013) Als Nachteile des hierarchischen Clusterings sind primér die
Bestimmung der optimalen Clusteranzahl und die hohen Rechenzeiten im Vergleich zu
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den partionierenden Clustering-Methoden angefithrt (Xu etal., 2015). Demgegeniiber sind
sehr detaillierte Clusterzuordnungen und -abgrenzungen zwischen den Clustern moglich
(Chicco et al., 2006).

Dichtebasierte Methoden

Wiéhrend sich mit partionierenden und hierarchischen Clustering-Methoden kugelférmi-
ge Cluster in Datensétzen identifizieren lassen, ermoglichen dichtebasierte Clustering-
Algorithmen die Ermittlung von Clustern mit beliebigen Formen (Han et al., 2012). Die
Idee hinter dem dichtebasierten Clustering beruht auf der sukzessiven Vergroflerung eines
Clusters und damit der Verschiebung der Clustergrenze bis eine Abbruchbedingung in Form
einer maximalen Objektanzahl innerhalb des Clusters erreicht ist. Letztere entspricht in
diesem Zusammenhang der Objektdichte innerhalb der betrachteten Datenpartition. (Han
etal., 2012) Dabei muss sich in der Umgebung eines Objektes eine initial zu bestimmende
minimale Anzahl an anderen Objekten befinden, damit ein dichtebasiertes Cluster definiert
werden kann (Xu etal., 2015). Abbildung 4.3 veranschaulicht das Prinzip des dichtebasier-
ten Clusterings. Bezugnehmend auf Abbildung 4.3 und das prinzipielle Vorgehen, werden
ausgehend von den Datenpunkten a; und a4 als Startpunkte bei vorgegebenem Radius um
diese Punkte herum weitere Datenpunkte in der Nachbarschaft gesucht, deren Distanz zu a;
und a4 maximal dem Radius um letztere entsprechen. Erfiillen beispielsweise in diesem Fall
mindestens drei Datenpunkte in der Nachbarschaft von a; und a4 diese Bedingung, werden
in der Nachbarschaft von letzteren weitere Datenpunkte gesucht, welche zu dem Cluster
gehoren kénnten. Falls die ermittelte minimale Datenpunktanzahl nicht der Vorgabe ent-
spricht, erfolgt die Bildung eines neuen Clusters fiir a;. (Han et al., 2012) Als Beispiele fiir
dichtebasierte Clustering-Algorithmen sind DBSCAN (Ester et al., 1996) oder CLARANS
(Ng etal., 2002) zu nennen. Dabei konnte die Vorteilhaftigkeit dieser Clustering-Methoden
im Vergleich zu partionierenden oder hierarchischen Clustering-Algorithmen in Bezug auf
die Identifizierung von Gruppen innerhalb grofler Datensétze nachgewiesen werden (Ester
etal., 1996). Ein weiterer Algorithmus stellt DENCLUE dar, welcher im Vergleich zu den
beiden letztgenannten Methoden vornehmlich geringere Rechenzeiten fiir das dichtebasierte
Clustering bendotigt (Hinneburg et al., 1998). Mit OPTICS wurde von Ankerst et al. ein
weiterer Algorithmus eingefithrt (Ankerst et al., 1999). Ein Forschungsschwerpunkt liegt in
der Effizienzsteigerung der Algorithmen, um beispielsweise Overfitting Effekte zu vermei-
den (Xiao-Feng Wang et al., 2009). Dichtebasierte Methoden benétigen die Vorgabe einer
minimalen Anzahl an Objekten in der Umgebung des Clusterzentrums und nicht das a
priori Wissen um die Clusteranzahl (Xu et al., 2015).

Gitterbasierte Methoden

Bei gitterbasierten Methoden erfolgt die Uberfiihrung des Objektraums in eine Gitterstruk-
tur, welche durch eine finite Zellenanzahl aufgespannt wird, wobei das Clustering stets
auf der Gitterstruktur beruht. Abbildung 4.4 visualisiert das Prinzip dahingehend. Die
Clusterobjekte fallen dabei in die Zellen, welche das Intervall aufweisen, in dem sich die
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Abbildung 4.3: Prinzip des dichtebasierten Clusterings in Anlehnung an Ester et al.,
1996

Objektwerte befinden. Uber diese Zellen wird das Cluster, hiufig mit einem dichtebasierten
Ansatz, gebildet. Mit gitterbasierten Methoden lésst sich eine geringe Rechenzeit erreichen,
da diese wiederum ausschliellich von der gewahlten Anzahl an Gitterzellen und nicht mehr
von der Anzahl der Objekte abhéngt. Dahingehend sind gitterbasierte Methoden auch fiir
die kombinierte Anwendung mit dichtebasierten und hierarchischen Clustering Methoden
geeignet. (Han etal., 2012) Zu gitterbasierten Methoden gehoren weiterhin beispielsweise
STING (Wang etal., 1997), STING+ (Wei Wang etal., 1999), GDILC (Zhao Yanchang
etal., 2001), CLIQUE (Agrawal et al., 1998) oder WaveCluster (Sheikholeslami et al., 2000).
Ferner haben Ma et al. eine gitterbasierte Clustering-Methode mit sich verschiebenden
Gittern eingefithrt (W.M. Ma etal., 2004).

Topologiebasierte Methoden

Topologiebasierte Clustering-Algorithmen beruhen auf Techniken zur Datenvisualisierung
im zwei- und dreidimensionalen Raum (Bunte et al., 2010; van der Maaten et al., 2008; Si
et al., 2000). Dieser Kategorie wird neben der statistischen multivariaten Technik MANOVA
(Verdu et al., 2006) der SOM-Algorithmus von Teuvo Kohonen (Kohonen, 1981) zugeordnet,
welcher hochdimensionale Datensédtze mittels eines niedrigdimensionalen kompetitiven
KNN auf planarer Ebene visualisiert und représentiert (Wu etal., 2012). Abbildung
4.5 veranschaulicht dahingehend das Prinzip der SOM. Jeder beliebige Datenpunkt z;
eines hochdimensionalen Eingangsraumes ldsst sich durch einen der k& Referenzvektoren
(Neuronen) représentieren. Mittels der im meist zweidimensionalen Raum gitterférmig
angeordneten Neuronentopologie erfolgt ein Adaptionsprozess, ausgelost durch Signale.
Dazu wird in jedem Iterationsschritt zuféllig ein Eingangsvektor gewéhlt, dessen Distanz
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Abbildung 4.4: Prinzip des gitterbasierten Clusterings in Anlehnung an Han et al.,
2012

zu dem Gewicht jedes Neurons ermittelt wird. Die Neuronen stehen dahingehend in
einem Wettbewerb zueinander, wobei jenes Neuron mit dem geringsten Abstand zum
Eingangsvektor gewinnt. Anschliefend werden das Gewicht des Gewinnerneurons und
die Gewichte der dazugehorigen Nachbarneuronen aktualisiert. Dadurch ldsst sich der
Eingangsraum in verschiedene Regionen aufteilen. (Kohonen, 1990b; Wu et al., 2004)
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Abbildung 4.5: Prinzip der SOM von Teuvo Kohonen in Anlehnung an Enami et al.,
2010
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Probabilistische modellbasierte Methoden

Im Gegensatz zu bisher vorgestellten Clustering-Algorithmen erméglichen probabilistische
modellbasierte Methoden multiple Clusterzugehorigkeiten. Dieser Kategorie lassen sich
beispielsweise Fuzzy Clustering-Algorithmen zuordnen, welche eine weiche Allokation von
Objekten zu Clustern erlauben. Im Speziellen gehéren alle Objekte gleichzeitig jedem
Cluster zu einem bestimmten Grad an, wodurch Objekte nicht mehr zwangsldufig exklusiv
einem Cluster zugeordnet werden. (Han et al., 2012) Daher sind diese Methoden fiir Da-
tensétze geeignet, welche iiberlappende Clustergrenzen aufweisen (Xu etal., 2015). Mit
Fuzzy-Methoden lassen sich somit Sensitivitdten in die Ergebnisse der Ermittlung von
Clusterexistenzen und -abgrenzungen integrieren (Dunn, 1973). In diesem Zusammenhang
ist der Fuzzy-c-Means-Algorithmus (Dunn, 1973) zu nennen, welcher auf die Identifizierung
von Datenpartitionen auf Grundlage der Minimierung einer Kostenfunktion abzielt. Letztere
ist durch die Zugehorigkeitskoeffizienten auf Grundlage der Annahme einer anzunehmenden
Clusteranzahl definiert (Xu et al., 2015).

Die verschiedenen Clustering-Algorithmen zeichnen sich durch unterschiedliche Einsatzmdog-
lichkeiten aus, wobei eine fiir die individuelle Analyseaufgabe geeignete Methode gewahlt
werden muss. Um verschiedene Modellcharakteristika zu kombinieren, finden auch Zwei-
Ebenen-Ansitze Anwendung. Rodrigues et al. haben beispielsweise den SOM- mit dem
k-Means-Algorithmus verkniipft. Mittels SOM erfolgte die Bestimmung der Clusteranzahl,
welche im Bereich zwischen 6 und 9 angenommen wurde. Die detaillierte Cluster-Zuordnung
basierte auf den Ergebnissen des Clusterings mit k-Means. (Rodrigues et al., 2003) Dar-
itber hinaus wurde die Kombination aus SOM und hierarchischen Clustering-Algorithmen
untersucht (Wu et al., 2004; Tagdemir etal., 2011).

4.1.2 Studien

Die Gruppierung von Lastprofilen mittels Methoden des Clusterings findet eine breite
Anwendung in Studien zur Charakterisierung von Energieversorgungsgruppen. Dabei sind
im Wesentlichen die folgenden zwei Kategorien zu unterscheiden.

I. Hierarchisches Clustering

II. Nicht-hierarchisches Clustering

Die Ahnlichkeitsanalysen zielen auf die Identifizierung von charakteristischen Abnehmer-
gruppen ab. In diesem Zusammenhang erfolgt eine Unterscheidung in Jahreszeiten, Wochen-
tage, Wochenenden oder Ferienzeiten (Chicco etal., 2001; Bobric et al., 2009; McLoughlin
etal., 2015). In zahlreichen Untersuchungen dienen die Ergebnisse des Clusterings der
Informationsanreicherung von Klassifikationsalgorithmen (In Hyeob Yu etal., 2005) und
Prognosemodellen (Duan etal., 2011; Mori et al., 2001; Jain et al., 2009; Chaouch, 2014;
Nazarko et al., 2005).
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Weiterhin werden verschiedene Clustering-Methoden einander vergleichend gegeniiber
gestellt (Chicco, 2012; Labeeuw et al., 2013). Dabei finden k-Means (Bobric et al., 2009;
Granell et al., 2015; McLoughlin et al., 2015; Chicco, 2012) und Fuzzy-C-Means-Algorithmen
(Duan et al., 2011; Sathiracheewin etal., 2011; Wang et al., 2013; Zakaria et al., 2006) eine
breite Anwendung. Gleiches ist fiir die Nutzung des Follow-the-Leader-Algorithmus festzu-
stellen (Chicco et al., 2004; Chicco et al., 2005; Chicco et al., 2006). SOM werden in den
Studien von Chicco et al. und McLoughlin et al. hinsichtlich ihrer Eignung zum Clustering
von Verbrauchslastprofilen untersucht (Chicco et al., 2006; Chicco et al., 2001; McLoughlin
etal., 2015). Hinsichtlich der Ergebnisgiite zeigt sich ein uneinheitliches Bild, jedoch mit
einzelnen erkennbaren Tendenzen. So kann aus den anwendungsbasierten Studien festge-
halten werden, dass mit dem k-Means-Algorithmus eine sinnvolle und robuste Gruppierung
von Lastprofilen moglich ist (Bobric et al., 2009; Granell etal., 2015). Die Anwendung
des SOM-Algorithmus ermoglicht zuverlassige Clustering Ergebnisse (Chicco et al., 2001;
McLoughlin et al., 2015). Demgegeniiber existieren auch Forschungsarbeiten, welche dies
lediglich teilweise bestétigen und den SOM-Algorithmus fiir das initiale prototypische
Clustering vorschlagen, um anschliefend andere Clustering-Methoden fiir finale Gruppen-
zuordnungen zu verwenden (Chicco et al., 2006). Diesbeziiglich zeigte sich beispielsweise,
dass eine Kombination aus k-Means- und SOM-Algorithmus bessere Ergebnisse liefert als
bei einer isolierten Anwendung der beiden Methoden (Rodrigues et al., 2003).

Hinsichtlich der Verwendung des hierarchischen Clusterings zur Gruppierung von energe-
tischen Lastprofilen sind sowohl Ergebnisse zu finden, welche eine Uberlegenheit dieser
Methoden gegentiber anderen Clustering-Algorithmen implizieren (Chicco et al., 2006) als
auch gegensitzliche Ergebnisse (Granell et al., 2015). Zahlreiche Studien basieren auf der
Untersuchung von Fuzzy-Methoden (Zakaria etal., 2009). Gleichwohl wurde im Zusam-
menhang mit letzteren die starke Abhéngigkeit der Ergebnisse von Fehlern im Datensatz
herausgestellt (Zalewski, 2006), welche jedoch beispielsweise durch die Abwandlung des
Fuzzy-C-Means-Algorithmus (Sathiracheewin et al., 2011) oder durch eine spezielle Daten-
auswahl (Semeraro et al., 2014) reduziert werden kann.

4.1.3 Implikationen und Anforderungen an die Modellierung

Die Vielzahl an Clustering-Methoden und Kombinationen aus jenen bedingt detaillier-
tere Analysen der Algorithmen sowie jeweiliger Eingangs- und Ausgangsparameter. Im
Sinne der Automatisierung von Datenanalysen stellt sich vordergriindig die Frage, welche
Eingangsparameter von Algorithmen selbststéindig bestimmt werden kénnen. Um die Ahn-
lichkeit von Lastprofilen automatisiert quantifizieren zu kénnen, bedarf es der Ermittlung
der Clusteranzahl, welche zunéchst unbekannt ist. Clustering-Algorithmen wie k-Means
benoétigen jedoch die Clusteranzahl zur Initialisierung. Hierarchisches Clustering basiert auf
einer Baumstruktur und bedarf einer Abbruchbedingung, auf dessen Grundlage definiert
wird, welche Subcluster wieder zu tibergeordneten Clustern zusammengefasst werden sollen.
Mit der Festlegung auf ein bestimmtes Abbruchkriterium verliert der Modellansatz an
dieser Stelle seine Generalisierungseigenschaft, da das gewédhlte Kriterium nicht fiir jeden
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Datensatz plausibel sein muss. Demgegeniiber sind bei SOM die Anzahl der Neuronen
vorzugeben, um die Dimension des Kohonen-Netzes bestimmen zu kénnen. Die Anzahl der
Neuronen korreliert dabei nicht zwangslaufig mit der Clusteranzahl, sodass Variationen
der Eingangsdaten auch mit Variationen der Clusteranzahl einhergehen kénnen. Dennoch
sind in der Modellierung verschiedene Netzdimensionen vorzusehen, um Unterschiede in
der Clustergranularitdt analysieren zu kénnen.

4.2 Klassifikation

Im Anschluss an das Clustering von unbekannten Lastprofilen und der damit verbundenen
Vorgruppierung dienen Klassifikationsmodelle der Bildung von charakteristischen Gruppen
auf Grundlage der ermittelten Cluster und der Zuordnung eines neuen Lastprofils in die
Klasse mit der groBten Ahnlichkeit. Im Folgenden wird der theoretische Hintergrund und der
aktuelle Stand der Technik sowie der Wissenschaft zu verschiedenen Methodenkategorien
vorgestellt.

4.2.1 Theoretischer Hintergrund

Klassifikationsmethoden sind den iiberwachten Lernverfahren zuzuordnen und beruhen auf
dem Ziel, Daten zu kategorisieren. Auf Grundlage der trainierten Klassifikationsmodelle
lassen sich iiberdies Prognosen in Bezug auf neue Datengrundlagen stellen. (Han et al.,
2012) Im Sinne einer methodischen Abgrenzung verschiedener Klassifikationsalgorithmen
voneinander sind nachfolgende Hauptkategorien definierbar.

I. Hierarchische Methoden
II. Perzeptron-Methoden
III. Support Vector Machines
IV. Statistische Methoden
V. Ensemble Methoden

Hierarchische Methoden basieren in der Regel auf Baumstrukturen mit Knoten, Kanten und
einer Wurzel als Ausgangspunkt. An jedem Knotenpunkt eines Entscheidungsbaums, welcher
kein Blatt und damit ein Endpunkt eines Pfades dargestellt, ist ein zu definierendes Attribut
zu bewerten. Das Ergebnis entscheidet iiber den weiteren Pfad durch die Struktur bis ein
Blatt und damit eine Entscheidung beziiglich der Klassifikation des Eingangsdatensatzes
erreicht ist. Perzeptron Methoden folgen dem Prinzip des KNN, das zusammen mit dem
Konzept der Support Vector Machine bereits in Kapitel 3 vorgestellt wurde. Mit statistischen
Methoden erfolgt im Gegensatz zu den zuvor genannten Kategorien die Quantifizierung
von Wahrscheinlichkeiten von Klassenzugehorigkeiten gegebener Eingangsdaten. Ensemble
Methoden basieren auf der Annahme, dass mehrere schwache Klassifikationsmodelle,
welche mit einer geringeren Genauigkeit Klassifikationen von Daten vornehmen, kombiniert
miteinander robuste Klassifikationsergebnisse ermoglichen. (Han et al., 2012)
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Hierarchische Methoden

Im Zusammenhang mit hierarchischen Klassifikationsmodellen sind Entscheidungsbdume
zu nennen. Abbildung 4.6 visualisiert diese exemplarisch.

bl

Abbildung 4.6: Prinzip der Klassifikation mit Entscheidungsbdumen in Anlehnung
an Kotsiantis et al., 2007

Jedes Blatt innerhalb der Baumstruktur stellt ein Feature innerhalb einer zu klassifizie-
renden Instanz dar und jedem Ast ist ein Wert zugeordnet (Kotsiantis etal., 2007). Im
Zusammenhang mit dieser Modellkategorie existieren verschiedene Algorithmen, wie CART,
ID3, C4.5 oder C5.0 (Jadhav et al., 2016). Entscheidungsbdume sind leicht zu interpretieren
und bieten eine hohe Klassifikationsgenauigkeit. Als Nachteil sind unter anderem die hohe
Modelltrainingsdauer und Probleme bei diagonalen Klassengrenzen zu nennen (Bhavsar
etal., 2012).

Perzeptron-Methoden

Perzeptron-Methoden umfassen KNN und beinhalten verschiedene Architekturen, deren
Kategorien im Rahmen der verschiedenen Prognosemodelle in Kapitel 3 bereits vorgestellt
wurden. Beginnend bei den Perzeptron-Modellen mit einer verdeckten Schicht sind bei-
spielsweise die Algorithmen WINNOW (Littlestone, 1988) oder voted-perceptron (Freund
etal., 1999) zu nennen. Mehrschichtige Perzeptron-Architekturen bedingen in der Regel
hohe Rechenzeiten fiir die Klassifikation von Datensétzen, wodurch verschiedene Ansétze
zur Verringerung der Trainingszeiten infolge der Optimierung von Strukturen und Para-
metern untersucht wurden (Kotsiantis et al., 2007). Yen & Lu haben einen hierarchischen
genetischen Algorithmus eingefiihrt, um Parameter und die Netztopologie zu bestimmen
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(Yen etal., 2000). Ferner existieren auch verschiedene Bayessche Methoden fiir das Training
von KNN (Vivarelli etal., 2001). Im Kontext der mehrschichtigen Perzeptron-Modelle
stehen auch Netzwerke mit radialer Basisfunktion fiir die Klassifikation von Datensét-
zen im Fokus der Untersuchung verschiedener Netzarchitekturen (Howlett etal., 2013).
Perzeptron-Methoden zeichnen sich insbesondere durch eine hohe Robustheit gegeniiber
Datensétzen mit Rauschen aus und sind vorteilhaft bei kontinuierlichen Eingangs- und
Ausgangsdaten. Nachteile ergeben sich beziiglich der geringen Interpretationsmoglichkeiten
der Ergebnisse, beispielsweise der einzelnen trainierten Gewichtungsfaktoren der Kanten
des Netzwerkes. (Han etal., 2012)

Support Vector Machines

Mittels SVM lassen sich lineare und nicht-lineare Klassifikationsprobleme 16sen, wobei Hy-
perebenen verschiedene Klassen voneinander trennen und der Abstand der Hyperebene zu
den einzelnen Instanzen einer Klasse zu maximieren ist (Kotsiantis et al., 2006). Abbildung
4.7 zeigt diesen Zusammenhang.

Abbildung 4.7: Prinzip der Klassifikation mit SVM in Anlehnung an Han et al., 2012

Infolge der Abbildung des Eingangsdatensatzes in einer ausreichend hohen Dimension,
lasst sich fir jedes Klassifikationsproblem eine Klassengrenze definieren (Han et al., 2012).
Vorteile der SVM ergeben sich durch die Robustheit gegeniiber Ausreifiern in Datensatzen
und durch die Moglichkeit der Abbildung komplexer nichtlinearer Klassengrenzen. Dem-
gegeniiber wird viel Zeit fiir das Modelltraining benotigt (Han et al., 2012). Zur Losung
nicht-bindrer Klassifikationsprobleme existieren iiberdies erweiterte SVM-Modelle. Ein
intuitiver Ansatz basiert auf der Losung multipler binirer Klassifikationsprobleme, wobei
jede Klasse gegen die verbleibenden Klassen (One-Versus-Rest) oder einzelne Klassen
einander gegeniiber gestellt werden (One- Versus-One) (Weston etal., 1999). Eine Modifi-
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kation des klassischen One-Versus-One-Ansatzes stellt das DAGSVM-Modell dar, welches,
abweichend von der herkémmlichen Methode, in der Testphase auf einem gerichteten
azyklischen Graphen beruht, dessen Knoten bindre SVM représentieren (Platt et al., 2000).
Ein Vorteil dieser Methode liegt in verbesserten Generalisierungseigenschaften und einer
verringerten Modelltestzeit begriindet (Hsu et al., 2002).

Statistische Methoden

Statistische Methoden fiir die Klassifikation basieren auf Wahrscheinlichkeitsmodellen,
wodurch Wahrscheinlichkeiten fiir Klassenzugehorigkeiten vorliegen (Kotsiantis et al., 2007).
In diesem Zusammenhang sind Linear Discriminant Analysis (LDA) (Friedman, 1989) und
Fisher’s linear discriminants aufzufithren (Mika etal., 1999). Auf Grundlage beider Tech-
niken werden lineare Trennfunktionen fiir die Separierung zweier oder multipler Klassen
voneinander gesucht (Bishop, 2006). Im Rahmen dieser Methodenkategorie ist iiberdies
das Konzept der Learning Vector Quantization (LVQ) zur Definition von Klassengrenzen
zu nennen (Kohonen, 2001). Hierbei werden Referenzvektoren dhnlichen Klassen und somit
dhnlichen Quantisierungsregionen zugeordnet, wobei Hyperebenen Quantisierungsregionen
voneinander trennen. Die euklidische Distanz zwischen einem Eingangsvektor und dem
dichtesten Referenzvektor dient dabei als Maf} fiir die gleiche Klassenzugehorigkeit. Im
Zusammenhang mit LVQ existieren mit LVQ1, LVQ2 oder LVQ3 verschiedene Algorithmen
fiir die Mustererkennung in Datensétzen, welche unterschiedlichen Philosophien unterliegen.
Im Hinblick auf die Ergebnisgiite unterscheiden sich die Algorithmen kaum voneinander.
Wahrend LVQ1 auf der Pramisse beruht, im Lernprozess jeweils einen Referenzvektor
zu modifizieren, werden im Sinne der LVQ2 und LVQ3 Konzepte zwei Referenzvektoren
im Hinblick auf iiberlappende Klassengrenzen angepasst. (Kohonen, 2001) Abbildung 4.8
visualisiert diesen Zusammenhang exemplarisch. LVQ bietet zahlreiche Vorteile gegeniiber
Perzeptron-Methoden und Support Vector Machine (SVM) (Nova et al., 2014).

Fenster

J

() ()
—/ / x

Abbildung 4.8: Schematische Darstellung von Referenzvektoren mit den dazugehori-
gen Klassen im Rahmen von LVQ2 in Anlehnung an Kohonen, 1990a
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Wiéhrend letztgenannte aufgrund ihrer Black-Box-FEigenschaft schwierig zu interpretieren
sind, lassen sich unter Anwendung von LVQ représentative Vektoren mit dazugehorigen
Klassenregionen (Voronoi-Partitionen) identifizieren. Diese Vektoren stellen fiir einen ge-
gebenen Datensatz mafigebliche Vektoren dar, wohingegen beispielsweise Stiitzvektoren
(SVM) Extremvektoren innerhalb eines Datensatzes entsprechen (Hofmann etal., 2012;
Hammer etal., 2004). Im Hinblick auf den Rechenaufwand ist LVQ als vorteilhaft einzustu-
fen, da dieser von der vorzugebenden festen Anzahl an repriasentativen Vektoren abhéngt,
wahrend die Rechenzeit der SVM-Modelle von den Dimensionen des Trainingsdatensatzes
abhéngt (Nova etal., 2014).

Ensemble Methoden

Im Rahmen von Ensemble Methoden werden mehrere Klassifikatoren in einem Modell
miteinander kombiniert. Jeder Klassifikator gibt dabei eine Stimme fiir eine Klassenzu-
gehorigkeit ab, sodass eine Stimmensammlung im Ergebnis entsteht. (Han etal., 2012)
In Abbildung 4.9 ist dieses Prinzip auf Grundlage eines Eingangsdatensatzes X mit n
Trainingsdatensétzen dargestellt. Im Zusammenhang mit dieser Methodenkategorie ist der
Algorithmus Bagging von Breiman zu nennen (Breiman, 1996).

Modell 1
Modell 2
Auswertung
der Stimmen
Modell n

Abbildung 4.9: Prinzip der Ensemble Methoden in Anlehnung an Han et al., 2012

Dieser kombiniert verschiedene Klassifikatoren miteinander und gibt die Klasse des Ein-
gangsdatensatzes in Abhéngigkeit von der Anzahl an individuellen Stimmen fiir die Klasse
innerhalb des Ensembles an (Han etal., 2012). Eine weitere Technik in diesem Kontext
stellt Boosting dar, wobei AdaBoost (Freund etal., 1997) eine sehr breite Anwendung
findet (Bishop, 2006). Boosting folgt wie Bagging der Idee, n Klassifikatoren zu trainieren.
Im Unterschied zu Bagging werden beim Boosting alle Datenpunkte gewichtet, wobei die
Gewichtungsfaktoren von der Performanz der zuvor trainierten Klassifikatoren abhéngt.
(Bishop, 2006) Die Gewichtungen der falsch klassifizierten Datenpunkte werden erhoht,
wodurch der Fokus fiir den folgenden Trainingsdurchlauf auf die falsch klassifizierten
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Datenpunkte gelegt wird (Han etal., 2012). Im Bereich der hierarchischen Methoden
stellen Random Forests eine Erweiterung des Konzepts der Entscheidungsbédume dar. Ers-
tere definieren sich durch eine Menge an unkorrelierten Entscheidungsbdumen, wobei im
Klassifikationsprozess jeder Entscheidungsbaum fiir eine Klasse stimmt. Die endgiiltige
Entscheidung fiir eine Klasse basiert auf dem Mehrheitsprinzip. (Han et al., 2012)

Im Hinblick auf die Auswahl geeigneter Klassifikationsmethoden sind ferner die Anwen-
dungslimitationen der Algorithmen zu beriicksichtigen. Viele Konzepte wurden fiir die
Losung binédrer Klassifikationsprobleme entwickelt. Mehrklassen-Klassifikationen erfordern
dagegen Modellerweiterungen. In diesem Kontext ist zwischen One-Versus-All (OVA) und
All-Versus-All (AVA) zu unterscheiden (Han etal., 2012). Farid et al. haben in diesem
Zusammenhang hybride Entscheidungsbdume und naive Bayes Klassifikationsmethoden
entwickelt (Farid et al., 2014). Fiir Mehrklassen-Klassifikationsprobleme eignet sich dar-
iiber hinaus insbesondere auch LVQ, da bei dieser Methode implizit alle Klassengrenzen
gleichzeitig modelliert werden (Lloyd et al., 2007).

4.2.2 Studien

Klassifikationstechniken werden im Rahmen von anwendungsbasierten Studien in ver-
schiedenen Bereichen eingesetzt. Molina-Solana et al. geben dazu in ihrer Studie zu Data
Science Methoden fiir das Gebdudeenergiemanagement (Molina-Solana et al., 2017) einen
umfassenden Uberblick. In diesem Kontext sind vornehmlich hierarchische Methoden zu
nennen, die in Form von Entscheidungsbdumen Anwendung finden (Wu et al., 2008). Mit
der Attribuierung verschiedener Energieabnehmerklassen wird das Ziel verfolgt, neue Ab-
nehmer ihrer Lastprofile entsprechend der dhnlichsten Klasse zuzuordnen (Figueiredo et al.,
2005). Diese Herangehensweise entspringt energiewirtschaftlichen Untersuchungen hinsicht-
lich der Fragestellungen, wann und in welcher Héhe Energieabnehmer als Kunden eines
Energieversorgungsunternehmens Energie nutzen (Molina-Solana etal., 2017). In der Lite-
ratur werden in diesem Themenzusammenhang Clustering- und Klassifikationsmethoden
félschlicherweise haufig als Synonyme verwendet. Daher sind viele Forschungsarbeiten zu
der Klassifikation energetischer Lastprofile zu finden, die jedoch mehrheitlich auf Clustering
beruhen, sodass an dieser Stelle auf den vorangestellten Abschnitt verwiesen wird. Klas-
sifikationstechniken folgen auf das Clustering zur Festlegung von Klassencharakteristika.
Figueiredo et al. haben dahingehend ein Modell zur Klassifikation von Energieabnehmern
basierend auf Entscheidungsbdumen entwickelt, das die kundenindividuelle Vertragsgestal-
tung in Abhéngigkeit der Energiebedarfscharakteristika ermoglicht (Figueiredo et al., 2005).

Weiterhin dienen Klassifikationsmodelle auch der Prognose des gebdudespezifischen Energie-
bedarfs. Yu et al. haben ein Modell basierend auf einem Entscheidungsbaum vorgeschlagen,
mit dem die energetische Performanz von Wohngebduden beurteilt werden kann (Yu etal.,
2010). In der Studie von Li wurde der Einfluss verschiedener Wettervariablen auf den
téglichen Spitzenbedarf elektrischer Energie eines stddtischen Versorgungssystems unter-
sucht (Li, 2012). Im Sinne der Sicherstellung eines effizienten Gebédudebetriebs dienen
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Klassifikationstechniken der Entwicklung von Entscheidungsregeln zur Kontrolle von Be-
triebsprozessen (Molina-Solana etal., 2017). Auch in diesem Bereich finden vorwiegend
Entscheidungsbaume Anwendung (May-Ostendorp et al., 2013; Gao et al., 2010).

Im Zusammenhang mit der Analyse von Energiesystemen ist insgesamt festzuhalten, dass
Entscheidungsbdume und SVM héufig gewdhlte Methoden zur Losung von Klassifikati-
onsproblemen darstellen (Molina-Solana et al., 2017). Unter Berticksichtigung der Studien
zum Clustering energetischer Lastprofile ist zudem festzustellen, dass die Gruppierung von
Energieabnehmern mit der Clusteranalyse abgeschlossen ist und eine Kombination mit
Klassifikationstechniken ausbleibt.

4.2.3 Implikationen und Anforderungen an die Modellierung

Das Ziel der Integration einer Klassifikationsmethode in das zu entwickelnde Modell dieser
Arbeit ist die Identifizierung jener Gebédude und Gebdudegruppen, die kurzfristig und iiber
einen léngeren Zeitraum das charakteristische Lastprofil mit der gréften Ahnlichkeit zu
jedem auf Quartiersebene aufweisen. Auf Grundlage dessen ist im Kontext dieser Arbeit
eine Mehrklassen-Klassifikationsmethode zu wéhlen. LVQ weist dabei zahlreiche Vorteile
gegeniiber anderen Methoden auf. Weiterhin lasst sich dieser Algorithmus intuitiv mit
SOM kombinieren, da die selben Modellpramissen zugrunde liegen. Aus diesen Griinden
wird LVQ in das Gesamtmodell integriert.

4.3 Zusammenfassung

Im Rahmen der Kategorisierung von Clustering- Algorithmen lassen sich mit partionierenden,
hierarchischen, dichtebasierten, gitterbasierten, topologiebasierten und probabilistisch
modellbasierten Methoden sechs Gruppen mit unterschiedlichen Modellcharakteristika
identifizieren. Wéhrend die verschiedenen Modelle Starken und Schwéchen hinsichtlich des
Rechenaufwands und der Ergebnisgiite aufweisen, liegt der Fokus hinsichtlich der Wahl
einer Methode vornehmlich auf der Frage, welche Modellannahmen vor dem Hintergrund
zur Verfiigung stehender Informationen getroffen werden kénnen. Diesbeziiglich bestimmt
das a priori Wissen mafigeblich die Auswahl der Algorithmen.
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Weiterhin wurde herausgestellt, dass sich topologiebasierte Clustering-Methoden zur Grup-
pierung von thermischen Lastprofilen ohne a priori Wissen in Bezug auf die Clusteranzahl
eignen, wobei in der Modellierung verschiedene Netzdimensionen beriicksichtigt werden, um
Unterschiede in der Clustergranularitit analysieren zu konnen. Tabelle 4.1 fasst die analysier-
ten Implikationen fiir die Modellbildung dieser Arbeit zusammen. Klassifikationsmethoden
konnen in fiinf Kategorien eingeteilt werden: hierarchische Methoden, Perzeptron-Methoden,
Support Vector Machines, statistische Methoden und Ensemble-Methoden. Im Rahmen der
Studien zur Nutzung von Klassifikationsalgorithmen fiir die Festlegung charakteristischer
Gruppen energetischer Lastprofile, zur Prognose gebédudespezifischen Energiebedarfs oder
fir den effizienten Betrieb von Versorgungseinrichtungen, werden vornehmlich Entschei-
dungsbidume und SVM eingesetzt. Wahrend erstere eine Modelltrainingsdauer bedingen,
basieren letztere auf der Klassifikation anhand von Extremvektoren. Klassifikationen mit
LVQ dagegen beruhen auf typischen, reprasentativen Vektoren. Der Rechenaufwand hiangt
von der vorzugebenden Anzahl letzterer ab und geht mit der gewéhlten Topologie des
Kohonen-Netzes im Kontext der Kombination mit SOM einher. In Tabelle 4.2 sind ab-
schlieend die Analyseergebnisse fiir die Teilmodellentwicklung im Themenbereich der
Klassifikation aufgelistet.






KAPITEL H

Entwicklung eines autoadaptiven pradiktiven Modells

Das vorliegende Kapitel dokumentiert die Entwicklung des autoadaptiven préadiktiven
Modells dieser Arbeit zur Quantifizierung von Gleichzeitigkeitseffekten in Lastverteilungen
urbaner Energiesysteme. Eingangs werden in Abschnitt 5.1 die Methoden zur Quantifi-
zierung von Gleichzeitigkeitseffekten als Zielvariablen vorgestellt und definiert. Abschnitt
5.2 beinhaltet die mathematischen Grundlagen der Datenvorverarbeitung zur Definition
des ersten Teilmodells. Im Anschluss daran wird in Abschnitt 5.3 die modelltheoretische
Entwicklung des Prognose-Ensembles als zweites Teilmodell vorgestellt und erldutert. Ab-
schnitt 5.4 riickt die damit verkniipften theoretischen Grundlagen zur Abbildung pradiktiver
Lastszenarien in den Fokus. Ferner beinhaltet Abschnitt 5.5 die Methodenkombination
aus Clustering und Klassifikation zur automatisierten Analyse und Gruppierung thermi-
scher Lastprofile. Abschlieflend sind in Abschnitt 5.6 die Kernaspekte des theoretischen
Modellaufbaus zusammengefasst.

5.1 Methoden zur Quantifizierung von Gleichzeitigkeitseffekten

Nachfolgend wird zunéchst die konventionelle Definition des Gleichzeitigkeitsfaktors erwei-
tert, um diese fiir priadiktive Analysen zu nutzen. Die Einfiihrung eines Ahnlichkeitsfaktors
dient im Folgenden der numerischen Beschreibung einer Ahnlichkeitsstruktur innerhalb
thermischer Lastverteilungen und stellt damit einen Zielwert des Clusterings dar. Abschlie-
Bend dient die Methode zur Identifizierung von gruppenspezifischen Spitzenlastanteilen
der Abschétzung kontinuierlichen Lastverschiebungspotentials einzelner Gebdude und Ge-
baudegruppen, mit dem Ziel Spitzenlasten auf Quartiersebene durch die Nutzung von
Gleichzeitigkeitseffekten fortlaufend zu reduzieren.

5.1.1 Erweiterung der Definition des Gleichzeitigkeitsfaktors

Die bisherige empirische Ermittlung des Gleichzeitigkeitsfaktors beruht in der Regel auf Aus-
wertung historischer Messdaten. Dabei wird die Nennleistung der Gebédude auf Grundlage
einer linearen Regressionsanalyse bestimmt, indem die thermische Leistung der Auflen-
temperatur gegeniiber gestellt wird. Diese Methodik impliziert einen ausschlielichen
direkten Zusammenhang zwischen der Auflenlufttemperatur und der benétigten Heiz-
leistung des Gebédudes. Diese Kausalitat trifft im Wohngebédudebereich tendenziell eher
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zu als im Nichtwohngebaudebereich, in dem witterungsunabhéngiger, prozessbedingter
Warmebedarf besteht. Auch die Nutzungskomponenten, wie Werktags- oder Ferienzeitcha-
rakteristiken in der Gebdudebelegung, sind somit nicht beriicksichtigt. Das im Rahmen
dieser Arbeit entwickelte Modell beinhaltet das Prognose-Ensemblemodell, dessen mathe-
matische Grundlagen im weiteren Verlauf dieses Kapitels vorgestellt werden. Auf Basis
der trainierten Modelle lassen sich Lastgange mit verschiedenen Eingangsvariablen, wie
Witterungs- oder Nutzungsparametern, simulieren. Fiir die Simulation und Ermittlung der
maximalen Leistungsanforderungen im Kontext des jeweiligen gebdudespezifischen Wérme-
und Kiihlbedarfs werden Extremwetterdatensétze des Deutschen Wetterdienstes (DWD)
verwendet, die in Kapitel 7 eingefithrt werden. Fiir den maximalen Warmebedarf dient der
Extrem-Winterfall aufgrund des damit zu erwartenden hohen Heizbedarfs. In umgekehrter
Analogie dazu beruht die Quantifizierung des maximalen Kiihlbedarfs auf den Daten des
Extrem-Sommerfalls. Die Maxima dieser Zeitreihen werden als Nennleistung angesetzt.
Daher wird im Rahmen dieser Arbeit in Anlehnung an Guan et al. (Guan etal., 2016)
Gleichung (5.1) verwendet. In diesem Kontext ist der Gleichzeitigkeitsfaktor ¢ als Verhéltnis
zwischen der maximalen iiberlagerten Gruppenleistung des Betrachtungsjahres Q¢ (Timaz)
und der Summe der maximalen individuellen Leistungsabnahmen @; yq, definiert.

_ QG (Tmax)

o (r) = S
Z:lQi,max

Fiir jedes Jahr 7 des Betrachtungszeitraumes 1" erfolgt die Berechnung eines Gleichzeitig-
keitsfaktors ¢,. Der anzusetzende Gleichzeitigkeitsfaktor ¢4, ergibt sich auf Basis von
Gleichung (5.2).

Qsmax = Inax (¢17 ¢27 -")QST) (52)

Diese Definition beriicksichtigt implizit den Aspekt der Versorgungssicherheit bei der Aus-
legung von Erzeugern und Verteilsystemen, indem das Risiko einer Unterdimensionierung
infolge zu geringer Gleichzeitigkeitsfaktoren vermindert wird. Dariiber hinaus erfolgt die
Quantifizierung des Gleichzeitigkeitsfaktors, abgesehen von der simulierten Maximalleis-
tung, anhand weiterer Leistungsspitzen, um Unsicherheiten zu beriicksichtigen und einen
Entscheidungskorridor fiir die Wahl eines Gleichzeitigkeitsfaktors anzugeben. Im Sinne des
Vergleichs der mit dem Modell dieser Arbeit ermittelten Gleichzeitigkeitsfaktoren und jener
auf Grundlage konventioneller statistischer Methoden, werden fiir die Modelldemonstration
in Kapitel 7 auf Basis der gegebenen Datengrundlage Kennlinien fir die Wéarme- und
Kalteversorgung auf Grundlage historischer Messdaten hergeleitet. Die mathematischen
Grundlagen und Zusammenhénge dafiir sind Abschnitt A.3 in Anhang A zu entnehmen.
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5.1.2 Einfiihrung eines Ahnlichkeitsfaktors

Im Rahmen dieser Arbeit wird zusétzlich ein Ahnlichkeitsfaktor 1/ eingefiihrt und definiert.
Dieser beschreibt die Ahnlichkeit der charakteristischen thermischen Lastverliufe inner-
halb des Quartiers. Die Quantifizierung beruht auf den Ergebnissen des Clusterings der
normierten Lastginge. Dabei werden die folgenden Annahmen getroffen:

I. Koénnen alle Lastprofile einem Cluster zugeordnet werden, so nimmt 1) den Wert 1
an, da alle Gebaude zu &hnlichen Zeitpunkten ihre maximale thermische Leistung
abrufen.

II. Ist jedem Cluster jeweils ein Lastprofil zugeordnet, so nimmt ¢ den Wert 0 an, da
jedes Gebédude zu anderen Zeitpunkten seine maximale thermische Leistung abruft.

III. Fiir jedes Cluster wird angenommen, dass ¢ den Wert 1 annimmt, da die Ahnlichkeit
der Lastprofile sehr hoch ist.

Dementsprechend wird ¢ nach Gleichung (5.3) definiert, wobei N, die Clusteranzahl und
Ngep die Anzahl der Gebaude représentiert.

N,
NGeb

=1 (5.3)

Es ergibt sich beispielsweise fiir acht Gebiude bei drei identifizierten Clustern ein Ahn-
lichkeitsfaktor von 0,625. Als Eingangsdaten fiir das Clustering der Warmeleistungsprofile
dienen Zeitreihen des Winterhalbjahres von Anfang Oktober bis Ende Mérz. Analog dazu
finden Kiihlleistungsprofile im Sommerhalbjahr von Anfang April bis Ende September
Eingang in die Ahnlichkeitsanalyse.

5.1.3 Identifizierung von gruppenspezifischen Spitzenlastanteilen

Um den Einfluss der Ahnlichkeitsanalyse zu demonstrieren, werden gruppenspezifische
Spitzenlastanteile ermittelt. Der Anteil x der thermischen Leistung einer Gebadudegruppe
Q¢ an der thermischen Spitzenleistung des Quartiers zum Zeitpunkt Tmaz,Quart 18sst sich
in Anlehnung an Stern und Guan et al. (Stern, 2013; Guan et al., 2016) mittels Gleichung
(5.4) definieren.

— QG (Tmaa:,QuaTt) 100 (5.4)
QQuart (Tmax7Quart)

Im Rahmen dieser Arbeit wird x in Prozent angegeben und fiir die grofiten Leistungsspitzen
analog zum Gleichzeitigkeitsfaktor gruppenspezifisch ermittelt, sodass ein Wertebereich
angegeben werden kann.
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5.2 Teilmodell Datenvorverarbeitung

Reale Datensétze stammen héiufig aus unterschiedlichen heterogenen Quellen, enthalten
Rauschen und beinhalten Fehlstellen (Han etal., 2012). Diese Anomalien beeinflussen
die Ergebnisse von Datenanalysen wesentlich. Um valide Zeitreihenanalysen vornehmen
zu konnen, miissen entsprechende fehlerhafte Werte zunéchst identifiziert werden. Im
Anschluss daran ist festzulegen, wie mit diesen Werten umgegangen werden soll. Um die
Datensétze fiir das Modelltraining vorzubereiten, ist dariiber hinaus eine Normalisierung
vorzunehmen, die im zweiten Unterabschnitt thematisiert wird.

5.2.1 Identifizierung von Ausreiflern

In der Literatur werden globale Ausreifler von kontextuellen und kollektiven Ausreiflern
unterschieden (Han etal., 2012). Nach Han et al. werden folgende Kategorisierungen
vorgenommen: Globale Ausreifler unterscheiden sich stark von den Werten der tibrigen
Datenpunkte der zugrunde liegenden Datenbasis. Die Klassifizierung als kontextueller
Ausreifler wird jenen Datenpunkten zu Teil, welche in einem bestimmten Kontext, wie einer
definierten Messperiode, stark von den Werten der iibrigen Datenpunkte in der betreffenden
Messperiode abweichen. Dementsprechend wird eine Gruppe von Datenpunkten, deren
Werte stark von den Werten der verbleibenden Datenpunkte der Datenbasis differieren
als kollektive Ausreifler deklariert. Anomalien in Datenséitzen kénnen auf zuféllige oder
systematische Fehler zuriick gefithrt werden. (Han et al., 2012) Zu den zufélligen Fehlern
zihlen dabei Mess- und Ubertragungsfehler. Systematische Anomalien hingegen kénnen
urséchlich auf Fehler bei der Berechnung von Merkmalen, auf fehlerhafte Skalierungen
oder Drifteffekte zuriick gefithrt werden. Ausreifier kénnen als Fehlerart sowohl zufélliger
als auch systematischer Natur sein. (Runkler, 2015) Im Hinblick auf die Identifizierung
von Ausreiflern in Datensétzen existieren vielfaltige Ansétze. In einer detaillierten Studie
haben Hodge et al. Methoden zur Identifikation von Ausreiflern identifiziert: Statistische
Methoden, Techniken des maschinellen Lernens, Kiinstliche Neuronale Netze und hybride
Systeme (Hodge et al., 2004). Gupta et al. haben sich im Speziellen jenen Methoden fiir
temporale Daten gewidmet (Gupta etal., 2014).

Im Rahmen der Modellentwicklung werden Methoden zur Identifizierung von Ausreifiern
der drei vorgestellten Kategorien von Han et al. entsprechend vorgesehen. Zur Deklaration
von globalen Ausreiflern wird der Ansatz von John W. Tuckey aus Exploratory Data Ana-
lysis verwendet, welcher sich an der Charakteristik von Boxplots orientiert. Abbildung 5.1
visualisiert diesen exemplarisch. Hierbei sind Zaune, sogenannte fences, fiir die Identifizie-
rung moglicher Ausreifler definiert. Diese entsprechen den Quartilen des zu analysierenden
Datensatzes. Auf Basis des Interquartilsabstands sind anschlieflend die dufleren Zaune
(outer fences) festzulegen, welche Grenzen unterhalb des unteren bzw. oberhalb des oberen
Quartils darstellen. Datenpunkte, die sich aulerhalb der dufleren Zdune befinden, werden
als Ausreifler deklariert. Fiir die Festlegung letzterer ist eine Konstante zu wéhlen, die,
multipliziert mit dem Interquartilsabstand, die duleren Z&une definiert. (David C. Hoaglin,
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2003) Fiir die Konstante wird entweder der Wert 1,5 oder 3,0 gewéhlt, um Werte ober-
bzw. unterhalb dieser Grenzen als Ausreifler zu klassifizieren. Im Rahmen dieser Arbeit
wird die Konstante auf einen Wert von 1,5 festgelegt.

40 —
o -_—
o
o —  Ausreifler
30 ] o _J
i —  Oberer Zaun
20 — !
L Interquartils-
10 — abstand
i } Unterer Zaun
0 — -

Abbildung 5.1: Datenanalyse mittels Boxplot in Anlehnung an David C. Hoaglin,
2003

Zur Deklaration von kontextuellen Ausreiflern erfolgt die Integration der Methode des
gleitenden Medians in das Modell. Um den Kontext zu definieren, wird ein Zeitfenster
von fiinf Zeitschritten festgelegt, in welchem Datenpunkte iiber oder unter der dreifachen
absoluten Abweichung vom lokalen Median, I, als Ausreiler geméafi Gleichung (5.5) (in
Anlehnung an Cleff, 2015) eingestuft werden.

I' = Median (| X; — Median (X)) (5.5)

Kollektive Ausreifler werden mittels Clustering identifiziert. Die Methodik wird im folgen-
den Abschnitt vorgestellt. Im Rahmen dieser Analyse werden Lastgéinge von Gebduden
deklariert, welche ausschliefilich Werte von 0 aufweisen.

Im Anschluss an die Identifizierung von Ausreiffern muss eine Entscheidung beziiglich des
Umgangs mit diesen Werten getroffen werden. Neben der Kennzeichnung entsprechender
Daten als Fehlerwerte und dem Entfernen dieser Daten, kann auch eine Korrektur bei
fehlerhaften oder Schéatzungen fehlender Werte vorgenommen werden. Dazu finden sich
verschiedene Ansétze in der Literatur wieder, welche von dem Ersetzen fehlerhafter Werte,
beispielsweise durch den Median oder den Mittelwert, iber die Interpolation bei Zeitrei-
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hen, bis hin zu Filterungsmethoden oder modellbasierten Schitzungen mittels Regression
reichen (Runkler, 2015). Um fiir Regressionsanalysen Zeitreihendatensétze gleicher Lange
zu behalten, werden die globalen und kontextuellen Ausreifler ersetzt. Fiir 4quidistante
Zeitschritte konnen Werte mittels linearer Interpolation ermittelt werden (Runkler, 2015).

(2) (@)
N Tt
951(.;) _ Tk . k+1 (5.6)

Kollektive Ausreiler im Sinne von 0-Lastgidngen werden fiir die weiteren Berechnungsschritte
nicht berticksichtigt und dementsprechend aus dem Datensatz entfernt.

5.2.2 Normalisierung der Daten

Die Skalierung von Daten stellt innerhalb des Prozesses der Datenvorverarbeitung einen
entscheidenden Schritt dar. Mit der Normalisierung des Datensatzes, welcher als Input
fir Verfahren des maschinellen Lernens dient, kann die Trainingsgiite erhéht und die
Problematik von Ausreiffern reduziert werden, da bei nicht-normalisierten Daten jeder
Datenpunkt, welcher nicht einen Wert nahe Null aufweist, den Lernprozess verlangsamt
(LeCun et al., 1998). Es existieren verschiedene Methoden, wie Minimum-Mazimum Norma-
lisierung oder Dezimalskalierungen (Han etal., 2012). Im Rahmen dieser Arbeit findet die
Z-Score-Normalisierung nach Gleichung (5.7) Anwendung, indem von dem Eingangswert x
der Mittelwert p subtrahiert und durch die Standardabweichung o der Zeitreihe dividiert
wird (Han et al., 2012).

T —
norm — 5.7
. - (57)

Diese Methode ist insbesondere fiir die Normalisierung von Zeitreihen geeignet, deren
Minima und Maxima Ausreifier darstellen konnten (Han etal., 2012).

5.3 Teilmodell Prognose-Ensemble

Nachfolgend werden die Methoden zur Lastprognose im Rahmen der Entwicklung eines
Ensemblemodells vorgestellt und die mathematischen Zusammenhénge erlautert. Neben
letzteren liegt der Fokus in diesem Abschnitt explizit auch auf individuellen Konfigurationen
der Modellparameter und -randbedingungen. Die Inhalte wurden vom Autor mehrheitlich
im Rahmen einer Studie von Koschwitz et al., 2018 veréffentlicht. Sowohl NARX RNN als
auch e-SVM-R Modelle werden auf Grundlage von Eingangsdaten und Zielwerten trainiert,
validiert, getestet und abschliefend evaluiert.
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Abbildung 5.2: Flussdiagramm zum Lernprozess der Prognosemodelle in Anlehnung
an Magoules et al., 2016
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Abbildung 5.2 zeigt diesen Lernprozess exemplarisch, wobei die einzelnen Teilprozesse
des Modelltrainings sowie der Modellvalidierung und Modelltests methodenspezifisch in
den folgenden Unterabschnitten detailliert erldutert werden. Der Eingangsdatensatz muss
zunéchst entsprechend der Ausfithrungen in Abschnitt 5.2 vorverarbeitet und skaliert
werden. Anschlieflend erfolgt eine Aufteilung in einen Trainings- und Validierungs- sowie
in einen Testdatensatz. Hierbei existieren verschiedene Ansétze in der Literatur, wie bei-
spielsweise Simple Random Sampling, Systematic Sampling oder Convenience Sampling,
wobei sich die genannten Methoden insbesondere fiir Zeitreihen eignen (Reitermanova,
2010). Simple Random Sampling beinhaltet die zuféllige Auswahl einer Teilmenge eines
Datensatzes, wobei jede mogliche Teilmenge die gleiche Wahrscheinlichkeit besitzt ausge-
wéahlt zu werden (Lohr, 1999). Im Sinne des Systematic Sampling erfolgt eine Ordnung des
zugrunde liegenden Datensatzes nach einer vorzugebenden Regel. Anschlielend wird eine
zu definierende Anzahl an Teilmengen gebildet, welche sukzessive als Trainingsgrundlage
Anwendung findet (Reitermanova, 2010). Convenience Sampling bedarf einer Unterteilung
des Datensatzes in indiskrete Abschnitte. Die Teilmengen miissen zudem eine gleiche
Verteilung ihrer Komponenten aufweisen. (Reitermanova, 2010) Die Vorgabe einer da-
tensatzspezifischen Ordnungsregel im Kontext des Systematic Sampling widerspricht der
Automatisierungspramisse des Modells dieser Arbeit. Ferner kann keine Periodizitét in
den Zeitreihen der Eingangsdatensitze, insbesondere bei den thermischen Lastgingen und
Wettervariablen, eingehalten werden, sodass sich auch Convenience Sampling nicht fir
die Modellentwicklung eignet. Aus diesen Griinden findet der hiufig verwendete Ansatz
auf Grundlage des Simple Random Sampling Eingang. Es ist an dieser Stelle darauf zu
achten, dass der Anteil des Trainingsdatensatzes am Gesamtdatensatz nicht zu gering ist.
(Reitermanova, 2010) Fiir die Modellentwicklung in dieser Arbeit werden randomisiert 70%
der Daten fiir das Modelltraining und jeweils 15% fiir die Validierung und Modelltests
verwendet.

5.3.1 Rekurrente Neuronale Netzwerke

Die Ausfithrungen dieses Unterabschnitts stellen die Aufbereitung von mathematischen
Grundlagen sowie Konzepten fiir den Aufbau und die gewéhlten Parametrierungen der
NARX RNN in den Fokus.

Netzwerkarchitekturen

Als Grundlage fiir die schematische Darstellung von Informationsvernetzungen dienen
Netzwerkarchitekturen, deren Konfigurationen fiir die Modellentwicklung dieser Arbeit
nachfolgend vorgestellt werden. Abbildung 5.3 veranschaulicht dazu die Topologie eines
NARX RNN mit einer verdeckten Schicht. Die integrierten Parameter werden im weiteren
Verlauf vorstellt und in einen formalen Kontext gesetzt. Ein RNN bietet die Moglichkeit,
Riickkopplungen zu integrieren, welche dazu dienen, zeitlich vorgelagerte Zustédnde in die
Berechnung aktueller Zustdnde mit einzubeziehen. Zur Modellierung dieser Eigenschaft
werden haufig Zeitverzogerungen in Neuronen oder in Verbindungen zwischen Neuronen
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integriert (Diaconescu, 2008).

Eingangsschicht Verdeckte Schicht Ausgangsschicht

y(t+1)

Abbildung 5.3: Architektur des NARX RNN mit einer verdeckten Schicht in Anleh-
nung an Haykin, op. 1999 und Koschwitz et al., 2018

Dazu ist zunéchst die Dimension n zu definieren, welche die Anzahl zu berticksichtigender
historischer Werte der Zeitreihe y(7) festlegt, um anschlieend den Rekonstruktionsvektor
A (7) mit dem Zeitverzogerungsparameter A zu definieren (Bradley et al., 2015). A () dient
zusammen mit den weiteren exogenen Eingangsvektoren x (7) als Trainingsparameter fiir
das Netzwerk zur Prognose von y (7 + 1). Der formale Zusammenhang ist Gleichung (5.8)
zu entnehmen.

A(T)=[y (), y(m =)y (1= (R = 1) A)] (5.8)

Die Dimensionierung des Rekonstruktionsvektors muss iterativ bestimmt werden und folgt
keinen allgemein giiltigen Vorgaben. Garland und Bradley haben gezeigt, dass hohe Re-
konstruktionsdimensionen nicht zwangslaufig zu verbesserten Prognoseergebnissen fiithren,
gerade wenn die Datengrundlage Rauschen aufweist. Dies liegt darin begriindet, dass
jeder verrauschte historische Wert, welcher mit in die Prognose eines zukiinftigen Wertes
einbezogen wird, das Rauschen tibertriagt (Garland etal., 2015). Fiir beide Netzwerke
werden logistische Sigmoidfunktionen als Aktivierungsfunktionen verwendet, welche sich
insbesondere aufgrund ihrer kontinuierlichen funktionalen Charakteristik fiir die Prognose
von Zeitreihen eignen. Dabei ermoéglichen die Sattelpunkte der Funktion die Modellierung
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von minimalen und maximalen thermischen Leistungen (Powell et al., 2014). Abbildung
5.4 zeigt den funktionalen Verlauf der Aktivierungsfunktion.

Abbildung 5.4: Logistische Sigmoidfunktion

Gleichung (5.9) definiert die Aktivierungsfunktion A fir jedes Neuron j in der verdeckten
Schicht, in Abhéngigkeit von Eingangsgrofie = des Netzwerkes (Bishop, 2006). Jede Verbin-
dung zwischen Eingangsgrofie und einem Neuron der verdeckten Schicht wird mit einem
Gewichtungsfaktor w multipliziert und Bias b addiert.

M
hj (.’L‘Z) = tanh <Z Wy ;T + bz> (5.9)

i=1

Gleichung 5.10 definiert die Summe der Ausgangsgréfien (2 der verdeckten Schicht, in
Abhéngigkeit von den dazugehorigen Gewichtungsfaktoren W und Bias B (Bishop, 2006).

N
02(h;)=> Wihj+B (5.10)
j=1

Der resultierende Prognosewert y (7) wird anschlieend wieder zuriick gefithrt und fungiert
als Eingangswert fiir die Berechnung des nachfolgenden Prognosewertes. Die vorangestellten
grundlegenden Gleichungen zur Parameterquantifizierung sind prinzipiell auf eine Netz-
werkarchitektur mit zwei oder multiplen verdeckten Schichten tibertragbar. Es ergeben
sich jedoch komplexere Abhéngigkeiten und Strukturen im Netzwerk. Abbildung 5.5 ver-
anschaulicht die Architektur des NARX Rekurrentes Neuronales Netz (RNN) mit zwei
verdeckten Schichten. Wahrend des Trainingsprozesses erfolgt eine Modifikation der Netz-
werkarchitekturen, dem Ansatz aus der Automatentheorie von Narendra and Parthasarathy
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folgend.

Eingangsschicht 1. Verdeckte Schicht 2. Verdeckte Schicht Ausgangsschicht

Abbildung 5.5: Architektur des NARX RNN mit zwei verdeckten Schichten in
Anlehnung an Haykin, op. 1999

Die Autoren haben gezeigt, dass es fiir das Training des Netzwerkes sinnvoll ist, den
rekursiven Charakter des Netzwerkes nicht mit einzubeziehen und die Ausgangsgréfien
nicht zuriickzufiihren, sofern reale Zielwerte zur Verfligung stehen (Narendra etal., 1991).
Dementsprechend wird die Architektur erst in der Testphase des Netzwerkes geschlossen,
indem A Berticksichtigung findet.

Informationsfluss und Fehlerriickfiihrung

Als Grundlage fir die weiteren Ausfithrungen dieses Unterkapitels dient Abbildung 5.6,
welche den Zusammenhang zwischen dem vorwértsgerichteten Informationsfluss (Feedfor-
ward) und der Fehlerriickfithrung (Backpropagation) durch das Netzwerk exemplarisch
visualisiert. Die folgenden mathematischen Grundlagen von Feedforward und Backpro-
pagation sowie den Prinzipien des Netzwerktrainings im Folgeabschnitt kénnen Bishop,
2006 entnommen werden. Fiir jedes Neuron j innerhalb der Netzwerkarchitektur wird
jeder Eingangswert z; mit einem Gewichtungsfaktor w;; innerhalb des vorwértsgerichteten
Informationsflusses (Feedforward) nach Gleichung (5.11) multipliziert (Bishop, 2006). Die
Summe der gewichteten Eingangswerte v fiir ein beliebiges Neuron j ergibt sich somit aus
Gleichung (5.11).

Vv = ijvi * 2 (511)
7
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Vorwértsgerichteter Informationsfluss

Abbildung 5.6: Prinzip der Fehlerriickfihrung (Backpropagation) in einem
Feedforward-Netzwerk in Anlehnung an Bishop, 2006

Die Integration der bereits eingefithrten nichtliniearen Aktivierungsfunktion h ergibt
Gleichung (5.12) (Bishop, 2006).

zj = h(vj) (5.12)

Infolgedessen lasst sich die Aktivierung des Neurons j festgelegen. Auf Grundlage der
Gleichungen (5.11) und (5.12) erfolgt die vorwértsgerichtete Informationsweitergabe durch
die Netzwerkstruktur. Im Anschluss daran werden die Differenzen § zwischen den Aus-
gangswerten y und den dazugehorigen Zielwerten ¢ ermittelt. Fiir Neuron & ist somit die
Differenz d;, nach Gleichung (5.13) zu bestimmen (Bishop, 2006).

Ok = Yk — tk (5.13)

Auf Basis von dj, lasst sich d; rekursiv mittels der ersten Ableitung der Aktivierungsfunktion
von Neuron j, b/ (vj) geméafl Gleichung (5.14) bestimmen.

(5]' = h/ (I/j) Z W,j 5k (5.14)
k

Mittels dieses formalen Zusammenhangs ist jedes ¢ einer verdeckten Schicht des Netzwerkes
zu berechnen (Bishop, 2006) und die partielle Ableitung des Fehlers E,, nach w; ; entspricht
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dem Produkt aus 0; und z;, entsprechend Gleichung (5.15).

0E,
— 8 5.15
8wi7j J Zi ( )
Netzwerktraining

Das Netzwerktraining geht mit der Minimierung der quadratischen Fehlerfunktion F (w)
nach Gleichung (5.16) einher, bei gegebenem Eingangswert x; und Zielwert ¢; (Bishop,
2006).

| XN
E(w) = B Z{y (i w) — t;}? (5.16)
i=1

Obige Gleichung quantifiziert somit die quadratische Abweichung zwischen Eingangs- und
Zielwert. Eine Anpassung von w zu w + dw bedingt ferner eine Adaption der Fehlerfunktion
geméf Gleichung (5.17) (Bishop, 2006).

OF = 6w VE (w) (5.17)

Das Ziel der sukzessiven Anpassung der Fehlerfunktion liegt darin, letztere zu minimieren,
sodass Gleichung (5.18) gilt (Bishop, 2006).

VE (w) =0 (5.18)

Die iterative Modifikation von w zum Zeitpunkt 7 + 1 nach Gleichung (5.19) basiert auf
dem Wert von w zum vorherigen Zeitschritt 7 und dem mit einer zu definierenden Lernrate
7 zu multiplizierenden dazugehorigen Gradienten der Fehlerfunktion VE (w(T)).

W™ — () _pVE (wm) (5.19)

Somit entscheidet 7 iiber die Geschwindigkeit, in der das Minimum von E (w) approximiert
wird. Dieses Prinzip wird in der Literatur unter Gradient Descent oder Steepest Descent
zusammengefasst, wobei > 0 gilt (Bishop, 2006). Die Untersuchung von Lernraten zur
Optimierung des Trainingsprozesses stellt ein breites Forschungsfeld dar. In diesem Zu-
sammenhang haben Wilson & Martinez (Wilson etal., 2001) eine Reihe verschiedener
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konstanter Lernraten hinsichtlich ihres jeweiligen Zeitpunkts der besten Trainingsepoche,
Genauigkeit und getesteter Trainingsepochen untersucht. Eine Lernrate von 0,1 bedingte
die schnellste Konvergenz bei 1000 Trainingsepochen. Gréfiere Werte von 7 fithrten zu gerin-
gerer Genauigkeit und wesentlich ldngeren Trainingszeiten zur Erreichung der maximalen
Genauigkeit. Mit > 0,1 lief} sich die Genauigkeit noch um ungefdhr vier Prozent erhéhen,
wodurch die Anzahl der Trainingsepochen zum Erreichen der hochsten Genauigkeit um da
circa 34-fache erhohte. (Wilson et al., 2001) Vor dem Hintergrund der Prognose thermi-
scher Lastgiange von urbanen Regionen wird daher zur Begrenzung von Rechenzeiten im
Rahmen Modellentwicklung dieser Arbeit eine Lernrate von 0,1 als Kompromiss verwendet.
Zur Initialisierung von w werden Gewichtungsfaktoren von 1 gewéhlt, um allen exogenen
Einflussparametern zu Beginn des Lernprozesses die gleiche Bedeutung zu verleihen.

Zur Losung des numerischen Optimierungsproblems und der Aktualisierung der Parameter
w und b im Adaptionsprozess findet der Levenberg-Marquardt (LM) Algorithmus Eingang
in das Modell (Marquardt, 1963; Hagan et al., 1994). Die folgenden Ausfiihrungen dazu
basieren auf Lourakis, 2005. Mit LM lasst sich das Minimum multivariater Funktionen
bestimmen (Levenberg, 1944; Marquardt, 1963). Der Algorithmus findet eine breite An-
wendung im Bereich der Losung nicht-linearer Probleme mittels der Methode der kleinsten
Quadrate und vereint die Eigenschaften der Gaufl-Newton-Methode und Steepest Descent
(Lourakis, 2005). Die folgenden mathematischen Zusammenhénge basieren auf des Ausfiih-
rungen von Lourakis (Lourakis, 2005).

Zunéchst ist ein Parametervektor p € R™ festzulegen, wobei y = f (p) gilt. Wenn weiterhin
f eine Funktion ist, die den Parametervektor auf den Zielvektor y projiziert, gilt der
Zusammenhang geméafl Gleichung (5.20) (Lourakis, 2005).

y=[f(p),yeR" (5.20)

Im Weiteren ist ein Parametervektor p* zu finden, welcher diesen funktionalen Zusammen-
hang am besten beschreibt und damit die quadrierte Distanz bzw. den quadrierten Fehler

eTe zwischen z und y mit

eE=r—y (5.21)

minimiert (Lourakis, 2005). Die Funktion f wird in der Umgebung von p beim LM
Algorithmus linear approximiert. In diesem Zusammenhang gilt fiir ein kleines ||0,| und
auf Grundlage der Taylorreihenentwicklung Gleichung (5.22)

fp+6p) = f(p)+ Jop (5.22)
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mit der Jakobi-Matrix J (Lourakis, 2005):

of (p)
Op

J = (5.23)

Basierend auf einer anfanglichen Parameterschitzung pg, produziert die Methode eine
Reihe von Parametervektoren, welche den lokalen Minimierer der Funktion f, représentiert
durch p™, approximieren. Folglich ist in jedem Iterationsschritt jenes d, zu finden, das

[z = f(p+dp) | = llz— f(p) = Jopll = lle = Jop (5.24)

minimiert. Damit stellt 6, die Losung eines linearen Optimierungsproblems kleinster Qua-
drate dar, wobei das Minimum gefunden ist, wenn Jd, — ¢ orthogonal zu dem Spaltenraum
von J ist (Lourakis, 2005). Dieser Zusammenhang resultiert in Gleichung (5.25).

JT(J6,—€)=0 (5.25)

S, stellt folglich die Losung der Normalgleichungen gemiB (5.26) dar, wobei JTJ die
Approximation der Hesse-Matrix definiert.

JVJs, = J%e (5.26)

Im Rahmen des LM Algorithmus wird die augmentierte Normalgleichung nach (5.27) gelost,
wobei die Elemente der Matrix M, welche nicht auf der Diagonalen liegen, identisch mit
JTJ sind.

M, = J%e (5.27)

Demgegeniiber sind die Elemente auf der Diagonalen durch

Nii = v+ [J"J]ii (5.28)

fiir « < 0 gegeben. Der Parameter ¢ wird auch als Dimpfungsterm bezeichnet, welcher
in jedem Iterationsschritt eine Anpassung erfahrt, um die Reduzierung des Fehlers ¢ zu
gewdhrleisten. Der Dampfungsterm wird reduziert, wenn der aktualisierte Parametervektor
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aus Gleichung (5.27) zu einer Reduzierung von ¢ fithrt und somit die Aktualisierung akzep-
tiert ist. Andernfalls erfolgt die Erhohung des Dampfungsterms und die Gleichungen nach
(5.27) werden daraufhin erneut gelost. Dieser Iterationsprozess wird so lange wiederholt,
bis ein ¢, gefunden wurde, welches € reduziert. (Lourakis, 2005)

Alternativ zu LM-Algorithmus kann beispielsweise auch Bayesian Regularization verwendet
werden, welche im Vergleich zum erstgenannten die Generalisierungseigenschaften des
KNN erhoht (Dan Foresee et al., 1997). Mittels Bayesian Regularization wird die Hesse-
Matrix berechnet. Demgegeniiber erfolgt die Berechnung der Hesse-Matrix mittels des
LM-Algorithmus nicht explizit, sondern approximiert. Daraus ergibt sich der Vorteil einer
geringeren Rechenzeit, jedoch auch der Nachteil eines trainierten Netzwerkes mit geringeren
Generalisierungseigenschaften. Im Rahmen der Evaluierung der Performanz beider Opti-
mierungsalgorithmen konnte im Rahmen der Studie von Koschwitz et al. mit der Bayesian
Regularization Optimierung eine Verringerung des Prognosefehlers um durchschnittlich
ungefdhr vier Prozent erreicht werden. Gleichzeitig verlingerte sich die Rechenzeit auf
das 23-fache gegeniiber der Anwendung des LM Algorithmus (Koschwitz et al., 2018).
Hinsichtlich der Entwicklung eines performanten Modells fiir die Analyse urbaner Regionen
ist es das Ziel, die Rechenzeit zu begrenzen bei geringen Einbuflen im Performanzbereich.
Nicht zuletzt wird Rechenzeit fiir wie die anderen Ensemble-Komponenten und weitere
Teilmodelle benotigt.

Regularisierung

Fir die Regularisierung des Trainingsprozesses gibt es verschiedene Ansétze, wie Soft
weight sharing oder Tangent propagation (Bishop, 2006), wobei im Rahmen dieser Arbeit
das Konzept Farly stopping verfolgt wird. Letzteres ist vorteilhaft, da es das Saturation
Phénomen umgeht. Dieses tritt auf, wenn keine Verbesserung im Trainingsprozess mehr
erreicht werden kann, infolge des Erreichens eines bestimmten Regulierungsniveaus (Yao
etal., 2007). Weiterhin lassen sich mit Farly stopping in Kombination mit Backpropagation
Overfitting-Effekte auch bei grofieren Netzwerken eingrenzen (Caruana etal., 2001). Im
Kontext von Farly stopping erfolgt die Beendigung des Trainingsprozesses, sofern der
geringste Fehler unter Verwendung der Validierungsdaten erreicht ist. Abbildung 5.7 zeigt
dahingehend exemplarisch einen typischen Verlauf der Fehlerfunktion und den Punkt des
minimalen Fehlers. Die Regularisierung im Rahmen der Modellentwicklung in dieser Arbeit
beruht auf den folgenden Kriterien:

I. Die maximale Anzahl der vorgegebenen Trainingsepochen ist erreicht

II. Der Prognosewert entspricht dem Zielwert
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Fehlerfunktion

Performanz
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Trainingsepochen

Abbildung 5.7: Darstellung relevanter Zusammenhénge zwischen Parametern zur
Regularisierung

Initialisierung fiir Netzwerksimulationen

Fiir die Initialisierung der Netzwerksimulation auf Grundlage neuer Datensétze ergibt sich
eine Besonderheit aufgrund der implizierten rekursiven Figenschaften des verwendeten
Netzwerktyps. Dies liegt darin begriindet, dass historische Zielwerte zur Prognose aktueller
Zielwerte Anwendung finden. Diese liegen jedoch auflerhalb des Trainings-, Validierungs- und
Testprozesses fiir Prognosen nicht vor, da beispielsweise der Kiihl- oder Heizleistungsbedarf
flir den morgigen Tag unbekannt ist und erst mittels der Prognosemethoden abgeschatzt
werden soll. Daher ist es notwendig, fiir den ersten Prognosezeitschritt einen Zielwert
vorzugeben. Im Rahmen dieser Arbeit wird der arithmetische Mittelwert der historischen
Zeitreihe zum gemessenen Wérme- bzw. Kiihlleistungsbedarf als Zielwert angesetzt.

5.3.2 Support Vector Machine Regression

Im Folgenden werden die mathematischen Zusammenhénge zur e-Support Vector Regression
nach Vapnik vorgestellt, welche, auf Grundlage zweier im weiteren Verlauf dieses Abschnitts
néaher erlduterter Kernel-Funktionen, Eingang in das Prognose-Ensemble finden. Das Ziel
hierbei ist wiederum die Minimierung der Abweichung zwischen Prognose- und Zielwerten.
Die folgenden mathematischen Zusammenhange basieren auf Drucker etal., 1997 und
Bishop, 2006. Im Sinne der Modellierung des zu 16senden Optimierungsproblems erfolgt
zunéchst die Formulierung einer e-insensitiven Verlustfunktion (Loss function) L (Vapnik,
1995), welche in Abbildung 5.8 dargestellt ist. Im Speziellen wird bei der e-Support
Vector Machine Regression ein Parameter e definiert, welcher einen Abstand zu der
Regressionsfunktion y (z) festlegt, innerhalb dessen prognostizierte Werte keinen Verlust
bedingen.
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L(t,y)

—c ¢ -
Abbildung 5.8: Darstellung der Fehlerfunktion fiir die e-Support Vector Machine
Regression in Anlehnung an Drucker et al., 1997 und Koschwitz et al., 2018

Befindet sich ein prognostizierter Wert y(x;) auflerhalb dieses Bereiches, berechnet sich
der Verlust aus der Differenz zwischen dem prognostizierten Wert und dem Radius von &
(Drucker etal., 1997). Dieser Zusammenhang ist in Gleichung (5.29) formuliert.

0 if ly(z) —t| <e

5.29
ly () —t| —e otherwise ( )

L<y<x>—t>={

Eingangs erfolgt auf Grundlage dessen die Formulierung eines linearen Regressionsproblems,
das im weiteren Verlauf fiir nicht-lineare Losungen erweitert wird. Daran ankniipfend ist
zu Beginn ein lineares Modell geméf Gleichung (5.30) aufzustellen, mit Regressor  und
einem dazugehorigen Funktionswert y (z) (Haykin, 2009).

y(z) = wle+b (5.30)

Die Parameter w und b sind zunéchst unbekannt und werden auf Grundlage der weiteren
mathematischen Zusammenhénge hergeleitet. Im Sinne der Losung des Optimierungspro-
blems ist in der Folge die Fehlerfunktion nach Gleichung 5.31 zu minimieren, wobei w den
Gewichtungsvektor fiir die Parametrierung der Eingangsvariablen repréisentiert (Bishop,
2006; Drucker et al., 1997).

l l
Sl + 0 (fo + Z@-) (5.31)
=1 =1
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Hierbei sind die nachfolgenden Nebenbedingungen zu beriicksichtigen.

ti—y (@) <e+&
y(wg) —t; <e+ &
& =0
§& >0

Fiir die Formulierung der Zielfunktion werden zwei Schlupfvariablen & und & eingefiihrt.
Sofern der beobachtete Punkt iiber dem mittels ¢ definierten Bereich liegt, weist &; die
positive Differenz zwischen dem beobachteten Punkt und € aus. Analog dazu ist £ Null,
wenn der beobachtete Punkt unterhalb des e-Bereiches liegt. Mit dem konstanten Regu-
lierungsparameter C kann die Gewichtung des aufsummierten Fehlers gewichtet werden
(Drucker et al., 1997). Die Festlegung der Parameter ¢ und C ist als sensitiv zu betrachten,
wobei insbesondere erstgenannter einen wesentlichen Einfluss auf die Regressionsgiite hat
(Cherkassky et al., 2004). In der Literatur sind verschiedene Ansétze zur Abschitzung von
¢ zu finden, welche jedoch in den meisten Féllen auf Erfahrungswerten beruhen. Ana-
lytische Ansétze bedingen jedoch Informationen iiber die Datengrundlage und basieren
daran ankniipfend auf der Standardabweichung der Rauschamplitude in t. Letztere ist auf
Basis der zugrunde liegenden Modellart des Rauschens in ¢ zu berechnen (Kwok, 2001).
Vor dem Hintergrund des autoadaptiven Charakters des Modells dieser Arbeit lésst sich
letztgenannter Ansatz jedoch nicht weiter verfolgen, weil die Datenbasis aufgrund der
Automatisierungspramisse als unbekannt vorauszusetzen ist. Daher wird ein alternativer
Ansatz auf Grundlage der Standardabweichung von ¢, o;, verwendet. Die Standardabwei-
chung ist das Ma$ fiir die Differenz einzelner Datenpunkte zu ihrem Mittelwert (Han etal.,
2012). Im Rahmen der Modellentwicklung in dieser Arbeit wird € zu einem Zehntel der
Standardabweichung von ¢ festgelegt. Fur die Quantifizierung von C wird Gleichung (5.32)
nach Cherkassky & Ma verwendet, welche sich in der praktischen Anwendung auf Grund
ihrer Robustheit gegeniiber Ausreifiern in Datensitzen bewédhrt hat (Cherkassky et al.,
2004).

C:max(]ut+30t],|ut—3at]) (532)

Abbildung 5.9 visualisiert den Kontext zwischen den bisher eingefiihrten Parametern der
SVM-R.

Mit der Einfiihrung einer Lagrange-Funktion kann der Sattelpunkt von L bestimmt werden.
Dazu sind die Lagrange Multiplikatoren «, o*, v und v* zu definieren (Drucker et al.,
1997). Weiterhin stellt der integrierte Bias b der Schétzfunktion einen im Folgenden zu
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X

Abbildung 5.9: Darstellung der Kernparameter fiir die e-Support Vector Machine
Regression in Anlehnung an Bishop, 2006 und Koschwitz et al., 2018

definierenden Parameter dar.

L (w,b,f* ,5,@*,04,"}/*,’)/) -

1 2 l * l .
ot +¢ (o6 + 36

=Y ailyi — (wag) — bt e+ & (5.33)
=1

=0} [yi — (wai) = b+ e +¢]

D IUCHTIRRLS
=1

Die partielle Ableitung von L nach w;, b und & wird anschlieend entsprechend Gleichung
5.34 zu Null gesetzt (Drucker etal., 1997).

OL 9L 0L _ 9L _
du b  0&r 9

0 (5.34)

Es ergeben sich dadurch die Gleichungen 5.35 bis 5.38 (Clarke et al., 2005).

5= D (af =) =0 (5.35)
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l
— =w-— Za—az x; =0 (5.36)
=1
oL
87&—0—041'—%—0 (5'37)
oL ..

Aus Gleichung (5.36) ergibt sich unmittelbar der Schétzer fiir die bislang unbekannte
Variable w. Die Integration obiger Gleichungen in Gleichung 5.34 resultiert in dem zu
l6senden Maximierungsproblem gemafl Gleichung 5.39.

w (a;kual) =
l
ti(af —ay) —¢ (o + )
Z ; (5.39)
1
b (af — i) (o — aj) (w7 - )
3,0=1

mit den Nebenbedingungen

0<a;<C,0<q<C

Somit lasst sich im Allgemeinen ein Prognosewert y(z;) mittels Gleichung 5.40 im Rahmen
einer linearen Regression bestimmen (Drucker etal., 1997).

y(e) =3 (o] =) (@i @)+ (5.40)
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Regressionsprobleme lassen sich nicht zwangsldufig mit linearen Modellen sinnvoll 16sen.
Daher werden Kernel-Funktionen verwendet. Die duale Formulierung des Optimierungs-
problems der SVM-R erlaubt die Integration nicht-linearer Funktionen. Das Konzept der
Kernel-Funktionen wurde von Aizerman et al. (1964) eingefithrt und spéter im Kontext von
Large margin classifiers angewendet (Boser et al., 1992). Gleichung 5.40 l4sst sich entspre-
chend der Gleichung 5.41 umformulieren, indem das Skalarprodukt der Eingangsvektoren
durch eine Kernel-Funktion K (z;,x) in Abhingigkeit der Eingangsvektoren ersetzt wird.

l
y(z) = Z (of —oy) - K (x5,2) + b (5.41)

=1

Dabei sind ferner die Karush-Kuhn-Tucker(KKT)-Bedingungen geméaf der Gleichungen
5.42 bis 5.45 einzuhalten (Bishop, 2006).

ai(e+ & +y(z) —t) =0 (5.42)
aj (e+& +y(zi) —t) =0 (5.43)
(C—ai)& =0 (5.44)
(C—a7)& =0 (5.45)

Fiir die Losung von Gleichung (5.41) bedarf es weiterhin der Schétzung von b. Diese lésst
sich auf Grundlage der einzuhaltenden Karush-Kuhn-Tucker-Bedingungen bestimmen und
resultiert in den Gleichungen (5.46) und (5.47). Die dazugehorige Herleitung kann Haykin,
2009 entnommen werden.

b=t;—wle, —e fir 0 <a; <C (5.46)

b=t;—wlz;+¢ firo<al <C (5.47)
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Im Rahmen der Studie von Koschwitz et al. (Koschwitz et al., 2018) wurden zur Entschei-
dungsunterstiitzung bei der Auswahl geeigneter Kernel-Funktionen verschiedene Kurvenan-

passungen fiir einzelne Lastgangdaten durchgefiihrt.
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Abbildung 5.10: Kurvenanpassung mit einer Gauss-Funktion in Anlehnung an
Koschwitz et al., 2018
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Abbildung 5.11: Kurvenanpassung mit einer polynomialen Funktion dritten Grades
in Anlehnung an Koschwitz et al., 2018
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Im Ergebnis zeigte sich eine explizite Eignung der Gaufschen Radialen Basisfunktion fiir
das Anwendungsgebiet der thermischen Lastprognosen. Die dazugehorige Kurvenanpassung
ist exemplarisch in Abbildung 5.10 dargestellt. Als Variation davon wurde zudem eine
polynomiale Kernel-Funktion dritten Grades gewéhlt, um abweichende Lastcharakteristika
von Gebduden funktional besser abbilden zu kénnen. Abbildung 5.11 veranschaulicht die
dazugehorige exemplarischen Kurvenanpassung. Die Gaufische Radiale Basisfunktion (RBF)
ist nach Gleichung (5.48) und die polynomiale Kernel Funktion allgemein nach Gleichung
(5.49) definiert, wobei x und 2z’ zwei Eingangsvektoren und D den Grad der polynomialen
Funktion reprasentieren (Clarke et al., 2005).

K (z.2') = exp (—||  — 2'||?) (5.48)

K (z2') = (z-2'+ 1)D (5.49)

Im Kontext der modelltheoretischen Entwicklung des Prognose-Ensembles findet eine
SVM-Konfiguration auf Grundlage von Gleichung 5.48 und eine beruhend auf Gleichung
5.49 Anwendung.

5.3.3 Entscheidungslogik

Die Auswahl des gebdudespezifisch geeigneten Prognosemodells aus dem vorgestellten
Ensemble basiert auf der Beurteilung der Prognosegiite in der Modelltestphase. Letztere
wird mittels eines Fehlerindices, welcher die Abweichungen zwischen y und ¢ quantifiziert,
bestimmt. In der Literatur werden verschiedene Indikatoren vorgeschlagen und verwendet
(Amasyali et al., 2018). Fiir die Modellentwicklung dieser Arbeit eignet sich insbesondere
der Mean Squared Error (MSE) geméafl Gleichung (5.50).

n

_1 2
MSE = Z; (yi — 1) (5.50)

Dies begriindet sich in der Quadrierung der Abweichungen zwischen y und ¢ und der
damit implizierten verstiarkten Gewichtung von groflen Differenzen. Somit ldsst sich bei
der Methodenauswahl eine Fokussierung auf Stdrken in der Spitzenlastprognose errei-
chen. Diese Pramisse ist entscheidend fiir die auf Leistungsspitzen beruhende Analyse
von Gleichzeitigkeitseffekten. Abbildung 5.12 stellt zusammenfassend den Grundgedanken
der Entscheidungslogik fiir das Prognose-Ensemble dar. Die Giite der gebdudespezifisch
trainierten vier Prognosemethoden wird im Anschluss an den Validierungsprozess mit Hilfe
der Testdaten anhand des MSE evaluiert. Sofern der MSE-Wert fiir den Test einer Methode
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im Vergleich zu den MSE-Werten auf Grundlage der Anwendung der anderen Methoden
den geringsten Wert annimmt, erfolgt die Verwendung der erstgenannten Methode fiir die
gebaudespezifische Prognoseaufgabe.

NARX RNN
1 verdeckte
Schicht

NARX RNN
2 verdeckte
Schichten

SVM-R
RBF

SVM-R
Polynomialer
Kernel

nein nein nein nein

Nichtberiicksichtigung 4
/ s/

Prognose mit Modell

Abbildung 5.12: Schematische Darstellung der Entscheidungslogik fiir die gebdudes-
pezifisch ausgewéhlte Prognosemethode auf Grundlage der MSE-Werte in der jeweiligen
Modelltestphase

5.4 Teilmodell pradiktive Lastszenarien

Im Hinblick auf die Modellierung pradiktiver Szenarien fiir langfristige Planungszeitraume
werden im Rahmen dieses Abschnitts die modelltheoretischen Grundlagen zur Abbildung
und Quantifizierung von Lastzusténden infolge von Wetterdnderungen und Gebaudesanie-
rungen vorgestellt. Abbildung 5.13 veranschaulicht dazu die Szenarien, welche im Rahmen
dieser Arbeit zur Demonstration zukiinftiger Einfliisse auf Gleichzeitigkeiten in urbanen
thermischen Lastverteilungen dienen. Den Ausgangspunkt bilden drei unterschiedliche
Entwicklungspfade fiir die zugrunde liegenden Wetterbedingungen. Hierbei erfolgt eine
Unterscheidung zwischen einem Wettertrend und zwei Extremwetterszenarien, welche
durch einen auflergewohnlich kalten Winter bzw. einen auflergewohnlich warmen Sommer
reprasentiert werden. Darauf aufbauend dient die Mdoglichkeit der Integration von Sanie-
rungsfahrplanen auf Quartiersebene der Abbildung von Lastgangmodifikationen infolge
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von Strukturdnderungen in der betrachteten Region.

Jéahrliche Lastszenarien

— T

Kalter Winter Wettertrend Warmer Sommer
. Keine . Keine . Keine
Sanierungen . Sanierungen . Sanierungen .
Sanierungen Sanierungen Sanierungen

Abbildung 5.13: Schematische Darstellung der Modellszenarien

5.4.1 Zukiinftige Wetterszenarien

Die folgenden Ausfiihrungen dieses Unterabschnitts basieren auf Koschwitz et al., 2019.
Fiir die Generierung unterschiedlicher Wetterszenarien finden die Testreferenzjahr (TR.J)
Datensatze des Deutschen Wetterdienstes (DWD) Anwendung. Neben einem Datensatz zur
Abbildung der gegenwértigen ortsspezifischen Wetterbedingungen, welcher auf Beobach-
tungsdaten im Zeitraum von 1995 bis 2012 beruht, steht auch ein Zukunftswetterdatensatz
flir den Zeitraum 2031 bis 2060 zur Verfiigung. Ferner sind fiir beide Kategorien sowohl
Trend- als auch extreme Winter- und Sommerdaten vorhanden, sodass fiir den gegen-
wartigen Zeitpunkt bis 2060 Wetterentwicklungen mit unterschiedlichen Auspriagungen
begrenzt quantifizierbar sind. Modelltheoretisch erfolgt die Generierung verschiedener
Wetterdatenséitze fiir den Zeitraum zwischen der Gegenwart und 2031 fiir die Trend- und
Extremszenarien mittels linearer Interpolation nach der allgemeinen Gleichung (5.51),
wobei f der Funktionswert von x ist und x aus dem Zusammenhang zwischen f (z) an der
Stelle 0 und 1 bestimmt wird.

fi—fo

1 — o

fz)=fo+ (z — x0) (5.51)

Infolge der Ubertragung des Grundgedankens der linearen Interpolation auf die Model-
lierung von Wetterszenarien, ergibt sich fiir jeden Datenpunkt eines Wetterdatensatzes
der schematische Zusammenhang nach Abbildung 5.14, welcher sich am Beispiel der zu-
kiinftigen AuBentemperaturentwicklungen formal verallgemeinert mittels Gleichung (5.52)
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beschreiben lasst, wobei 04 die Auflentemperatur und 7 den Zeitpunkt beschreibt.
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Abbildung 5.14: Schematische Darstellung der Interpolationsmethode zur Generie-
rung zukiinftiger Wetterdatensétze auf Basis der TRJ

Mit dieser Methode lésst sich der zeitliche Bezug des Betrachtungsjahres und des Referenz-
jahres in den Kontext einer numerischen Ndhe des Wetterprofils im Betrachtungsjahr zu
dem Wetterprofil des Referenzjahres setzen.

5.4.2 Lastgangbeeinflussungen durch Gebiudesanierungen

Die folgenden theoretischen Grundlagen kénnen Koschwitz et al., 2019 entnommen wer-
den. Infolge der Sanierung von Gebéduden ergeben sich neue thermische Eigenschaften der
Gebaudehiille und ein angepasstes Nutzerverhalten. Auf urbaner Ebene steht jedoch in
der Regel keine ausreichende Datenbasis als Informationsgrundlage zur Verfiigung, um
einzelne gebdudespezifische Sanierungsmafinahmen modellieren und anschlieend simulieren
zu kénnen. Dennoch sind Verdnderungen von Lastgéngen einzelner Gebdude mafigebend
fiir die Abbildung zukiinftiger Gleichzeitigkeitsfaktoren. Daher erfolgt die Generierung
von Szenarien sanierungsbedingter Anpassungen zukiinftiger Lastprofile auf Grundlage
eines vereinfachten Prinzips. In diesem Zusammenhang dienen langfristige Lastprogno-
sen auf Grundlage der vorgestellten Prognosemodelle als Ausgangspunkt fiir zukiinftige
Lastgangmodifikationen. Der gebdudespezifisch gemessene thermische Energieverbrauch
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wird in einen witterungsabhéngigen und einen witterungsunabhingigen Anteil Qwa’san
beziehungsweise .., aufgeteilt. Dabei erfolgt die Ermittlung beider Parameter mittels
linearer Regression nach der vorangestellten Methodik. Weiterhin werden die folgenden

Annahmen fiir die Modellbildung getroffen:
I. Der zukiinftige witterungsunabhéngige thermische Leistungsbedarf Qy,, wird nicht
von Sanierungsmafinahmen beeinflusst und léasst sich anhand historischer Messdaten
bestimmen.

II. Der zukiinftige witterungsabhéngige thermische Leistungsbedarf Qwa’san eines Ge-
bédudes nach der Sanierung wird im Vergleich zum thermischen Leistungsbedarf des

selbigen vor der Sanierung um AQ reduziert.

II1. AQ wird iiber das Verhaltnis zwischen dem spezifischen Verbrauchswert qyq, sqn nach
VDI 3807 und dem historischen spezifischen Verbrauchswert qyq nist auf Grundlage

von Messdaten approximiert.

Abbildung 5.15 visualisiert dahingehend die Methodik.

Prognose

Modifizierte Prognose

Wirmeleistung [kW]

.
Q -
W,wa,san

Zeit [h]

Abbildung 5.15: Schematische Darstellung der vereinfachten Lastprofilanpassung
infolge von Gebdudesanierungen in Anlehnung an Koschwitz et al., 2019

Basierend auf der Annahme, dass die thermische Grundlast eines Gebdudes anndhernd
gleich bleibt, wird der witterungsabhéngige Leistungsanteil Gleichung (5.53) entsprechend
um AQ verringert.

AQ = (1 - W) : Z Qwa,hist (553)

Qwa,hist
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Als Grundlage hierfiir dient das Verhéltnis zwischen dem spezifischen Energieverbrauchs-
wert eines Gebdudes auf Grundlage historischer Messdaten quq pist und einem spezifischen
Referenzverbrauchskennwert als Richtwert fiir ein saniertes Gebédude gyq,sqn mit vergleich-
barer Nutzung, jeweils in Abhéngigkeit der Nettogrundfliche (NGF). Die prozentuale
Abweichung p; eines einzelnen witterungsunabhéngigen thermischen Leistungswertes von
der Summe aller witterungsabhingiger Leistungswerte lasst sich mit Gleichung (5.54)
formal beschreiben.

Qwa,hist,i (554)

bi = ——
Z Qwa,hist,j
=1

In der Folge lasst sich der thermische Leistungswert nach Gebadudesanierung Qwa,m,i geméaf
Gleichung (5.55) bestimmen.

Qwa,san,i = Qwa,hist,i - AQ *Di (555)

Der Algorithmus zur Quantifizierung langfristiger Lastprognosen basiert auf dem folgenden
zweistufigen Prozess:

I. Mit den gebdudespezifisch trainierten Prognosemodellen werden auf Basis der Wet-
terszenarien und prognostizierter Anwesenheitsprofile zukiinftige Lastgidnge simuliert.

II. Fir jedes Gebdude wird {iberpriift, ob es saniert werden soll. Wenn dies zutrifft,
erfolgt die Modifikation der prognostizierten Lastgénge nach dem obigen Prinzip ab
dem ersten Jahr nach Wiederaufnahme des Betriebs.

Weiterhin wird die Annahme getroffen, dass das Gebdude wéhrend der Sanierungsphase
nicht genutzt wird und kein thermischer Leistungsbedarf besteht.

5.5 Teilmodell Clustering und Klassifikation

Im Rahmen dieses Abschnitts werden die mathematischen Grundlagen des SOM- und LVQ-
Algorithmus nach Kohonen vorgestellt, welche auf dem Konzept des kompetitiven Lernens
basieren (Kohonen, 1990b). Der Grundgedanke hierbei beruht auf dem Vergleich zwischen
einem zeitabhédngigen Eingangsvektor x (1) € R™ und einer Menge an k Referenzvektoren
{m; (1), € R"i = 1,2,....k}, wobei 7 der Zeitinstanz entspricht. Mittels eines Distanzma-
Bes lasst sich ferner der Abstand zwischen z (¢) und Referenzvektor m; (1) bestimmen.
Auf Grundlage dessen kann jener Referenzvektor ¢ mit dem geringsten Abstand zu z (7)
identifiziert werden. In der Folge ist die Distanz zu reduzieren, indem m, in Richtung =
verschoben wird, wéhrend die verbleibenden Referenzvektoren keine Anpassung erfahren.
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(Kohonen, 1990b) Mit diesem sukzessiven Vorgehen lésst sich mittels der Referenzvektoren
ein numerisches Abbild einer Menge an Eingangsvektoren im Sinne des Clusterings erzeugen.
Die Referenzvektoren lassen sich zudem fiir die Klassifikation neuer Eingangsvektoren
verwenden. In Abbildung 5.16 ist dazu die Methodik des Clusterings und der Klassifikation
von Zeitreihen dargestellt.

F{ oo —®
FH @ @

T & O GO

Abbildung 5.16: Ablaufschema zur automatisierten Identifizierung und Quantifi-
zierung von charakteristischen gebdudespezifischen Lastprofilen mittels SOM und
LVQ

Gegeben ist eine Menge an energetischen Lastgéngen als Eingangsvektoren {z; (1), €
R™j = 1,2,...,p}. Mittels SOM-Clustering erfolgt die Zuordnung der Referenzvektoren
{m; (1), € R"i=1,2,....k} nach dem Prinzip des kompetitiven Lernens, wobei ein Refe-
renzvektor als Clusterzentrum mehrere Eingangsvektoren repréisentieren kann und auch
leere Cluster moglich sind. So wird eine Menge an Clustern [ = 1,2,...,m ermittelt, denen
entsprechende Label als eindeutige Zuordnungsschliissel zugewiesen werden. Infolge der
Zuordnung von Eingangsvektoren zu Labeln als Zielvariablen ergibt sich eine Datengrund-
lage fiir die Klassifikation neuer Eingangsvektoren. Im Rahmen der langfristigen Planung
zukiinftiger Energiesysteme ist es erforderlich, nicht nur Lastgéinge eines Jahres zu clustern,
sondern sowohl alle verfiigbaren historischen Messdaten als auch prognostizierte zukiinftige
Lastgénge in den Prozess der Informationsextraktion zu integrieren. Um diese Anforderung
methodisch abzubilden, werden die jahrlichen Clusterzuordnungen in der Matrix M™*"
zusammengefasst. Die Zeilen repréasentieren dabei die Gebdudenummern innerhalb der
Gebaudeanzahl n und die Spalten den Clusterzeitpunkt im Zeitraum 7', welcher mehrere
Jahre umfasst. Somit ergibt sich fiir eine beliebiges Gebdude m, dessen Lastprofil im Zeit-
punkt 7 geclustert wurde, die Notation ¢, r. Aus M werden im Anschluss gleiche Zeilen
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zur Definition neuer zeitinvarianter Cluster identifiziert und in ¢ iibertragen. Gleichung
(5.56) fasst letzteres zusammen.

C1
1,1 €12 o CLT )
1 e e L .
= vi=| : .
M ’ — : 5.56
Cn’l PR PEEErY Cn’T .
Cn

Gleichung (5.57) beinhaltet ferner beispielhaft eine Zuordnung von fiinf Gebduden zu
zeitinvarianten Clustern.

14 3 8 1
3 71 2

M=1|14 3 8| »v=[1 (5.57)
3 71 2
5 39 3

Im Sinne der Identifizierung charakteristisch d&hnlicher Lastgénge, welche damit eine Gleich-
zeitigkeit in ihren Verldufen aufweisen, erfolgt an dieser Stelle die Zuordnung des normierten
Lastprofils der gesamten Gebdudegruppe zu einer Lastprofilklasse einer Subgebaudegruppe
mittels LVQ.

5.5.1 Self-Organizing Map

Auf Grundlage gegebener Eingangs- und Referenzvektoren ist zunéchst die Anordnung
der Referenzvektoren als Neuronen festzulegen (Vesanto et al., 2000). Dahingehend sind
verschiedene Topologien moglich, wobei hexagonale Strukturen zu bevorzugen sind, da sie
nicht ausschliellich horizontale oder vertikale Modifikationen des elastischen Netzwerkes
zur Abbildung der Eingangsvektoren zulassen (Kohonen, 2001). In Abbildung 5.17 wird
eine hexagonale Anordnung der Neuronen exemplarisch dargestellt.

Ferner ist die Initialisierung der Referenzvektoren und damit die Startbedingung fiir den
SOM-Algorithmus festzulegen (Kohonen, 2001). Es wird an dieser Stelle im Wesentlichen
zwischen einer randomisierten und einer linearen Initialisierung unterschieden. Wéahrend
bei ersterer eine zufillige Definition der Referenzvektoren gewédhlt wird, folgt zweitere einer
néherungsweisen Vordefinition, sodass die Verteilung und Dichte der Referenzvektoren im
Raum jener der Eingangsvektoren im Groben entspricht. In diesem Zusammenhang erfolgt
zundchst die Ermittlung der Autokorrelationsmatrix von z, deren zwei Eigenvektoren
mit den hochsten Eigenwerten einen zweidimensionalen Raum definieren, in welchem die
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Abbildung 5.17: Schematische Darstellung einer hexagonalen Anordnung der Neuro-
nen im Referenzvektorraum

Referenzvektoren in der zuvor festgelegten Struktur angeordnet werden. Das Zentrum des
dazugehorigen Arrays féllt dabei mit dem Mittelwert von x (7) zusammen (Kohonen, 2001).
Nachfolgend wird die Anzahl der Referenzvektoren k festgelegt. In jedem Trainingsschritt
sind fiir einen zufillig aus dem Eingangsdatensatz ausgewahlten Vektor z; die euklidischen
Distanzen zu den Referenzvektoren nach Gleichung (5.58) zu berechnen, wobei m, den
Referenzvektor mit der geringsten Distanz zu x; im stationédren Zustand darstellt (Kohonen,
2001).

g = mell = ming a; — i} (5.58)

Fiir das Gewinnerneuron gilt somit nach Kohonen (Kohonen, 2001)

¢ = argmin{||z; — m;|} (5.59)

Es besteht jedoch auch die Moglichkeit alle Neuronen innerhalb einer zu definierenden
rdumlichen Umgebung um das Gewinnerneuron herum N, in den sequentiellen Adaptions-
prozess zu integrieren. Letzteres wird in dem Konzept The Batch Map zusammengefasst
(Kohonen, 2001) und in Abbildung 5.18 exemplarisch dargestellt.
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Abbildung 5.18: Exemplarische Darstellung von N, innerhalb der hexagonalen
Struktur des Referenzvektorraums

Darin erfolgt die Modifizierung der Neuronen innerhalb der ersten Nachbarschaftslinie
von N¢. Im Anordnungsprozess wird die topologische Nachbarschaftsumgebung sukzessive
verkleinert. In diesem Zusammenhang ist die initiale Anzahl an Nachbarschaftslinien
ausreichend grofi zu wihlen, um kleinteilige Parzellierungen zu vermeiden. (Kohonen,
2001) Fiir die Modellentwicklung wird ein Radius von drei Nachbarschaftslinien um das
Gewinnerneuron herum gewéhlt, welcher im Trainingsprozess sukzessive verringert wird. Fiir
jeden Referenzvektor m; innerhalb der definierten Nachbarschaftsumgebung gilt {iberdies
die Modifikationsregel nach Gleichung (5.60) mit p (7) als zeitabhéngigen Faktor fiir die
Lernrate (Kohonen, 2001).

mi (1) +p(7) - [z (1) —=mi (7)], fiiri € Ne(7)
mi (7 41) = (5.60)
m; (1), furié¢ N.(1)

p (1) ist ferner zwischen (0 < p(7) < 1) definiert und monoton fallend tiber 7 (Kohonen,
2001). Dabei kann p (1) sowohl einer linearen als auch einer exponentiellen Funktion folgen,
wobei keine wesentlichen Unterschiede im Ergebnis bestehen (Kohonen, 2001). Fiir die
Modellentwicklung wird eine konstante Lernrate von 0,01 angesetzt, welche der Empfehlung
entspricht, p (1) < 0,02 fest zu legen (Kohonen, 2001).
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Um verschiedene Clustergranularitéiten fiir die Gleichzeitigkeitsanalyse beriicksichtigen zu
konnen, erfolgt die Definition der folgenden drei Detailgrade:

I. fein: Anzahl der Neuronen entspricht ungefahr der Anzahl an gebdudebezogenen
Lastgéngen

II. mittel: Anzahl der Neuronen entspricht ungefahr der Héalfte der Anzahl an gebaude-
bezogenen Lastgédngen

III. gering: Anzahl der Neuronen ergibt sich ungeféhr zu \/g (Schétzer fiir unbekannte
Clusteranzahl nach Han etal., 2012), wobei n der Anzahl an gebdudebezogenen
Lastgéingen entspricht.

Die Bildung feiner Cluster entspricht der Uberlegung, dass (fast) jeder Referenzvektor
einem Eingangsvektor zugeordnet werden kann und somit Referenzvektoren, die mehr
als einem Eingangsvektor zugeordnet sind ein Cluster festlegen, das aus sehr &hnlichen
Lastverlaufen besteht. Der mittlere Detailgrad erlaubt eine etwas grobere Gruppierung
von Lastgéngen, wahrend der geringe Detailgrad tendenziell die Bildung grofler Gruppen
erlaubt.

5.5.2 Learning Vector Quantization

Mittels SOM lassen sich die Referenzvektoren definieren (Kohonen, 1990a), sodass der
Abstand dieser zu einem beliebigen neuen Eingangsvektor bestimmt und dieser in der
Folge klassifiziert werden kann. Es gibt dabei mit LVQ1, LVQ2 oder LVQ3 unterschiedliche
Auspriagungen des lernenden Algorithmus, wobei die Ergebnisse von dhnlicher Genauigkeit
gepragt sind (Kohonen, 2001). Im Rahmen der Modellentwicklung findet LVQ1 Anwendung.
In einem iterativen Prozess wird dabei der Referenzvektor m. mit dem geringsten Abstand
zu Eingangsvektor x gesucht, wobei nachfolgend fiir die Aktualisierung von m,. Gleichung
(5.61) gilt, sofern  und m. zur selben Klasse gehoren (Kohonen, 1990a).

me (1T +1) = me (1) + p(7) - (2 (1) = me (7)) (5.61)

Im gegenteiligen Fall ist Gleichung (5.62) anzusetzen (Kohonen, 1990a).

me(T+1)=me (1) —p(7) - (x (1) — me (7)) (5.62)

Jeder Referenzvektor m;, der nicht m. entspricht, erfahrt geméaf Gleichung (5.63) keine
Anpassung (Kohonen, 1990a).

m; (T+ 1) =my; (r) firi#ec (5.63)
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Mittels der Klassifizierung der Referenzvektoren besteht die notwendige Informationsgrund-
lage, um einen neuen Vektor x nach dem Prinzip der geringsten Distanz zuzuordnen.

5.6 Zusammenfassung

Das autoadaptive Modell dieser Arbeit basiert auf vier Teilmodellen zur Quantifizierung
von Gleichzeitigkeitseffekten. Dazu dienen die eingefiithrten Zielvariablen in Form der
erweiterten Definition des Gleichzeitigkeitsfaktors, eines Ahnlichkeitsfaktors und des Spit-
zenlastanteils von Gebadudegruppen. Der erste Teil des autoadaptiven Modells beinhaltet
Methoden zur Datenvorbereitung. In diesem Kontext finden jene zur Identifizierung und
Eliminierung von Anomalien in den Eingangsdaten sowie zur Nachverdichtung resultie-
render Fehlstellen in den bereinigten Datensdtzen Eingang. Um einheitliche Bezugsgréfien
herzustellen und den Modelltrainingsprozess zu beschleunigen, ist zudem die Datennormali-
sierung eine Komponente dieses Teilmodells. Die Erweiterung der Informationsbasis mittels
Lastprognosen stellt den zweiten Teil des autoadaptiven Modells dar und besteht aus zwei
NARX RNN unterschiedlicher Tiefe und zwei e-SVM-R Konfigurationen. Die Auswahl der
gebaudeindividuell geeigneten Prognosemethode aus dem Ensemble erfolgt mittels einer
Entscheidungslogik auf Grundlage eines ermittelten Fehlerindices in der Methodentestphase.
Zur numerischen Abbildung der Unsicherheit des zukiinftigen thermischen Energiebedarfs
werden pradiktive Lastszenarien bendtigt, deren Modellierung am Beispiel von zukiinfti-
gen Wetterentwicklungen und Lastgangbeeinflussungen infolge von Gebdudesanierungen
umgesetzt und im Rahmen des dritten Teilmodells integriert ist. Das vierte Teilmodell
zur automatisierten Mustererkennung innerhalb einer Menge an Lastprofilen basiert auf
einer Kombination aus SOM und LVQ. Mittels SOM werden zunéchst Gebadudelastginge in
Cluster zusammengefasst. Die daraus resultierenden Standardlastprofile der Cluster dienen
unter Anwendung von LVQ als Grundlage fiir die Zuordnung des charakteristischen Last-
profils auf Quartiersebene. Dadurch sind die Gebaude und Gebdudegruppen identifizierbar,
deren Lastprofile jenem auf Quartiersebene am &hnlichsten sind. Die Zusammenfiithrung
der entwickelten Teilmodelle in Kombination mit den Methoden zur Quantifizierung von
Gleichzeitigkeitseffekten ergibt ein Gesamtmodell, das auf Grundlage variierender Ein-
gangsdaten aus heterogenen Quellen eine komplexe szenarienbasierte Informationsbasis
generiert und diese auf Kennwerte zuriickfithrt, welche fiir die préadiktive Planung und den
Betrieb von zukiinftigen urbanen Energiesystemen notwendig sind.






KAPITEL O

Modellimplementierung

In diesem Kapitel ist die Implementierung des entwickelten autoadaptiven pradiktiven
Modells dokumentiert, mit dem Namen Auto-adaptive Model for Simultaneity Analysis (AM-
SA). In Abschnitt 6.1 erfolgt eingangs die Formulierung softwaretechnischer Anforderungen
an AMSA. Nachfolgend wird mit Abschnitt 6.2 die Umsetzung der Modellimplementierung
im Sinne der Softwarearchitektur, Schnittstellen und Benutzeroberflichen als zentrale
Steuerungsmodule erldutert. Abschnitt 6.3 dokumentiert die Eingliederung von AMSA in
ein bestehendes und stetig weiterentwickeltes webbasiertes Energie-Informationssystem
auf urbaner Ebene. AbschlieBend werden in Abschnitt 6.4 die Inhalte dieses Kapitels
zusammengefasst.

6.1 Anforderungen

An dieser Stelle erfolgt zunédchst die Zusammenfassung der hergeleiteten inhaltlichen
Anforderungen an die Modellentwicklung auf Grundlage der Kapitel 2 bis 5.

I. Inhaltliche Abbildung und Verkniipfung der Komponenten des autoadaptiven Modells
II. Strukturierte Aufbereitung der Gleichzeitigkeitsanalysen
III. Szenariobasierte Ergebnisausgabe unter Beriicksichtigung von Unsicherheit

IV. Gut interpretierbare Ergebnisse auf Grundlage komplexer und dynamischer Daten-
grundlagen

Dartiiber hinaus dienen die folgenden softwaretechnischen Anforderungen der Sicherstellung
von Weiterentwicklungsméglichkeiten und der Integrationsfdhigkeit von AMSA innerhalb
entwickelter Energie-Informationssysteme.

I. Modularer Aufbau von AMSA mittels Klassenstrukturen
II. Intuitiver Programmablauf
ITI. Automatisierter Funktionsablauf
IV. Ubersichtliche grafische Benutzeroberflichen

V. Aufbau von Datenstrukturen

101
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VI. Sicherstellung der Integrierbarkeit in bestehende Energie-Informationssysteme

Vor diesem Hintergrund wird im weiteren Verlauf dieses Abschnitts die Umsetzung der
formulierten Anforderungen vorgestellt und erldutert.

6.2 Softwarearchitektur

Die Implementierung des Modells wird mittels der Entwicklungsumgebung MATLAB
realisiert. Abbildung 6.1 stellt die Softwarearchitektur dar. Letztere dient im Rahmen
dieses Kapitels als Ubersicht, wobei Anhang B die detaillierte Klassenhierarchie (Abschnitt
B.1) inklusive Funktionsbeschreibungen (Abschnitt B.2) zu entnehmen ist.

Start-GUIL Haupt-GUI Grafikklasse
I
Hauptklasse Modellklassen
11
Schnittstellenklassen

JSON
Influx
Datenbank

Lokaler

DWD

Web Server Datencontaine

Abbildung 6.1: Schematische Darstellung der entwickelten Softwarearchitektur von
AMSA

Die Architektur besteht aus verschiedenen Klassen, die grafisch in funktionalen Teilbereichen
zusammengefasst sind. Mittels der Start-GUI werden verschiedene Einstellungen hinsicht-
lich der zur Verfiigung stehenden Datengrundlage vom Benutzer abgefragt und ergénzende
Informationen in Form von Excel-Listen in das Programm geladen. Die Haupt-GUTI stellt
die zentrale Interaktionsplattform von AMSA dar. Fiir die grafische Aufbereitung von
Daten und Ergebnissen erfolgt ein Zugriff auf die Grafikklasse, in der die dafiir vorgesehenen
Funktionen enthalten sind. Uber die Hauptklasse werden sequentielle Funktionsabliufe
innerhalb von Modell- und Schnittstellenklassen gesteuert sowie Informationen fiir die
Haupt-GUI zur Visualisierung und Weiterverarbeitung aufbereitet. Die Schnittstellenfunk-
tionen von AMSA definieren und regeln die Kommunikation mit externen Datenquellen
sowie Datenspeichersystemen. Kurzfristige Wetterprognosen werden von dem Web Server
des DWD abgerufen und im Keyhole Markup Language (KML)-Format iibertragen. Mittels
Dokumenten im Format JavaScript Object Notation (JSON) findet der Zeitreihenaustausch
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zwischen AMSA und der Influx Datenbank statt. Uberdies dienen lokale Datencontainer
der (tempordren) Speicherung von trainierten Modellen des Prognose-Ensembles.

6.2.1 Grafische Benutzeroberflachen

Im Folgenden werden die beiden grafischen Benutzeroberflichen von AMSA vorgestellt.
Nach Programmstart sind zunéchst initiale Einstellungen zu Datenquellen vorzunehmen.
Dazu 6ffnet sich ein Dialogfenster zur Nutzerinteraktion, das in Abbildung 6.2 dargestellt ist.
Im Bereich Connection to Influr DB ist neben der URL, unter welcher die Datenbank zum
Import und optionalen Export von Zeitreihen zu erreichen ist, der Name der Datenbank
sowie der Nutzername mit dem dazugehorigen Passwort anzugeben. In dem darunter ange-
ordneten Abschnitt Sensor Designations ist sowohl eine Liste mit den gebdudebezogenen
und jene mit den wetterspezifischen Sensorbezeichnungen fiir die Datenbankabfragen jeweils
als Excel-Liste zu importieren. Abschlieflend ist im Bereich General Building Information
eine Excel-Liste mit den Gebédudenamen und -koordinaten in das Programm zu laden.

4\ AMSA | Initial Settings - [m] >

Connection to InfluxDB

URL
Database: Name

User Name

Password

Sensor Designations

Building Sensor Designations Load List

Weather Sensor Designations Load List
General Building Information
Building Names & Coordinates Load List
Back Start

Abbildung 6.2: Darstellung der Benutzeroberfliche fiir initiale Einstellungen beziig-
lich der Datenquellen nach Aufruf von AMSA

In den beiden letztgenannten Bereichen der Benutzeroberfliche sind zudem Kontrollleuch-
ten integriert, welche die Farbe griin annehmen, sofern der Datenimport erfolgreich war
und andernfalls die Farbe rot. Nur wenn die erforderlichen Datenimporte erfolgreich waren,
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lasst sich mittels des Start-Buttons das Hauptfenster von AMSA 6ffnen. Gleichzeitig er-
folgt die Sperrung der Interaktionsfelder der ersten Benutzeroberfliche. Diese kann jedoch
wieder fiir Anderungen iiber den Back-Button reaktiviert werden. Die Auswahloptionen im
Hauptfenster von AMSA sind in Tabelle 6.1 aufgelistet.

Tabelle 6.1: Ubersicht zu den Auswahloptionen im Hauptfenster von AMSA

Bezeichnung Auswahloptionen
Energy Type Heat
Cold
Forecast Horizon Long-term
Medium-term
Short-term
Prediction Period 24h, 48h, 72h, 96h
120h, 144h, 168h
Climate Scenario Trend

Extreme Winter
Extreme Summer

Retrofit Scenario Include Retrofit Order
None

First Year of Training Period -

Last Year of Training Period -

Station ID -

First Year of Prediction Period -

Last Year of Prediction Period -

Model Setting Train & Save Forecast Models
Load Trained Forecast Models
Cluster Granularity Low
Medium
High
Analysis Period Include Historical Data

Exclude Historical Data
Number of Historical Peaks -
Number of Predicted Peaks -

Write Prediction to Time Series Database -
Save Predictions in a File -
Save Diversity Factors in a File -

Das Hauptfenster, welches in Abbildung 6.3 dargestellt ist, weist eine Zweiteilung auf. Der
in vier Kategorien gegliederte Eingabebereich im linken Teil der Benutzeroberfliche dient
der Spezifikation von Modelleingangsdaten, Modellkonfigurationen sowie der Festlegung
von Ergebnissen, die exportiert werden sollen.
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Der rechte Teil der Benutzeroberfliche erméglicht die strukturierte Darstellung von nume-
rischen Ergebnissen. Dariiber hinaus werden zusétzliche grafische Ergebnisse infolge der
Auswahl einzelner Elemente angezeigt. Dazu werden die Struktur und Funktionsweisen
einzelner Komponenten naher erldutert. In der Kategorie Data ist zunachst mittels der
Dropdown-Liste Energy Type zwischen der Analyse von Wéarme- und Kiihlleistung (Heat
und Cold) zu unterscheiden. Nach der Auswahl eines Listenelements geht es in der nachfol-
genden Dropdown-Liste Forecast Horizon um die Spezifikation des Zeithorizonts fiir die
Lastprognosen, auf denen spéter die Quantifizierung der Gleichzeitigkeitseffekte beruht. Es
besteht hier die Moglichkeit zwischen einem kurz-, mittel- und langfristigen Zeitraum, auf
Grundlage der dazugehérigen Listenelemente Short-term, Medium-term sowie Long-term,
zu wihlen. An dieser Stelle verdndern sich die nachfolgenden Dropdown-Listen in Abhén-
gigkeit von der Auswahl der letztgenannten Listenelemente, wie im Folgenden erlédutert:
Neben den vorgestellten Dropdown-Listen sind zwei Eingabefelder mit den Bezeichnungen
First Year of Training Period und Last Year of Training Period fir die Festlegung des
Trainingsdatenumfang angeordnet. Im erstgenannten Feld ist das Jahr zu Beginn und im
zweitgenannten jenes zum Ende des Zeitraumes einzutragen. Hinsichtlich der dynamischen
Anpassungen der Elemente im Bereich Data ist in Abbildung 6.4 das Erscheinungsbild
dieser fiir die Auswahl eines kurzfristigen Prognosezeitraumes dargestellt.

Enerpy Tyvpe Heat r Start Train Year 216
Foreeast Horizon | Short-term | End Train Year 2017
Period 24 h Ad Station 1D 2019

Abbildung 6.4: Darstellung des dynamisch verdnderlichen Teils der Benutzeroberfla-
che in der Kategorie Data bei der Auswahl des kurzfristigen Prognosezeitraumes

Unter Forecast Horizon ist die verdnderliche Dropdown-Liste Prediction Period angeordnet.
Hier ist der kurzfristige Prognosezeitraum néher zu definieren, indem zwischen den Eintrégen

I. 24h
II. 48 h
III. 72 h
IV. 96 h
V. 120 h
VI. 144 h
VII. 168 h

zu wahlen ist. Es besteht somit die Moglichkeit Gleichzeitigkeitseffekte sowohl fiir die
kommenden Stunden als auch fiir die folgende Woche zu analysieren. Ergénzend dazu
erfordert dieser Pfad die Eingabe der Kennnummer der zu den Untersuchungsobjekten
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néchstgelegenen Wetterstation des DWD. Nach Auswahl des mittelfristigen Prognose-
zeitraumes, wird die Dropdown-Liste Prediction Period durch jene mit der Bezeichnung
Climate Scenario ersetzt. Abbildung 6.5 visualisiert diese Modifikation.

Encrgy Type Heat A Start Train Yoear 216
Foreeast Horizon | Medinm-term 1r| End Train Year 2017
Climate Scenario Trend L Start Pred Year )10

End Pred Year )10

Abbildung 6.5: Darstellung des dynamisch verénderlichen Teils der Benutzeroberfla-
che in der Kategorie Data bei der Auswahl des mittelfristigen Prognosezeitraumes

Hier ist zwischen einer im Mittel zu erwartenden Wetterentwicklung (Element Trend),
einer mit extremen Winter- (Element Eztreme Winter) und extremen Sommermonaten
(Element Eztreme Summer) zu wahlen. Der mittelfristige Prognosezeitraum ist im Rahmen
dieser Arbeit fiir ein Jahr definiert, sodass dieses in dem Eingabefeld First Year of Training
Period eingegeben werden muss. Letzteres wird automatisch auch als Wert dem korrespon-
dierenden Eingabefeld Last Year of Training Period, das nicht editierbar ist, zugewiesen.
Somit ist sichergestellt, dass das festgelegte Kriterium fiir mittelfristige Prognosezeitraume
eingehalten wird. Fiir langfristige Zeitrdume erfolgt eine Entsperrung des Eingabefeldes.

Energy Tyvpe Heat r Start Train Year 2016
Forecast Horizon Long-Lerm A End Train Year 2017
Climate Scenario Trend A Start Pred Year 2019
[tetrofit Scenario Include Retrofit Order A End Pred Yoar 022

Abbildung 6.6: Darstellung des dynamisch verdnderlichen Teils der Benutzeroberfla-
che in der Kategorie Data bei der Auswahl des langfristigen Prognosezeitraumes

In diesem Kontext erscheint zudem eine vierte Dropdown-Liste mit der Bezeichnung Re-
trofit Scenario, welche in Abbildung 6.6 dargestellt ist. Hier besteht mit der Auswahl der
Option Include Retrofit Order die Moglichkeit, eine Sanierungsreihenfolge fiir die Gebaude
vorzugeben und entsprechende Lastgangmodifikationen in die Gleichzeitigkeitsanalyse mit
einzubeziehen. Der Aufbau der importierbaren .mat-Datei ist Anhang B, Abschnitt B.3
zu entnehmen. Damit verkniipft ist der Aufruf eines Dialogfensters, in dem die dazuge-
horige Informationsquelle als Datei ausgewéhlt werden muss. Die Auswahloption None
kennzeichnet, dass kein Sanierungsszenario integriert wird. Unter Data ist die Kategorie
Prediction angeordnet. Hier muss mittels der Dropdown-Liste Model Setting angegeben
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werden, ob die Prognosemodelle trainiert und gespeichert werden sollen (Element Train €
Save Forecast Models) oder ob entsprechend trainierte Modelle vorliegen (Element Load
Trained Forecast Models), die geladen werden konnen. Die letztgenannte Option verkiirzt
die Rechendauer dabei erheblich. In der Kategorie Simultaneity Factors sind Einstellungen
fiir die Durchfithrung der Quantifizierung von Gleichzeitigkeitseffekten in der thermischen
Lastverteilung des Quartiers erforderlich. Mittels der Dropdown-Liste Cluster Granularity
ist der Detaillierungsgrad des Clusterings entsprechend Kapitel 5 vorzugeben. Es sind dafiir
die dazugehorigen Listenelemente Low, Medium und High zur Auswahl implementiert.
Mit der darunter angeordneten Dropdown-Liste Analysis Period wird anschliefend der
Zeithorizont der Ahnlichkeitsanalyse auf Grundlage des Clusterings und der Klassifikation
festgelegt. Es gibt hier mit den Elementen Include Historical Data und Fxclude Historical
Data die Moglichkeit die Trainingsdaten mit in die Analyse zu integrieren bzw. sie von
dieser auszuschliefen. Weiterhin sind die Anzahl der historischen und prognostizierten
Leistungsspitzen auf Quartiersebene, welche fiir die Berechnung der Gleichzeitigkeitsfakto-
ren sowie gebédude- bzw. gebdudegruppenspezifische Anteile an den Leistungsspitzen auf
Quartiersebene benétigt werden, anzugeben. Fiir den Fall, dass die Trainingsdaten von der
Analyse ausgeschlossen werden, wird das Eingabefeld Number of Historical Peaks gesperrt.
In der letzten Kategorie auf der linken Seite der Benutzeroberfliche von A MSA mit der
Bezeichnung Data Ezport konnen die generierten numerischen Ergebnisse exportiert werden.
Infolge der Markierung der Checkbox Write Predictions to Time Series Database wird
die Wahl getroffen, die Zeitreihen der Lastprognosen in die Influx Datenbank zu schrei-
ben. Die weiteren zwei Checkboxen erméglichen es Ergebnisse als .mat-Datei zu exportieren.

Die rechte Seite der grafischen Benutzeroberfliche weist eine dynamisch-adaptive Baum-
struktur zur Ergebnisdarstellung auf, welche in Abbildung 6.7 dargestellt ist. Die einzelnen
Interaktionselemente sind auswéahlbar und 6ffnen Fenster mit grafischen Aufbereitungen
der Ergebnisse in Abhéngigkeit von dem Dateneingabe- und Analysefortschritt auf der
linken Seite der Oberfliche. So werden die Gebéude einer Gebdudegruppe namentlich im
Anschluss an den Ladevorgang der Datenbasis in AMSA aufgelistet (sieche Abbildung (a)).
Die Auswahl eines Gebédudes aus der Liste bedingt einen Aufruf eines Grafikfensters mit
der Darstellung des dazugehorigen thermischen Lastgangs. Analog dazu wird bei Auswahl
der gesamten Gebdudegruppe District die aggregierte Zeitreihe angezeigt. Im Anschluss an
die Prognose zukiinftiger Lastgidnge erfolgt eine Kennzeichnung der Gebédude nach dem
folgenden Prinzip (siehe Abbildung (b)):

I. griine Markierung: Lastprognose war erfolgreich

II. rote Markierung: Lastprognose ist fehlgeschlagen

Die Auswahl eines Gebédudes oder der gesamten Gebdudegruppe ermoglicht in diesem
Zustand der Baumstruktur die Darstellung der prognostizierten thermischen Lastgéinge.
Nach Abschluss der Gleichzeitigkeitsanalyse erfolgt eine Modifikation der Baumstruktur,
indem eine weitere Hierarchieebene in Form von Subgebdudegruppen integriert wird.
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Abbildung 6.7: Darstellung der verschiedenen Zusténde der Baumstruktur
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Die Gruppierung der Gebédude stellt das Ergebnis des Clustering- und Klassifikations-
prozesses dar. Jene Subgruppe mit dem zum aggregierten Lastprofil der Gesamtgruppe

dhnlichsten Lastprofil wird mittels des folgenden Symbols gekennzeichnet:

Abbildung 6.8: Darstellung des Symbols zur Kennzeichnung der Subgebdudegruppe
mit dem dhnlichsten Lastprofil zu jenem der Gesamtgebaudegruppe

Auf den verschiedenen Gruppenebenen sind zudem die maximalen Gleichzeitigkeitsfaktoren
(CF) und Spitzenlastanteile (PC) sowie auf der Ebene District der Ahnlichkeitsfaktor (SF)

angegeben.
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Abbildung 6.9: Exemplarische Darstellung der Datenvisualisierung und grafischen

Ergebnisausgabe in AMSA

Nach Auswahl eines Gruppen-Interaktionselements werden in einem Grafikfenster ne-
ben dem prognostizierten Lastgang die geometrische Verortung des Gebaudes innerhalb
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der Gesamtgebdudegruppe sowie Bandbreiten fiir den Gleichzeitigkeitsfaktor und den
Spitzenlastanteil mittels Boxplots dargestellt. Letztere geben die Ergebnisse der Unsicher-
heitsanalyse auf Grundlage der auf der linken Seite der Benutzeroberfliche angegeben
Anzahl zu untersuchender Leistungsspitzen wieder. Auf Gesamtgruppenebene kénnen so-
wohl die Verortungen der einzelnen Gruppen im Quartier und die aggregierte Lastprognose
als auch die Bandbreite des Gleichzeitigkeitsfaktors abgerufen werden. Abbildung 6.9 zeigt
die grafische Aufbereitung der Daten und Ergebnisse in AMSA exemplarisch.

6.2.2 Klassenhierarchie

Die Klassenstruktur von AMSA weist verschiedene Hierarchiestufen auf, die im weiteren
Verlauf dieses Abschnitts zusammen mit den dazugehorigen Kernaufgaben jeder Klassene-
bene erldutert werden. An dieser Stelle sei fiir detailliertere Informationsaufbereitungen
im Sinne des vollstdndigen UML-Diagramms und Funktionsbeschreibungen auf Anhang B
(Abschnitte B.1 und B.2) dieser Arbeit verwiesen.

Klassen der grafischen Benutzeroberflaichen

Mit dem Aufbau von grafischen Interaktionsstrukturen fiir die Steuerung von Funktionsab-
ldufen durch den Benutzer von AMSA geht die Verkniipfung von vorgesehenen Schaltflichen
mit Modellfunktionen einher. Ferner sind die Anordnung von Buttons und anderen Inter-
aktionskomponenten sowie verschiedene Zusténde der grafischen Oberfliche festzulegen.
Vor diesem Hintergrund lassen sich die Kernaufgaben der dazugehdrigen Klassen wie folgt
zusammenfassen.

I. Aufbau der GUI bei Programmstart
II. Ausblenden der GUI nach Schlieflen des Programms
III. Initiale Definition der GUI-Komponenten
IV. Verédnderung der Eigenschaften einzelner GUI-Komponenten bei Benutzerinteraktion

V. Herstellung von Verbindungen zwischen der Hauptklasse und den GUI-Komponenten

Hauptklasse

Die Hauptklasse main fasst verschiedene Berechnungsablédufe von AMSA mittels verschie-
dener Funktionen zusammen und fungiert damit als zentrale Instanz fiir den Datentransfer
und die Modellsimulation. Sie erfiillt die folgenden Kernaufgaben:

I. Datenimport
II. Modelltraining
III. Modellsimulation
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IV. Quantifizierung der Gleichzeitigkeitsparameter
V. Datenexport

Als Grundlage hierfiir dienen Modell- und Schnittstellenklassen, die im Folgenden vorgestellt
werden.

Modellklassen

Die im Sinne der implementierten Hierarchie unter der Hauptklasse verorteten Modellklas-
sen definieren die Methoden des autoadaptiven pradiktiven Modells. Die dazugehorigen
Funktionen sind thematisch in einzelnen Klassen zusammengefasst, welche die folgenden
Aufgaben ausfiihren:

1. Datenvorverarbeitung
II. Training und Simulation des Prognose-Ensembles

III. Quantifizierung von Wetterszenarien und Lastgangmodifikationen infolge von Gebéau-
desanierungen

IV. Clustering der thermischen Lastprofile
V. Training und Simulation des Klassifikationsmodells

VI. Quantifizierung von Gleichzeitigkeits- und Ahnlichkeitsfaktoren sowie gruppenspezifi-
schen Spitzenlastanteilen

Schnittstellenklassen

Der Datentransfer wird mittels drei Schnittstellenklassen realisiert. Wahrend die Daten vom
DWD Webserver im KML-Format abgerufen werden, findet der Datenaustausch zwischen
AMSA und der Influx Datenbank tber JSON Dokumente statt. Nachfolgend sind die

Aufgaben der Schnittstellenklassen zusammengefasst:

I. Regelung des Zeitreihendatentransfers zwischen AMSA und der Influx Datenbank
IT. Abruf von Zeitreihen vom DWD-Server

III. Erstellen und Laden von lokalen Datencontainern

6.2.3 Datenstrukturen

Lokale, hierarchisch aufgebaute Datencontainer dienen der (temporiren) Speicherung der
gebaudespezifisch trainierten Modelle aus dem Prognose-Ensemble. Infolge der Integration
dieses Datenhaltungssystems, miissen die Nonlinear Autoregressive Network with Exoge-
nous Inputs (NARX) RNN und SVM-R-Modelle nicht bei jeder durchzufithrenden Analyse
neu trainiert, sondern kénnen in AMSA importiert und anschliefend simuliert werden.
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Modell-Container |

Name des Prognosemodells |

Modellparameter |

Abbildung 6.10: Exemplarische Darstellung des Aufbaus von lokalen Datencontainern
zur Speicherung von gebdudespezifisch trainierten Prognosemodellen

Abbildung 6.10 zeigt die prinzipielle Struktur der Modellcontainer.

Mittels der in Matlab hinterlegten Baumstruktur eines Cell Array ldsst sich automatisiert
fir jedes Gebdude das Modell mit dem dazugehorigen MSE-Wert hinterlegen, welches
sich aufgrund der implementierten Entscheidungslogik im Rahmen des Ensembles am
Besten fiir die Prognoseaufgabe eignet. Die Bezeichnung der im .mat-Format speicherbaren
Datencontainer folgt der Konvention: Die als mdlContainer bezeichneten Dateien erhalten
als Namenszusatz den Buchstaben H bzw. C, als Kennzeichnungsschliissel fiir Modelle
zur Prognose von Warme- bzw. Kiihllasten. Als weitere Namensergénzung folgen je nach
gewdhltem Zeithorizont die Schliisselbegriffe LTP fiir einen langfristigen, M TP fiir einen
mittelfristigen und STP fiir einen kurzfristigen Zeitraum. Die vollstdndige Dateibezeichnung
fiir einen Datencontainer, der Prognosemodelle fiir kurzfristige Vorhersagen gebdudescharfer
Wiérmelasten beinhaltet, lautet beispielsweise mdlContainer-H-STP.

Fiir die strukturierte Speicherung von Zeitreihen dient die Open-Source-Datenbank Influz
Data, welche als zentrale Austauschplattform fungiert. Zum einen lassen sich beispielsweise
die zugrundeliegende Datenbasis zum thermischen Energieverbrauch oder Zeitreihen von
Wettervariablen strukturiert ablegen, zum anderen kénnen Lastprognosen zur Weiterver-
arbeitung innerhalb eines Informationssystems gespeichert werden. Die Kennzeichnungs-
schliissel fir die Zeitreihen sind Anhang B, Abschnitt B.3 zu entnehmen.

6.3 Eingliederung in ein Energie-Informationssystem

Das im Rahmen dieser Arbeit entwickelte Software-Tool AMSA gliedert sich in ein
Energie-Informationssystem ein, das aus verschiedenen Software-Tools, Datenbanken und
einer webbasierten Visualisierungsplattform besteht. Die Informationsbereitstellung und
-aufbereitung von energetischen Zusténden urbaner Regionen nimmt eine wichtige Rolle im
Rahmen des Informationsaustausches zwischen den Stakeholdern ein und sorgt nicht zuletzt
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fiir Transparenz in der Planung und Entwicklung von Energieversorgungsgebieten. Dadurch
lassen sich Szenarien auf Grundlage von Geb&dudesanierungen oder Neubauten bildlich
darstellen, wodurch Informationen auf die Kernaussagen reduzierbar sind (Koschwitz et al.,
2017). Vor diesem Hintergrund werden Energie-Informationssysteme benétigt, die einer-
seits webbasierte Interaktions- und Visualisierungsfunktionen erfiillen und andererseits
angegliederte Datenanalyse- und Optimierungswerkzeuge umfassen.

Auf urbaner Ebene stehen detaillierte gebdudebezogene Informationen in der Regel nicht zur
Verfiigung. Dies gilt im Besonderen fiir den Wohngebaudebestand, welcher beispielsweise
nicht flichendeckend mit Sensortechnik ausgestattet ist, sodass detaillierte Monitoringdaten
fehlen. Daran ankniipfend sind in der Regel auch keine ausreichenden Informationen iiber die
thermischen Eigenschaften, Materialien oder das Nutzerverhalten vorhanden (Al-Homoud,
2001). Vor dem Hintergrund dieser Problemstellungen wurde das Software-Tool SCoTED
(Simplified Calculation of Thermal Energy Demand) entwickelt (Koschwitz et al., 2016),
welches die Ermittlung des thermischen Energiebedarfs von Gebduden und urbanen Regio-
nen bei Informationsknappheit ermoéglicht. Die implementierten Berechnungsgrundlagen
entsprechen jenen der DIN EN 12831. Durch die Verwendung von charakteristischen
nutzungs- und baujahrabhéngigen Verbrauchswerten auf Grundlage der VDI 3807 lassen
sich auch mit minimalem Wissen iiber das Gebédude Lastgéinge erstellen. Auf Grundlage
des Hiillflachenverfahrens oder der Verbrauchsverfahren werden im Ergebnis mit SCoTED
Lastprofile fir Raumwirme und Trinkwarmwasser generiert und ausgegeben. Letztere
kénnen wiederum optional in die vorgestellte Influx Datenbank geschrieben werden. Somit
bietet die Schnittstelle zu SCoTED die Moglichkeit bei fehlenden Sensor- und Gebédudeda-
ten sowie variierender Informationsdichte den thermischen Energiebedarf von Gebduden
abzuschéitzen und als Eingangsgrofien fiir AMSA zu nutzen.

FEine weitere Schnittstelle dient der Integration von Informationen in Bezug auf den Zeit-
punkt und die Dauer von zukiinftigen Gebdudesanierungen. Mit dem von Spinnriker
entwickelten Software-Tool zur Ermittlung optimierter Sanierungsreihenfolgen fiir Stadt-
quartiere lassen sich unter anderem gebédudeindividuelle Sanierungszeitraume generieren
und exportieren (Spinnréker et al., 2017). Diese sind unmittelbar in AMSA importierbar
und koénnen zur Abbildung von Lastgangmodifikationen entsprechend der in Kapitel 5
erlauterten Methodik fiir die szenarienbasierte Quantifizierung von Gleichzeitigkeitseffekten
verwendet werden.

Um Datengrundlagen zu Gebduden und Stadtquartieren grafisch aufzubereiten, wurde
ferner eine webbasierte Visualisierungsplattform innerhalb des Energie-Informationssystems
entwickelt. Dieses besteht aus zwei Komponenten, wobei EnergyData-API als Backend
und EnergyData- Web als Frontend fungieren (Spinnraker et al., 2018). EnergyData-API
stellt die Abstraktionsschicht fir den Zugriff auf die PostgreSQL und Influx Datenbank
dar. EnergyData- Web realisiert dagegen die webbasierte Visualisierung der Daten. Um den
Aufruf auf mobilen Endgeraten zu ermdglichen, wobei moglichst fliissige Bildbewegungen
zu gewahrleisten sind, findet der Douglas-Peucker-Algorithmus Anwendung. Letzterer
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ermoglicht die Approximation beliebiger Kantenziige, wodurch sich die Gebdudegeometrien
vereinfachen und die Performance der Visualisierungen erhohen lassen (Spinnréker et al.,
2018). Die zentrale Schnittstelle fiir das Energie-Informationssystem stellt die Datenban-
kinfrastruktur dar, welche den Informationsaustausch zwischen Software-Tools ermoglicht.
Vor diesem Hintergrund wurden in AMSA die Voraussetzungen fiir eine Integration in
das Energie-Informationssystem mittels der Schnittstellenklasse influxinterface geschaffen.
Durch die Modularitiat des Softwarekonzepts kénnen iiberdies weitere Schnittstellenklassen
zukiinftig vorgesehen werden, wodurch auch an dieser Stelle Weiterentwicklungsméoglichkei-
ten offen stehen.

6.4 Zusammenfassung

Das implementierte autoadaptive pradiktive Modell mit dem Namen AMSA basiert auf ei-
ner mehrteiligen, hierarchisch aufgebauten Klassenstruktur. Letztere umfasst zwei grafische
Benutzeroberflichen zur Nutzerinteraktion, eine Hauptklasse als zentrale Steuerungsinstanz
des Programms, eine Grafikklasse fiir Visualisierungen sowie Modell- und Schnittstellen-
klassen. Fiir den Im- und Export von Daten und Prognosemodellen werden eine Influx
Datenbank sowie lokale Datencontainer verwendet. Die Integration kurzfristiger Wettervor-
hersagen in die Informationsgrundlage erfolgt {iber einen Datenabruf vom Webserver des
DWD. Der modulare Aufbau von AMSA ermoglicht {iberdies eine Integration in bestehende
Energie-Informationssysteme fiir die energetische Planung und Abbildung von Quartieren
und urbanen Regionen.






KAPITEL 7

Modelldemonstration

Im Rahmen dieses Kapitels erfolgt die Demonstration von AMSA am Beispiel eines realen,
rdumlich abgeschlossenen Quartiers, das sowohl mit einem bestehendem Wérme- als auch
Kéltenetz versorgt wird. Dadurch kann das entwickelte Modell fiir den Wérme- und Kélte-
sektor gleichermaflen angewendet und verifiziert werden. Das Kapitel ist in vier Sektionen
unterteilt, beginnend bei der Vorstellung der Datengrundlage in Abschnitt 7.1. Abschnitt
7.2 beinhaltet die Demonstration der Modellkomponenten von AMSA. Im Rahmen von
Abschnitt 7.3 werden die Ergebnisse der Quantifizierung von Gleichzeitigkeitseffekten
mit AMSA vorgestellt. Dabei dient die konventionelle Herleitung von Kennlinien fiir den
Gleichzeitigkeitsfaktor als Referenz. Abschliefend werden in Abschnitt 7.4 die Resultate
des vorliegenden Kapitels zusammengefasst.

7.1 Datengrundlage

Das entwickelte Modell wird auf Grundlage von Daten des Forschungszentrums Jiilich,
welche im Rahmen der Bearbeitung des Projektes Entwicklung eines Energieversorgungskon-
zeptes mit modellbasierter prdadiktiver Regelung anhand einer Living Roadmap am Beispiel
des Forschungszentrums Jilich des Forderschwerpunktes EnEff:Stadt - Campus-Projekte
(durch das BMWi gefordertes sechstes Energieforschungsprogramm FKZ: 03ET1352A)
zur Verfligung standen, demonstriert. Im Zuge dieses Projektes sollte ein ganzheitliches
Energiekonzept fiir die betreffende Liegenschaft entwickelt werden, da auslaufende Vertriage
mit dem regionalen Fernwérmeversorger Weisweiler und strukturelle Verdnderungen im
Gebaudebestand eine energetische Neuausrichtung bedingen. Die Aufgabenstellung des
Projektes steht somit exemplarisch fiir ein Anwendungsfeld von AMSA.

Projektdaten

Das Forschungszentrum Jiilich stellt ein rdumlich abgegrenztes Quartier mit ungefdhr 200
Gebéduden und bestehender Energieinfrastruktur dar. Die thermische Energieversorgung
wird mit Fernwidrme aus dem nahegelegenen Braunkohlekraftwerk Weisweiler und mittels
Kompressionskéltemaschinen sicher gestellt. Das Gebédudealter des heterogenen Nichtwohn-
gebdudebestands variiert zwischen 1918 und 2015. Im Zuge geplanter Modernisierungs- und
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Neubaumafinahmen sind jedoch strukturelle Verdnderungen in der Zusammensetzung des
Quartiers zu erwarten, die zukiinftige Energieversorgungsvarianten mafigeblich beeinflus-
sen. Abbildung 7.1 veranschaulicht weiterhin die unterschiedlichen Geb&udetopologien der
Liegenschaft basierend auf den projektbezogenen Daten aus einem Geoinformationssystem

(GIS).
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Abbildung 7.1: GIS-basierte Darstellung der Gebdude des Forschungszentrums Jiilich
und der Baualtersklassen in Anlehnung an Spinnréker et al., 2018

Fiir die einzelnen Gebaudekomplexe des Forschungszentrums Jiilich stehen detaillierte
thermische Lastginge ab dem Jahr 2013 bis Mitte 2018 zur Verfiigung, welche tiber lokal
installierte Warme und Kaltezdhler an den Gebdudekomplexen generiert werden. Die
Zahlersysteme sind an einzelnen Gebdudeteilen verortet, sodass die Zeitreihen fiir die
Betrachtung gesamter Gebdudekomplexe aggregiert werden miissen. Eine detaillierte Auf-
listung ist Anhang C zu entnehmen. Fiir letztere wird der Messdatensatz reduziert und
es werden nur die Zeitreihen von Anfang 2016 bis Anfang 2018 einbezogen, da zum einen
nur fiir sehr wenige Gebdudekomplexe thermische Leistungsdatensétze ab 2013 vorhan-
den sind und zum anderen die Zeitreihen von 2018 bis 2019 zum Analysezeitpunkt noch
unvollstdndig vorliegen. Nach Datenaggregation und Ausschluss von Gebauden, deren
Zeitreihen fortlaufend den Wert Null aufweisen, ergibt sich an dieser Stelle die in Tabel-
le 7.1 aufgefithrte Datenzusammenstellung, welche die Gebdudeanzahl in den einzelnen
Gebdudenutzungsklassen im Bereich der Warme- und Kélteversorgung beinhaltet. Ferner
liegen auch die Koordinaten der Gebaudegeometriepunkte im Gauf-Kriiger-Format vor,
die in AMSA zur Visualisierung der metrischen Gebdudeverortungen genutzt werden und
Teil der Ergebnisdarstellung im Rahmen der Modelldemonstration sind (Abschnitt 7.4).
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Zur Verbesserung der Abbildungen wird der betreffende Datensatz um den dazugehorigen
Mittelwert korrigiert.

Tabelle 7.1: Anzahl der betrachteten Abnehmer im Warme- und Kéltenetz in Ab-
hédngigkeit von Gebdudenutzungsklassen in Anlehnung an Koschwitz et al., 2018

Gebédudenutzung Wérme Kalte
(Anzahl der Abnehmer) (Anzahl der Abnehmer)
Biiro 26 6
Biiro & Labor 26 19
Biiro & Werkstatt 7 -
Biiro & Betrieb 1
Biiro & Experimentierhalle 1 1
Biiro & Lehre 1 -
Labor 15 11
Experimentierhalle 8 7
Lager ) -
Werkstatt & Lager 1 -
Soziales 4 1
Betrieb 1 1
Betrieb & Experimentierhalle 1 -

98 47

Insgesamt finden 98 historische Lastginge der Warmeversorgung und 47 der Kélteversor-
gung Eingang in die Vorstudien und Modelldemonstration. Zu Modelltestzwecken werden
dennoch Lastgénge deren Wert fortlaufend Null aufweist integriert, um zu iiberpriifen,
ob der Algorithmus zur Datenvorverarbeitung diese identifiziert und aus dem weiteren
Analyseprozess ausschlieffit. Den grofiten nutzungsspezifischen Gebédudeanteil stellen in
der Warmeversorgung Biiro- sowie kombinierte Biiro-Labor-Gebdudekomplexe dar. In
der Kilteversorgung sind vorwiegend Gebdudekomplexe mit der Mischnutzung Biiro und
Labor vorhanden. Im Rahmen des Monitorings am Forschungszentrum Jiilich werden zu-
dem detaillierte Wetterparameter in Form von zur Verfiigung gestellten Zeitreihen erfasst,
welche in Tabelle 7.2 im Zusammenhang mit dem Messzeitraum aufgefithrt sind. Fir
das Training des entwickelten Modells ergibt sich aufgrund verschiedener Zeitraume, in
welchen Zeitreihen zu den einzelnen Wetterparametern vorliegen, die Problematik einer
variierenden Informationsdichte. Um eine einheitliche Datenbasis fiir die Jahre 2016 und
2017 herzustellen, werden die Variablen Absoluter Luftdruck und Relativer Luftdruck nicht
weiter in die Analyse miteinbezogen.
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Tabelle 7.2: Auflistung der projektbezogenen Wetterparameter mit dem dazugehorigen
individuellen Messzeitraum

Parameter gemessener Zeitraum
Auflenlufttemperatur ab 01.01.2009
Taupunkttemperatur ab 24.07.2015
Relative Aulenluftfeuchtigkeit ab 24.07.2015
Absoluter Luftdruck 24.07.2015 - 19.10.2017
Relativer Luftdruck (auf Meereshohe bezogen)  24.07.2015 - 19.10.2017
Niederschlagsmenge ab 24.07.2015
Niederschlagsintensitat ab 24.07.2015
Mittlere Windgeschwindigkeit ab 24.07.2015
Mittlere Windrichtung ab 24.07.2015

Ergénzend zu den in Tabelle 7.2 aufgelisteten Variablen ist die Globalstrahlung eine wichtige
Einflussgréfle in Bezug auf den gebdudespezifischen solaren Wéarmeeintrag, insbesondere
vor dem Hintergrund der Gebéudekiihlung in den Sommermonaten. Informationen zur
Globalstrahlung liegen fiir den betrachteten Zeitraum jedoch nicht als historische lokale
Monitoringdaten vor, sodass sich die Globalstrahlung nicht als Parameter integrieren l&sst.

Ergianzende Daten

Zur Prognose des kurzfristig zu erwartenden thermischen Leistungsbedarfs der Gebaude-
komplexe werden Wettervorhersagen der kommenden Stunden und Tage benotigt, welche
im Climate Data Center (CDC) des DWD zur Verfiigung stehen. Als Eingangsvariablen
fiir die Prognosen fungieren in diesem Fall

1. Auflenlufttemperatur
II. Taupunkttemperatur
IIT. Windgeschwindigkeit
IV. Windrichtung

Die verbleibenden, in Tabelle 7.2 gelisteten Wettervariablen, finden keine Anwendung, da
sie nicht im Datensatz fiir kurzfristige Wettervorhersagen des DWD enthalten sind. Fiir
die Generierung unterschiedlicher zukiinftiger Wetterszenarien mit langerfristigem Zeithori-
zont dienen die Testreferenzjahre des Deutschen Wetterdienstes, welche auf detaillierten
Mess- sowie Beobachtungsdaten beruhen und typische ortsbezogene Wettercharakteristika
reprasentieren. Dabei wird zwischen dem mittleren Testreferenzjahr und den extremen
Winter- und Sommer-Testreferenzjahren unterschieden. Die Datensétze beinhalten ver-
schiedene Wetterparameter, wie die Lufttemperatur, Windgeschwindigkeit oder relative
Auflenluftfeuchtigkeit. Abbildung 7.2a veranschaulicht die geordneten Jahresdauerlinien fiir
die Aulenlufttemperatur des Testreferenzjahr 2015 (Deutscher Wetterdienst et al., 2017).
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Der Verlauf der Jahresdauerlinien zeigt den Unterschied zwischen dem mittleren Testrefe-
renzjahr mit einer geringeren Temperaturamplitude und den extremen Testreferenzjahren
mit vergleichsweise hoheren Temperaturspektren. Fiir die datenbasierte Abbildung zu-
kiinftiger Klimaentwicklungen stehen ferner Datensétze fiir den Zeitraum von 2031 bis
2060, basierend auf Abschiatzungen der Auswirkungen des Klimawandels auf die Wetterver-
héltnisse, zur Verfiigung. Diese werden mittels der Testreferenzjahre 2045 reprasentiert
(Deutscher Wetterdienst etal., 2017). Abbildung 7.2b visualisiert diese. Abbildung 7.2
zeigt dariber hinaus den Unterschied zwischen der Lufttemperatur des gegenwértigen
im Vergleich zu dem zukiinftigen Testreferenzjahr im Trend. Die Lufttemperatur des
zukiinftigen Testreferenzjahres liegt dabei ganzjéhrig tiber der des gegenwértigen Testre-
ferenzjahres, sodass sich mit diesen Datensédtzen der Einfluss zukiinftig zu erwartender
steigender Lufttemperaturen abbilden lisst. Als weitere Variablen zur Generierung zukiinf-
tiger Wetterszenarien dienen

1. Aulenlufttemperatur

II. Relative Auflenluftfeuchtigkeit
ITI. Windgeschwindigkeit
IV. Windrichtung

Dagegen werden die Taupunkttemperatur sowie Niederschlagsmenge und -intensitat nicht
in das Modelltraining fiir die mittel- und langfristigen Wetterszenarien miteinbezogen,
da sie nicht in den TRJ vorhanden sind. Ergénzend zu den Wettervariablen werden An-
wesenheitsprofile der Gebdudenutzer erstellt, welche auf der Annahme basieren, dass die
Arbeitszeit im Mittel zwischen 8 und 18 Uhr liegt und am Wochenende nicht gearbeitet
wird. Neben der Arbeitszeit erfolgt auch die Beriicksichtigung der Ferienzeit mittels eines
weiteren Anwesenheitsprofils. Die Variablen sind als Boolean kodiert, wodurch beiden
Variablen der Wert 1 zugewiesen wird, sofern ein Werktag bzw. kein Ferientag vorliegt.
Dementsprechend nehmen die Variablen im umgekehrten Fall den Wert 0 an.

Zur Evaluierung des Einflusses einzelner Variablen auf die Heiz- und Kiihlleistungen lassen
sich lineare Korrelationsanalysen anwenden. Die theoretischen Grundlagen sind Anhang
A.1, Abschnitt A.2 zu entnehmen. Im Rahmen einer Studie wurden diese Einfliisse auf
Basis eines nahezu identischen Datensatzes im Vergleich zu jenem dieser Arbeit untersucht
(Koschwitz et al., 2018). Im Ergebnis zeigt sich, dass nicht alle Variablen einen grofien
Einfluss haben. Dennoch wurde eine Vorteilhaftigkeit der Integration fiir maschinelle
Lernverfahren nachgewiesen (Guyon etal., 2003). Zur Abschéitzung des Warmebedarfs von
Gebéduden nach Sanierung dienen die spezifischen Wérmeverbrauchswerte in Abhéngigkeit
von Gebéudenutzungsklassen nach VDI 3807 (VDI 3807 Blatt 2, 2014). In Tabelle 7.3 sind
die entsprechenden Werte zu Nutzungsklassen der Gebdudekomplexe aufgefithrt. Um die
Referenzwerte fiir den Warmeverbrauch von Gebdudekomplexen mit multipler Nutzung
nach Sanierung auf Basis der vorgestellten Methodik ermitteln zu kénnen, bedarf es einer
anteiligen Verrechnung der Referenzwerte einzelner Gebaudeteile.
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Tabelle 7.3: Spezifische Warmeverbrauchskennwerte in Abhédngigkeit von Gebaude-
nutzungsklassen nach VDI 3807 in Anlehnung an Koschwitz et al., 2019

Gebédudenutzung Spezifischer Warmeverbrauch
W/ (m? - a)
Biiro 69
Werkstatt 59
Bibliothek 56
Lager 58
Betrieb 70
Laborinstitut (Kategorie 2) 85
Laborinstitut (Kategorie 3) 81
Labor fiir Lehre und Forschung 63
Labor fiir Forschung und Versuche 136
Kantine 138
Garage 57
Experimentierhalle 136
Soziales 101

Beginnend mit der Informationsausgangssituation geméfl Tabelle 7.4 wird anhand eines
Beispielgebdudes das Vorgehen nachfolgend néher erldutert.

Tabelle 7.4: Eingangsparameter fiir die exemplarische Berechnung des Referenzwer-
tes fiir den Warmeverbrauch eines Gebaudekomplexes mit multipler Nutzung nach
Sanierung in Anlehnung an Koschwitz et al., 2019

Nettogrundfliche Verbrauchswert Referenzwert

[m?] (2] [Bre]
Beispielgebaude 9333 106 ?
Laborteil 1 2334 81
Laborteil 2 2291 81
Experimentierhallenteil 1005 109
Biiroteil 3703 69

Der Warmeverbrauchskennwert qg, fiir das Beispielgebdude ergibt sich dann wie folgt
(Koschwitz et al., 2019):

(2334 +2291) - 81 + 1005 - 109 + 3703 - 69
9333

qEx =
(7.1)

kWh
~ 79 [ ]

m2.-a
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Abbildung 7.2: Darstellung der Jahresdauerlinien zu den TRJ hinsichtlich der Au-
Benlufttemperatur
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7.2 Demonstration der Modellkomponenten

Im Folgenden werden die entwickelten Modellkomponenten auf Basis der zuvor vorgestellten
Datengrundlage in verschiedenen Anwendungsfillen getestet und analysiert. Dadurch wird
die Fignung von AMSA fiir die Lésung der in dieser Arbeit formulierten Problemstellung
nachgewiesen und die Grundlage fiir die Quantifizierung von Gleichzeitigkeitseffekten
demonstriert.

7.2.1 Ergebnisse der Datenvorverarbeitung

Dieser Unterabschnitt beinhaltet die Demonstration der in AMSA implementierten Modell-
komponente zur Datenvorverarbeitung. Diese umfasst die Bereinigung der Datensétze um
Anomalien in den Zeitreihen des historischen thermischen Energiebedarfs, der Klimavaria-
blen sowie die Datennormalisierung.
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Abbildung 7.3: Vergleich zwischen Datensétzen zur thermischen Leistung eines
Gebéaudes inklusive und exklusive der Eliminierung von globalen Ausreifiern
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Abbildung 7.4: Vergleich zwischen Datensétzen zur thermischen Leistung eines
Gebéaudes inklusive und exklusive der Eliminierung von lokalen Ausreiflern

Abbildung 7.3 zeigt exemplarisch das Ergebnis der Ausreiflereliminierung in einer his-
torischen Zeitreihe der thermischen Leistungsabnahme eines Gebdudes im Rahmen der
Datenvorverarbeitung in AMSA. Im linken Teil der Abbildung sind die Boxplots des
unbereinigten sowie des bereinigten Datensatzes fiir ein Gebdude und im rechten Teil
sind die Auswirkungen auf die jeweiligen Zeitreihen dargestellt. Abbildung 7.4 visualisiert
iiberdies die Eliminierung eines lokalen Ausreiflers in einer Zeitreihe mit der Methode des
gleitenden Medians, welcher unter Anwendung der Boxplot-Methode nicht identifiziert
wird. Die Zeitreihen finden, wie in Kapitel 5 erldutert, in normierter Form Eingang in die
Prognose- und Clustering-Modelle. Fiir die Lastgangprognosen werden die Zeitreihen der
Wetterparameter und jene der Anwesenheitsprofile auf einen Mittelwert von 0 und eine
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Standardabweichung von 1 normiert. In Vorbereitung auf die Ahnlichkeitsanalysen mittels
Clustering und Klassifikation, sind in Analogie dazu auch die thermischen Lastprofile zu
normieren. Abbildung 7.5 veranschaulicht exemplarisch das Ergebnis der Lastgangnormie-
rung in AMSA.
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Abbildung 7.5: Beispiel fiir ein auf einen Mittelwert von 0 normiertes und auf eine
Standardabweichung von 1 skaliertes Lastprofil eines Gebaudes

7.2.2 Ergebnisse zu thermischen Lastprognosen

Im Rahmen dieses Abschnitts werden die Ergebnisse des Prognose-Teilmodells vorgestellt.
In diesem Zusammenhang erfolgt die Unterscheidung zwischen kurz- sowie mittel- und
langfristigen Prognosen. Erstere basieren auf den Wettervorhersagen des DWD fiir die
folgenden 200 Stunden ab dem aktuellen Zeitpunkt und letztere beruhen auf dem aktuellen
und dem zukiinftigen TRJ sowie den aus der Interpolation generierten Wetterzeitreihen
zwischen beiden TRJ entsprechend der Methodik aus Kapitel 5. Zudem dienen fiir beide
Varianten die erwarteten Anwesenheitsprofile in Abhédngigkeit von Arbeits-, Wochenend-,
und Ferienzeiten als ein Eingangsparameter. Infolge der jahrlichen Fluktuationen der War-
meleistung ergibt sich der Bedarf an adaptiven Strategien der Betriebsfithrung vorhandener
Waérmeerzeuger, um beispielsweise Teillastbetriebszustdnde zu vermeiden.

Mit dieser Arbeit wird einerseits eine Methodik zur Generierung quantifizierbarer langfris-
tiger Warmelastszenarien auf Einzelgebdude- und Quartiersebene unter Beriicksichtigung
verschiedener Einflussfaktoren, wie zukiinftiger lokaler Klimaverdnderungen und Modifika-
tionen im Gebdudebereich infolge Sanierungsmafinahmen, aufgezeigt. Andererseits implizie-
ren die Ergebnisse, dass in der pradiktiv ausgerichteten Planung zukiinftiger Energiesysteme
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temporéare Lastverschiebungen und Variationen in der Hohe des Spitzenleistungsbedarfs
zu bertiicksichtigen sind. Vor diesem Hintergrund werden nachfolgend die Ergebnisse von
Analysen der Anwendung der autoadaptiven pradiktiven Modellkomponenten vorgestellt.

Vergleichsstudie zu den Modellen des Prognose-Ensembles

Dieser Unterabschnitt beruht auf der Zusammenfassung von Ergebnissen aus der Studie
Data-driven heating and cooling load predictions for non-residential buildings based on
support vector machine regression and NARX Recurrent Neural Network: A comparative
study on district scale von Koschwitz et al. zum Vergleich der in Kapitel 5 vorgestellten Pro-
gnosemodelle (Koschwitz etal., 2018). Im Rahmen dieser Arbeit wurde die Performanz der
NARX RNN und e-SVM-R Modelle fiir die Prognose von saisonalem gebdudespezifischem
Wiérme- und Kiihlleistungsbedarf auf Quartiersebene untersucht. Als Giiteindikatoren
dienten dazu die Fehlermafie MSE gemé&fl Kapitel 5 und Mean Average Error (MAE) geméfl
Anhang A, Abschnitt A.1 sowie die modellindividuelle Trainingsdauer. Um in Hinblick
auf erstere zusammenfassende Aussagen auf Gebdudegruppenebene treffen zu konnen,
wurde quartalsweise der Median der Fehlermafle zu den gebdudespezifischen Lastprog-
nosen gebildet. Diesbeziiglich sind in Tabelle 7.5 die modellspezifischen MAE und MSE
Medianwerte fiir die Vorhersage der gebdudespezifisch benotigten Warmeleistung aufgefiihrt.

Auf Grundlage dieser ldsst sich mit den NARX RNN eine hohere Prognosegenauigkeit
in Bezug auf den gebédudespezifischen Warmeleistungsbedarf auf Quartiersebene ableiten.
Im quartalsiibergreifenden Vergleich der MAE Medianwerte beziiglich der NARX RNN
Konfigurationen zeigt sich das NARX RNN mit einer verdeckten Schicht jenem mit zwei ver-
deckten Schichten als iiberlegen. Unter Hinzuziehung der MSE Medianwerte léasst sich dieses
Ergebnis fiir das Friihlings- und Sommerquartal bestitigen. Im Gegensatz dazu weisen die
geringeren MSE Medianwerte fiir Winter und Herbst auf eine Uberlegenheit der NARX
RNN mit zwei verdeckten Schichten hin. Zusammenfassend lésst sich jedoch auf Grundlage
der Ergebnisse unter Hinzuziehung beider Fehlermafle eine vergleichbare Performanz beider
NARX RNN feststellen. Hinsichtlich der e-SVM-R Modelle ist hervorzuheben, dass mit
dem e-SVM-R Modell auf Basis eines polynomialem Kernel dritter Ordnung in Bezug auf
die Quartale Winter und Friihling im Vergleich zu dem Modell mit radialer Basisfunktion
geringere MAE und MSE Medianwerte erzielt werden konnten. Ein gegenteiliges Ergebnis
bleibt fiir das Herbstquartal festzuhalten. Hinsichtlich der auf das Sommerquartal bezoge-
nen Prognosen des Warmeleistungsbedarfs ist keine klare Tendenz zur Vorteilhaftigkeit
eines e-SVM-R Modells auf Grundlage der MAE und MSE erkennbar. Die unterschiedliche
Performanz der Prognosemodelle fiir die saisonale Warmelastvorhersage in dieser Studie
ist exemplarisch in Abbildung E.1 des Anhangs E dargestellt. In Analogie zu Tabelle 7.5
sind in Tabelle 7.6 die modellspezifischen MSE und MAE Medianwerte fiir die Prognose
der gebédudespezifisch saisonal benotigten Kihlleistung aufgefiihrt.

Auf Grundlage der MAE Medianwerte lésst sich in Bezug auf die Kiihllastprognosen eine
Uberlegenheit des NARX RNN mit einer verdeckten Schicht im Vergleich zu der Konfi-



128 Kapitel 7 Modelldemonstration

Tabelle 7.5: Auflistung der modellspezifischen MSE und MAE Medianwerte zu
Prognosen des saisonalen gebédudeindividuellen Warmeleistungsbedarfs in Anlehnung
an Koschwitz et al., 2018

Jahreszeit NARX RNN NARX RNN
1 verdeckte Schicht 2 verdeckte Schichten
Winter MAE: 3,82 MAE: 4,09
MSE: 52,45 MSE: 49,44
Friihling MAE: 3,73 MAE: 3,79
MSE: 50,33 MSE: 52,22
Sommer MAE: 3,92 MAE: 4,12
MSE: 49,00 MSE: 50,10
Herbst MAE: 3,89 MAE: 4,01
MSE: 52,20 MSE: 51,52
e-SVM-R e-SVM-R
RBF Kernel polynomialer Kernel
Winter MAE: 16,38 MAE: 13,03
MSE: 419,87 MSE: 263,45
Friihling MAE: 9,46 MAE: 8,86
MSE: 159,68 MSE: 151,86
Sommer MAE: 7,35 MAE: 9,33
MSE: 158,90 MSE: 120,00
Herbst MAE: 9,66 MAE: 10,30
MSE: 163,55 MSE: 181,58

guration mit zwei verdeckten Schichten feststellen. Dieses Ergebnis wird durch die MSE
Medianwerte mit Ausnahme des Sommerquartals bestatigt. In Analogie zu den Wéarme-
lastprognosen ist die Performanz der beiden NARX RNN hinsichtlich der betrachteten
Fehlermafle auf einem &hnlichen Niveau einzuordnen. Im Hinblick auf die e-SVM-R, Modelle
weisen geringere MAE und MSE Medianwerte beziiglich der Kiihllastprognosen fiir die
Quartale Winter und Friihling auf eine Dominanz des Modells mit polynomialem Kernel im
Vergleich zu jenem mit radialer Basisfunktion hin. Demgegeniiber l4sst sich fiir das Sommer-
und Herbstquartal an dieser Stelle keine eindeutige Tendenz diesbeziiglich identifizieren.
Abbildung E.2 zeigt daran ankniipfend beispielhaft einen 40-Stunden-Auszug der mit den
unterschiedlichen Modellen prognostizierten Kiihllast im Juli. Bezugnehmend auf die MAE
Werte zeigen beide NARX RNN Konfigurationen vergleichbare Ergebnisse, wobei das NARX
RNN mit einer verdeckten Schicht im Durchschnitt graduell genauere Ergebnisse liefert.
Im Hinblick auf die MSE Werte ist festzuhalten, dass in einigen Fallen mit dem NARX
RNN auf Grundlage von zwei verdeckten Schichten akuratere Prognosen erzielt werden
konnten. Uberdies bleiben die Prognosefehler iiber die verschiedenen Jahreszeiten hinweg
konstant. Dagegen lasst sich eine jahreszeitlich inkonsistente Performanz der e-SVM-R
Modelle feststellen. So zeigte sich bei den Wérmelastprognosen mit dem e-SVM-R Modell
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Tabelle 7.6: Auflistung der modellspezifischen MSE und MAE Medianwerte zu
Prognosen des saisonalen gebdudeindividuellen Kiihlleistungsbedarfs in Anlehnung an

Koschwitz et al., 2018

Jahreszeit NARX RNN NARX RNN
1 verdeckte Schicht 2 verdeckte Schichten
Winter MAE: 2,44 MAE: 2,57
MSE: 27,46 MSE: 28,54
Friihling MAE: 2,39 MAE: 2,41
MSE: 26,95 MSE: 33,20
Sommer MAE: 2,39 MAE: 2,54
MSE: 41,72 MSE: 30,28
Herbst MAE: 2,35 MAE: 2,85
MSE: 30,16 MSE: 40,40
e-SVM-R e-SVM-R
RBF Kernel polynomialer Kernel
Winter MAE: 7,77 MAE: 6,60
MSE: 80,70 MSE: 71,80
Friihling MAE: 7,97 MAE: 5,82
MSE: 90,55 MSE: 69,57
Sommer MAE: 14,66 MAE: 13,94
MSE: 246,23 MSE: 259,96
Herbst MAE: 9,12 MAE: 9,37
MSE: 140,90 MSE: 131,98

in Kombination mit RBF im Vergleich zu dem Modell mit einem polynomialen Kernel
eine geringere Giite der Ergebnisse fiir die Lastvorhersagen im Sommer und Herbst. Ein
Grund hierfiir konnte in dem real variierenden Nutzerverhalten aufgrund des individuellen
Komforts und der damit einhergehenden Liftungsgewohnheiten begrindet liegen, wobei das
modellierte Nutzerverhalten aufgrund der fehlenden Informationen durch die Features nicht
geniigend reprasentiert ist. Diesem Erklarungsansatz folgend, kann die bessere Performanz
der NARX RNN mit den rekursiven Eigenschaften des Netzwerks infolge der Integration des
realen Nutzerverhaltens in Form der historischen Messwerte begriindet werden (Koschwitz
etal., 2018). Im Hinblick auf die Ergebnisse der Kiihllastprognosen kann dieser Effekt in
umgekehrter Analogie zum Heizlastfall im Winter festgestellt werden. Dies begriindet sich
durch die im jahreszeitlichen Vergleich héchsten Fehlerwerte der Sommerlastprognosen.
Weiterhin implizieren die Ergebnisse fiir die Kiihllasten eine Vorteilhaftigkeit des e-SVM-R
Modells auf Basis des polynomialen Kernels in den Jahreszeiten Winter, Friihling und
Sommer. Die Lastprognosen fiir den Herbst konnten mit beiden e-SVM-R Modellen auf
dhnlichem Genauigkeitsniveau erzielt werden. Um eine differenzierte Analyse vornehmen
zu kénnen, dienen die MAE Werte fiir jede prognostizierte Zeitreihe als Grundlage fiir die
weitere Analyse. Fiir jede Prognoseaufgabe wurden die MAE Werte fiir die vier Modelle
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berechnet und auf Grundlage dessen fiir jede Prognoseaufgabe der minimale MAE Wert
bestimmt. In der Folge lasst sich das Modell mit der besten Performanz fiir die Prognose-
aufgabe identifizieren. Dieses Vorgehen wurde fiir jede Prognoseaufgabe wiederholt, sodass
die Anzahl der besten Performanzwerte fiir jedes Modell bestimmt werden konnte. In den
Tabellen 7.7 und 7.8 ist dahingehend die Anzahl an Minimum MAE Werten im Rahmen
des Modellvergleichs aufgelistet.

Tabelle 7.7: Anzahl der minimalen MAE Werte saisonaler Warmelastprognosen in
Anlehnung an Koschwitz et al., 2018

Jahreszeit NARX RNN NARX RNN
1 verdeckte Schicht 2 verdeckte Schichten
Winter 54 41
Friithling 63 31
Sommer 56 31
Herbst 54 36
e-SVM-R e-SVM-R
RBF Kernel polynomialer Kernel
Winter 0 2
Frihling 2 1
Sommer 6 4
Herbst 3 4

Tabelle 7.8: Anzahl der minimalen MAE-Werte saisonaler Kiihllastprognosen in
Anlehnung an Koschwitz et al., 2018

Jahreszeit NARX RNN NARX RNN
1 verdeckte Schicht 2 verdeckte Schichten
Winter 19 13
Frihling 25 10
Sommer 24 11
Herbst 22 15
e-SVM-R e-SVM-R
RBF Kernel polynomialer Kernel
Winter 12 5
Friihling 5 9
Sommer 5 9
Herbst 4 8

Die Ergebnisse zeigen, dass die NARX RNN den e-SVM-R Modellen in den meisten Féllen
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im Bereich der Warmelastprognosen iiberlegen sind. Demgegeniiber kann diese Tendenz fiir
die Kiihllastprognosen nicht in einem vergleichbaren Umfang festgestellt werden. Dennoch
zeigen sich die NARX RNN im Hinblick auf die Vorhersagegenauigkeit den e-SVM-R in
den meisten Fillen tiberlegen, wobei einige Lastprognosen mit den e-SVM-R Modellen eine
vergleichbare Genauigkeit der Vorhersage ermdoglicht haben. Naheres dazu veranschaulicht
Abbildung E.1. Ein Grund fiir das niedrigere Performanzniveau der RNN im Bereich der
Kihllastprognosen liegt in dem witterungsunabhéngigen prozessbedingten Kiihllastanteil
und dem speziellen Nutzerverhalten in Bezug auf das An- und Abschalten von Kélteanlagen.
In diesem Zusammenhang visualisiert Abbildung 7.6 beispielhaft die Charakteristik eines
Kihllastprofils.
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Abbildung 7.6: Exemplarische Darstellung eines gebdudebezogenen Kiihlleistungs-
profils in Anlehnung an Koschwitz et al., 2018

Die Eigenschaft der NARX RNN, die Ausgangsgrofien wieder als Eingangsparameter zu-
riickzugeben, fithrt bei einer Nutzerintervention zum aktuellen Zeitschritt zu einem hohen
Fehler in der Lastprognose des folgenden Zeitschritts. In diesem Fall tendiert das Netzwerk
zum Overfitting. Die Wahl eines Modells wird nicht zuletzt auch durch den Rechenauf-
wand vor dem Hintergrund der zur Verfiigung stehenden Hardware beeinflusst. Daher
wurden die Rechenzeiten je gebdudebezogener quartalsweiser Lastprognosen untersucht.
Im Durchschnitt benétigt das e-SVM-R Modell auf Basis des RBF Kernels 7 Sekunden
fiir die Trainings- und Testphase, wohingegen sich die Rechenzeit des Modells mit einem
polynomialen Kernel dritten Grades durchschnittlich auf 358 Sekunden erhoht hat. Im
Vergleich dazu benotigte ein NARX RNN mit einer verdeckten Schicht in dieser Fallstudie
im Mittel 13 Sekunden und mit zwei verdeckten Schichten durchschnittlich 57 Sekunden
flir jede gebdudebezogene Lastprognose.
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Einfluss variierender Datengrundlagen auf die Modellauswahl

Die folgenden Untersuchungen dienen der Analyse von Auswirkungen variierender Daten-
grundlagen auf die gebdudespezifische Modellauswahl innerhalb des Prognose-Ensembles.
Beginnend mit der Auswertung der Trainingsergebnisse auf Basis der Datengrundlage fiir
kurzfristige Lastprognosen, sind in Tabelle 7.9 die prozentualen Nutzungen der einzel-
nen Prognosemodelle innerhalb des Ensembles aufgefiihrt. Hinsichtlich der Ergebnisse ist
festzustellen, dass sowohl fur die gebdudebezogenen Wirme- als auch Kiihllastprognosen
ausschlieflich die NARX RNN Anwendung finden. Ferner sind in Tabelle 7.10 in Analogie
die Ergebnisse des Modelltrainings fiir mittel- und langfristige Prognosen von Warme- und
Kihllasten aufgelistet.

Tabelle 7.9: Prozentuale Nutzung der einzelnen Prognosemodelle innerhalb des
Ensembles auf Basis der Datengrundlage fiir kurzfristige Lastvorhersagen

Modell Wiarme Kilte
NARX RNN 1 verdeckte Schicht 15 34
NARX RNN 2 verdeckte Schichten 85 66
e-SVM-R RBF Kernel 0 0
e-SVM-R polynomialer Kernel 0 0

Tabelle 7.10: Prozentuale Nutzung der einzelnen Prognosemodelle innerhalb des
Ensembles auf Basis der Datengrundlage fiir mittel- und langfristige thermische Last-
vorhersagen

Modell Wiarme Kilte
NARX RNN 1 verdeckte Schicht 12 36
NARX RNN 2 verdeckte Schichten 88 64
e-SVM-R RBF Kernel 0 0
e-SVM-R polynomialer Kernel 0 0

Auch in diesem Fall kénnen sowohl beziiglich der Wéarmelast- als auch hinsichtlich der
Kiihllastprognosen die héchste Genauigkeit mit den NARX RNN erreicht werden. Beide
e-SVM-R Modelle finden in diesem Fall keine Anwendung fiir Prognoseaufgaben. Dieses
Ergebnis bestétigt zum einen tendenziell jene der Vergleichsstudie zu den vier verschiedenen
Prognosemodellen auf Grundlage von Koschwitz et al., 2018 hinsichtlich der Vorteile von
NARX RNN im Vergleich zu e-SVM-R Modellen. Gleichzeitig besteht eine Diskrepanz in
den Resultaten, da in der Vorstudie in Einzelféllen auch die e-SVM-R Modelle genauere
Prognoseergebnisse lieferten. Eine Ursache fiir diesen Effekt liegt einerseits in dem unter-
schiedlichen Umfang des Trainingsdatensatzes und andererseits in der unterschiedlichen
Beschaffenheit des Trainingsdatensatzes begriindet, da in der Vorstudie ausschliefflich die
Methode des gleitenden Medians fiir die Eliminierung von Datenausreiflern verwendet
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wurde. Demgegeniiber ist in dem Modell dieser Arbeit zusétzlich die Boxplot-Methode
integriert, wodurch sich der Trainingsdatensatz von jenem aus der Vorstudie unterscheidet.
Zur Demonstration dieses Einflusses auf die Ergebnisse des Modelltrainings dienen folgende
drei Varianten der Datenvorverarbeitung am Beispiel des Kiihllastfalls.

Variante I: Eliminierung von Ausreilern mit der Methode des gleitenden Medians
Variante II: Eliminierung von Ausreifiern mit der Boxplot-Methode

Variante III: keine Eliminierung von Ausreiflern

In Tabelle 7.11 sind die Ergebnisse des Variantenvergleichs aufgefiihrt.

Tabelle 7.11: Prozentuale Nutzung der Prognosemodelle auf Grundlage eines variie-
renden Grades der Eliminierung von Ausreifliern im Trainingsdatensatz

Modell Variante I Variante II Variante III
NARX RNN 1 Hidden Layer 32 17 30
NARX RNN 2 Hidden Layer 60 83 42
e-SVM-R RBF Kernel 4 0 15
e-SVM-R polynomialer Kernel 4 0 13

Dabei ist festzustellen, dass die ausschlielliche Integration der Methode des gleitenden
Medians in die Datenvorverarbeitung zu einer tendenziell erhohten Anzahl an iiberlegenen
e-SVM-R Modellen fithrt. Dagegen bestatigt Variante II in Grundziigen das urspriingliche
Ergebnis nach Tabelle 7.10. An dieser Stelle zeigt sich in Bezug auf Variante II eine
verstirkte Uberlegenheit der NARX RNN mit zwei verdeckten Schichten. Demgegeniiber
ist aus den Ergebnissen zu Variante I eine dhnliche, aber nicht in dem Mafle ausgeprigte
Vorteilhaftigkeit der NARX RNN mit zwei verdeckten Schichten zu erkennen. Beziiglich des
Ergebnis zu Variante III lisst sich feststellen, dass die Uberlegenheit der e-SVM-R-Modelle
bzw. die Unterlegenheit der NARX RNN von der Entscheidung abhéngt, ob und in welchem
Umfang eine Eliminierung von Ausreiflern in der Datenvorverarbeitung vorgenommen wird.
Diese Schlussfolgerung deckt sich mit Erkenntnissen aus anderen Anwendungsgebieten,
nach denen SVM- Modelle weniger anfillig fiir Ubertrainingseffekte sind (Han et al., 2012;
Koschwitz et al., 2018). Weiterhin lassen sich die Ergebnisse mit den unterschiedlichen
Ansétzen der Definition von Basisfunktionen fiir KNN und SVM begriinden. Wéahrend
KNN als universelle Approximatoren auf adaptiven Basisfunktionen basieren, werden fiir
SVM Kernel festgelegt (Bishop, 2006), welche fiir einzelne Lastginge auf urbaner Ebene
nicht passend sein kénnen. Zusammenfassend ist an dieser Stelle festzustellen, dass die
Entwicklung des autoadaptiven Prognose-Ensembles vorteilhaft gegeniiber der pauschalen
Verwendung eines Modells fiir die automatisierte Prognose thermischer Lasten auf urbaner
Ebene ist. Dieses Ergebnis verstirkt sich in der Aussagekraft gerade bei Verdnderungen
der Datengrundlage infolge von Neu- und Riickbauten sowie Gebdudesanierungen.
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Kurzfristige Lastprognosen

Auf Basis der trainierten gebaudespezifischen Modelle lassen sich kurzfristige thermische
Leistungsanforderungen fiir einzelne Gebdude und aggregiert fiir Gebdudegruppen und
urbane Regionen mit A MSA préadiktiv abschétzen und fiir die Quantifizierung von Gleichzei-
tigkeitseffekten nutzen. Abbildung 7.7 visualisiert die prognostizierte Warme- und Kiihllast
des Demonstrationsquartiers fiir die folgenden 200 Stunden ab einem festgelegten Zeitpunkt
70 an. Hinsichtlich der Lastgangcharakteristika zeigen sich an dieser Stelle Unterschiede
zwischen benétigter Warme- und Kiihlleistung. Wahrend sich der funktionale Verlauf der
prognostizierten Wérmeleistung fiir das Quartier als sinusartig mit regelméfig in dhnlichen
Abstédnden wiederkehrenden Leistungsspitzen beschreiben lésst, ist selbiger demgegenitiber
im Kiihllastbereich als unregelméflig zu charakterisieren. Dieses Ergebnis lasst sich, wie
zuvor bereits erldutert, mit einzelnen gebdudespezifischen individuellen Kiihllastprofilen
begriinden, welche auf individuellem An- und Abschaltverhalten beruhen. Diese Charakte-
ristika in den historischen Datensétzen werden im Modelltrainingsprozess beriicksichtigt
und spiegeln sich folglich auch in den Prognosen wider. In Abbildung 7.8 sind dazu zwei
verschiedene prognostizierte gebdudebezogene Kiihllastprofile mit unterschiedlichen Ver-
laufen dargestellt. An dieser Stelle lassen sich bereits Mustervariationen erkennen, die
im Rahmen der Ahnlichkeitsanalyse zur Zusammensetzung von Gebdudegruppen genutzt
werden. Dariiber hinaus sind differierende Zeitpunkte der Lastspitzen mit abweichenden
Prominenzen identifizierbar. Beide Effekte finden im weiteren Verlauf dieser Arbeit Ein-
gang in die Auswertung von Implikationen fiir das kurzfristige Lastmanagement urbaner
Energiesysteme. Zudem demonstriert die Generierung kurzfristiger Prognosen die Eignung
von AMSA fir Echtzeitanalysen.
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Abbildung 7.7: Exemplarische Darstellung kurzfristiger aggregierter Warme- und
Kiihllastprognosen fiir das Demonstrationsquartier iiber 200 Stunden im Winter (Heiz-

fall) bzw. Sommer (Kiihlfall)
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Abbildung 7.8: Exemplarische Darstellung von zwei gebaudespezifischen kurzfristigen
Kihllastprognosen iiber 200 Stunden im Juni

Mittel- und langfristige Lastprognosen auf Basis von Wetterszenarien

Im Hinblick auf die nachhaltige Planung von Energieversorgungssystemen im Allgemeinen
sowie die Quantifizierung und Beriicksichtigung von Gleichzeitigkeitseffekten im Spezi-
ellen sind lang- und mittelfristige Prognoseergebnisse unabdingbar. Um Sensitivitdten
beziiglich zukiinftiger Wetterbedingungen, die auf Gebédude einwirken, beriicksichtigen
und damit verbundene Variationen in den thermischen Lastprofilen abbilden zu kénnen,
dienen die zu Beginn dieses Kapitels vorgestellten TRJ Wetterdatensétze. Letztere fungie-
ren jeweils als Modelleingangsparameter, wodurch verschiedene mittel- und langfristige
Wiérme- und Kiihllastprognosen ermoglicht werden. In diesem Zusammenhang sind in den
Abbildungen 7.9 und 7.10 die geordneten Jahresdauerlinien der prognostizierten Wéarme-
und Kiihllast exemplarisch fiir die Jahre 2020, 2025 und 2030 in Abhéngigkeit von den
drei TRJ-Wetterszenarien dargestellt. Szenarioiibergreifend ergibt sich fiir den jeweiligen
Prognosehorizont hinsichtlich der zukiinftig anfallenden Warmelast des Demonstrations-
quartiers eine gleichméfiige Aufteilung in Grund-, Mittel- und Spitzenlast. Hinsichtlich
der Warmelastprognosen auf Grundlage des Extrem-Winter-Szenarios mit sehr niedrigen
Auflenlufttemperaturen im Winter resultiert eine erhohte Spitzen- und Mittellast fiir 2020,
2025 und 2030. Vor dem Hintergrund eines steigenden witterungsbedingten Heizbedarfs
auf Basis dieses Szenarios ist diese Prognose als realistisch einzustufen. In Bezug auf
das Extrem-Sommer-Szenario zeigen sich im Vergleich zum Trend-Wetter-Szenario kaum
Unterschiede im Hinblick auf die prognostizierten Wérmelasten. Dennoch ist eine geringe
Verschiebung von Spitzen- zu Mittellast festzustellen.



7.2 Demonstration der Modellkomponenten

137

30
= N
= 20|
=19)
=
=]

Z
kS
= 10}
7
=
0
0

30
3
= 20
o0
=
z
k=
= 10
2
=

0
0

30
é \
= 20

o0

=i

=

ﬁ

= 10

2

=
0
0

T
—— Trend-Szenario

- - - Winter-Szenario
-----Sommer-Szenario

| | | | | | | |
1000 2000 3000 4000 5000 6000 7000 8000
Zeit [h]

(a) Szenarienbasierte Lastprognosen fiir 2020

T I T
—— Trend-Szenario

- - - Winter-Szenario
-----Sommer-Szenario

000 3000 4000 5000 6000 7000 8000
Zeit [h]

|
1000 2

(b) Szenarienbasierte Lastprognosen fiir 2025

T T
—— Trend-Szenario
- -- Winter-Szenario
-.---Sommer-Szenario

| | | | | | | |
1000 2000 3000 4000 5000 6000 7000 8000
Zeit [h]

(¢) Szenarienbasierte Lastprognosen fiir 2030

Abbildung 7.9: Darstellung der geordneten aggregierten Dauerlinien zu Wérmelast-
prognosen fiir das Demonstrationsquartier in Abhéngigkeit von zukiinftigen Trend- und
Extremwetterszenarien fiir die Jahre 2020, 2025 und 2030 in Anlehnung an Koschwitz

etal., 2019
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Abbildung 7.10: Darstellung der geordneten aggregierten Dauerlinien zu Kiihllast-

prognosen fiir das Demonstrationsquartier in Abhéngigkeit von Trend- und Extrem-
wetterszenarien fiir die Jahre 2020, 2025 und 2030 in Anlehnung an Koschwitz et al.,

2019
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Dieser Effekt ist mit hoheren Auflenlufttemperaturen im Winter und dadurch geringerem
Wiérmebedarf der Gebaude zu erkldren. Die Grundlast bleibt szenarioiibergreifend fiir die
Jahre 2020, 2025 und 2030 konstant. Letzteres ist mit der stetig anfallenden Prozesswérme
zu begriinden, welche bei Nichtwohngebduden haufig anfiallt und mit dem entwickelten
Modell quantitativ abbildbar ist.

Langfristige Warmelastprognosen auf Basis von Sanierungsszenarien

Der Fokus der folgenden Untersuchungen liegt auf der Modellierung langfristiger Warmelast-
prognosen unter Beriicksichtigung des Einflusses verschiedener urbaner Sanierungsreihen-
folgen auf Grundlage der in Kapitel 5 vorgestellten Methoden. Letztere und die Ergebnisse
der exemplarischen Anwendung basieren auf der Studie Long-term urban heating load
predictions based on optimized retrofit orders: A cross-scenario analysis von Koschwitz et al.
(Koschwitz et al., 2019), wobei im Folgenden die wesentlichen Ergebnisse zusammengefasst
aufgefithrt werden. Hinsichtlich der Modelldemonstration wurden 51 der 98 betrachteten
Gebaude fiir die Bildung von Sanierungsreihenfolgen beriicksichtigt. Neben der herkémmli-
chen Vorgehensweise zur Ableitung von Sanierungsreihenfolgen, nach denen die Gebaude
mit dem hochsten Baualter oder Energieeinsparpotential zuerst saniert werden, erfolgt die
Untersuchung des Ansatzes zur Ableitung 6konomisch optimierter Sanierungsfahrplédne
von Spinnraker et al. (Spinnriker etal., 2017). Hierbei ergibt sich die Reihenfolge aus
der Kapitalwertminimierung fiir die Investition in sukzessive Gebdudesanierungen, wobei
sowohl Sanierungs- als auch Energiekosten sowie ein jahrliches Budget als Restriktion
berticksichtigt werden (Koschwitz et al., 2019). Hinsichtlich der Lastgangmodifikationen
geht damit ein spezifischer Zeitpunkt der Lastgangmodifikation fiir die einzelnen Gebéude
im Betrachtungszeitraum einher. Im Rahmen einer {ibergreifenden Szenarioanalyse wird
insbesondere der Einfluss unterschiedlicher Sanierungsreihenfolgen auf die thermischen
Lastgénge untersucht, um Riickschliisse auf die energetische Planung von Stadtquartieren
ziehen zu kénnen. Eingangs erfolgt die Definition der drei Reihenfolgen als Szenarien:

Szenario A: Reihenfolge nach dem Kriterium des hochsten Baualters
Szenario B: Reihenfolge nach dem Kriterium des grofiten Energieeinsparpotenzials

Szenario C: Okonomisch optimierte Sanierungsreihenfolge

In Bezug auf die numerische Abbildung des Einflusses von Sanierungsmafinahmen auf
einen gebdudebezogenen Warmelastgang ist zunédchst festzulegen, ob ein Gebdude wihrend
der Sanierungsphase einen Wéarmeverbrauch in einer gegebenenfalls zu spezifizierenden
Hohe aufweist oder nicht. Im Kontext dieser Studie wurde die Annahme geméfl Kapitel 5
getroffen, dass kein Warmeverbrauch wihrend der Sanierungsphase vorliegt. Die Anpassung
der Lastprognosen fiir ein saniertes Gebdude bei Wiederinbetriebnahme erfolgte nach der
vorgestellten Methode in Kapitel 5. In diesem Zusammenhang zeigt Abbildung 7.13 die
gebaudespezifische Prognose der Warmeleistungsreduktion infolge angepasster charakte-
ristischer Warmeverbrauchswerte. Gemafl des ermittelten Sanierungsfahrplans ist fiir das
Jahr 2024 die Sanierung des Gebaudes vorgesehen, sodass der Warmeleistungsbedarf geméaf
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der Modellannahmen zu Null gesetzt wird. Ab einschliefllich dem Jahr 2025, in dem das
Gebédude wieder genutzt wird, reduziert sich der Warmeleistungsbedarf unter der Annahme
des gebaudenutzungsspezifischen Verbrauchsrichtwerts nach VDI 3807. Fiir jedes Gebédude
des betrachteten Quartiers, welches im Sanierungsfahrplan enthalten ist, findet diese Me-
thode Anwendung. In der Folge ergeben sich fortlaufende Modifikationen hinsichtlich des
Wiérmeleistungsbedarfs der gesamten Gebaudegruppe. Abbildung 7.11 zeigt dahingehend
die geordneten Jahresdauerlinien auf Grundlage der langfristigen Lastprognosen fiir die
Jahre 2019 und 2050 fiir drei verschiedene Sanierungsreihenfolgen. Die Ergebnisse veran-
schaulichen zum einen eine Lastverschiebung in 2019 mit einer reduzierten Spitzenlast
und einer leicht erhéhten Grundlast. Zum anderen variiert der Warmeleistungsbedarf in
Abhéngigkeit von der zugrunde liegenden Sanierungsreihenfolge. Der letztgenannte Effekt
lasst sich am Beispiel der Jahresdauerlinien fiir das Jahr 2025 aufzeigen. Im Hinblick auf
den Warmeleistungsbedarf in 2050 ist eine verstiarkte Spitzen- und Mittellast sowie eine
moderate Grundlastreduktion festzustellen. Die temporéire Variation der Warmelastzu-

stdnde des Quartiers auf Grundlage der drei definierten Szenarien A bis C visualisiert
Abbildung 7.12.
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an Koschwitz et al., 2019
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(c) Szenario C

12: Szenariospezifische, prognostizierte Maximum-, Minimum-, Median-

und Mittelwerte fiir den Warmeleistungsbedarf auf Quartiersebene in Anlehnung an
Koschwitz et al., 2019
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Szenariotibergreifend reduziert sich der Spitzenleistungsbedarf von 2019 bis 2050 um circa
sechs Megawatt, wobei die arithmetischen Mittel- und Medianwerte eine Verringerung des
Wiérmeleistungsbedarfs von ungefihr drei Megawatt aufzeigen. Es ist ferner festzustellen,
dass der Spitzenleistungsbedarf zu verschiedenen Zeitpunkten innerhalb des untersuchten
Prognosezeitraums um circa bis zu zwei Megawatt szenariospezifisch abweicht. Dieses
Ergebnis ist in Abbildung 7.14 dargestellt. Die Grundlast weist dagegen ein nahezu kon-
stantes Niveau {iber den betrachteten Zeitraum hinweg auf. Dieser Effekt ist ferner auf
die Modellannahme zuriickzufiithren, dass die historische Warmegrundlast der Gebaude
nicht von den Sanierungsmafinahmen betroffen ist. An dieser Stelle zeigt sich zudem,
dass Modifikationen der Zusammensetzung dhnlichkeitsbasierter Lastprofilgruppen sowie
szenariobedingte Abweichungen in der Hohe des Gleichzeitigkeitsfaktors zu erwarten sind.
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Abbildung 7.13: Exemplarisches Ergebnis der Warmeleistungsreduktionen infolge
Gebédudesanierung in Anlehnung an Koschwitz et al., 2019
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Abbildung 7.14: Vergleich der prognostizierten Fluktuationen von maximalen War-

meleistungsspitzen in Bezug auf die Szenarien A bis C in Folge einzelner Gebadudesa-
nierungen in Anlehnung an Koschwitz et al., 2019

7.2.3 Ergebnisse des Clusterings von Lastprofilen

Grundlage der nachfolgenden Untersuchungen sind unterschiedliche Detailgrade hinsicht-
lich des Clusterings der thermischen Lastprofile als Basis fiir die dhnlichkeitsbasierten
Gruppierungen von thermischen Lastprofilen. Im Folgenden dienen die in Kapitel 5 defi-
nierten drei Detailgrade fiir das Clustering der weiteren Analyse. Die Untersuchung beruht
auf 47 historischen Kiihllastgéngen, wobei, wie in Kapitel 5 erldutert, die Messdaten des
Sommerhalbjahres Anwendung finden. Beginnend bei dem feinen Detailgrad zur Cluster-
analyse dienen 49 Neuronen der Gruppierung von normierten Lastprofilen. Abbildung
7.15 visualisiert die Anzahl der Lastprofile, welche einem Neuron bzw. Referenzvektor
zugeordnet wurden. Es ist festzustellen, dass sich auf Grundlage des Detailgrads fein zwei
Cluster mit jeweils drei und ein Cluster mit zwei Lastgidngen bilden. Die verbleibenden
Cluster bestehen maximal aus einem Lastgang. Die Verwendung des mittleren Detailgrades,
welcher an dieser Stelle 24 Neuronen entspricht, fithrt zu einem abweichenden Ergebnis
des Clusterings, das in Abbildung 7.16 dargestellt ist. Infolge der Verringerung der Anzahl
an Neuronen und damit auch jener der moglichen Clusterzentren werden leere Cluster
vermieden und die Gruppengréfien erhéht. Die maximale Anzahl an Lastprofilen in einem
Cluster betragt 10.
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Abbildung 7.15: Darstellung der SOM-Topologie und der dazugehérigen 49 Neuronen
mit der Anzahl an zugewiesenen Eingangsvektoren auf Grundlage der Gruppierung
von Kiihllastprofilen des Sommerquartals
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Abbildung 7.16: Darstellung der SOM-Topologie und der dazugehérigen 24 Neuronen
mit der Anzahl an zugewiesenen Eingangsvektoren auf Grundlage der Gruppierung
von Kiihllastprofilen des Sommerquartals

Im weiteren Verlauf werden die Ergebnisse des Clusterings mit dem Detailgrad gering und
sechs Neuronen vorgestellt, welche in Abbildung 7.17 dargestellt sind. Die Gruppengréfien
lassen sich somit erhchen, wobei gleichzeitig Lastprofile identifiziert werden, die Ausreifer
darstellen und jeweils ein eigenes Cluster bilden. Fiir jedes Cluster kann ferner ein gemit-
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teltes Standardlastprofil erstellt werden, wodurch sich Unterschiede zwischen den Clustern
anhand der Lastprofilcharakteristika aufzeigen lassen. Abbildung 7.18 veranschaulicht die
Standardlastprofile fiir sechs Cluster, wobei die Cluster 3 und 6 die Ausreifler abbilden.

-1 ‘ ‘ ‘
-1 0 1 2

Abbildung 7.17: Darstellung der SOM-Topologie und der dazugehorigen 6 Neuronen
mit der Anzahl an zugewiesenen Eingangsvektoren auf Grundlage der Gruppierung
von Kiihllastprofilen des Sommerquartals

Um Gruppierungen der Lastprofile auf Grundlage von Datensédtzen mehrerer Jahre zu
ermoglichen, werden die Clusterzugehoérigkeiten im Folgenden nach dem Superpositions-
prinzip iiberlagert.

Tabelle 7.12: Cluster fiir die Kélteversorgung auf Grundlage von zwei analysierten
Jahren mit maximal 6 Clustern und mehr als einem Mitglied je Cluster

Gruppennummer Gebidudenummern

4, 8,9, 10, 15, 18, 20, 21, 24
5, 13, 23, 26, 29
34, 37, 38

32, 46

40, 44
6,7, 14, 47

16, 19, 25

2, 27, 36, 43

11, 31, 45

1, 12, 22

17, 28, 30, 33, 42
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Abbildung 7.18: Darstellung der gruppenspezifischen Standardlastprofile auf Grund-
lage des Clusterings mit einem geringen Detailgrad
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Dadurch lassen sich Gebdudegruppen definieren, die langerfristig die selben charakteristi-
schen Lastprofile aufweisen, wodurch das Ergebnis des Clusterings eine erhchte Verallgemei-
nerbarkeit aufweist. Am Beispiel von sechs Clustern sind in Tabelle 7.12 die resultierenden
11 Gebdudegruppen mit mehr als einem Mitglied aufgelistet. Durch die Uberlagerung der
Cluster verdoppelt sich die Anzahl der Gebdudegruppen mit mindestens zwei Mitgliedern
nahezu. Analog zu Tabelle 7.12 sind in Tabelle 7.13 die Ergebnisse der Clustersuperpositio-
nen fiir maximal 24 Clusterzentren aufgefiihrt. In diesem Fall fithrt die Verfeinerung des
Clusterings zu einer dhnlichen Anzahl an Gebdudegruppen mit mehr als einem Mitglied im
Gegensatz zum Clustering auf Basis der einzelnen Jahresdatensétze. Ein gegenteiliger Effekt
ist fiir die Uberlagerung der Ergebnisse des Clusterings mit 49 Neuronen festzustellen,
welche in Tabelle 7.14 aufgelistet sind.

Tabelle 7.13: Cluster fiir die Kélteversorgung auf Grundlage von zwei analysierten
Jahren mit maximal 24 Clustern und mehr als einem Mitglied je Cluster

Gruppennummer Gebidudenummern

1 17, 30
1,22, 27

6, 14

4,8,9, 15, 21
10, 24

37, 38

5, 26, 29

N O U W N

Tabelle 7.14: Cluster fiir die Kélteversorgung auf Grundlage von zwei analysierten
Jahren mit maximal 49 Clustern und mehr als einem Mitglied je Cluster

Gruppennummer Gebidudenummern

1 6, 14
2 1, 22

Hier verringert sich die Anzahl der Geb&dudegruppen, sodass zwei Gruppen mit jeweils
zwei Gebéduden verbleiben. An dieser Stelle erreicht das feine Clustering einen sehr hohen
Detailgrad, wodurch nur noch sehr dhnliche Lastprofile mit einer hohen Gleichzeitigkeit
in ihren charakteristischen Verldufen zusammen gruppiert werden. Dazu ist beispielhaft
ein Auszug aus zwei Lastgingen, welche einem Cluster entsprechen, in Abbildung 7.19
dargestellt.
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Abbildung 7.19: Exemplarischer Auszug aus den Ergebnissen der Clusteriiberlage-
rungen mit zwei gruppierten Lastprofilen

7.3 Ergebnisse der Quantifizierung von Gleichzeitigkeitseffekten

Im Rahmen dieses Abschnitts erfolgt die Ergebnisanalyse zur Quantifizierung von Gleichzei-
tigkeitseffekten im Kontext des vorliegenden Anwendungsfalls. Eingangs werden Gleichzei-
tigkeitsfaktoren auf Basis der konventionellen Methode fiir die Warme- und Kélteversorgung
ermittelt. Anschliefend dienen die Resultate der Anwendung von AMSA einerseits zum
Vergleich mit konventionellen Referenzwerten, andererseits demonstrieren sie die Vortei-
le der im Rahmen dieser Arbeit entwickelten Erweiterung des Methodenspektrums zur
Gleichzeitigkeitsanalyse.

7.3.1 Konventionelle Ermittlung von Gleichzeitigkeitsfaktoren

Im weiteren Verlauf werden die Ergebnisse zur Herleitung von Kennlinien fiir den Gleich-
zeitigkeitsfaktor anhand der gebaudespezifischen Zeitreihen zu historischen Wéarme- sowie
Kiihllasten vorgestellt und erldutert. Die dazugehorigen methodischen Grundlagen sind in
Anhang A, Abschnitt A.3, zusammengefasst. Letztere beruhen im Wesentlichen auf der all-
gemeinen Definition des Gleichzeitigkeitsfaktors nach Gleichung (2.1). Mit der Auswertung
von Gleichzeitigkeitsfaktoren fiir verschiedene Abnehmergruppenzusammensetzungen und
Gruppengroflen, lassen sich, wie in Kapitel 2 erldutert, Wertebereiche definieren. Die Un-
tersuchungen basieren auf zuféllig zusammengesetzten Gebdudegruppen unterschiedlicher
Grofe. Letztere variiert in der Warmeversorgung in einem Wertebereich zwischen 1 und
63, wohingegen fiir die Kélteversorgung Gruppengréfien von 1 bis 17 betrachtet werden.
Die Limitation der Gruppengréfien auf ungefihr zwei Drittel der Gesamtabnehmeranzahl
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beruht auf der Uberlegung, dass andernfalls zu geringe Variationsmoglichkeiten bei den
Gruppenzusammensetzungen bestehen (Winter etal., 2001). Dies betrifft insbesondere
groBere Gruppen. In Bezug auf die Ermittlung eines gruppenspezifischen représentativen
Gleichzeitigkeitsfaktor wird das 95%-Quantil verwendet, um den Einfluss von Ausreifiern
zu reduzieren. Hinsichtlich der Hohe des Gleichzeitigkeitsfaktors fiir die Warmeversorgung
bei variierender Abnehmerzahl ist in Abbildung 7.20 der funktionale Verlauf auf Grundlage
verschiedener Stichprobengrofien visualisiert.
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Abbildung 7.20: Ergebnis der statistischen Analyse zur Entwicklung des Gleichzeitig-
keitsfaktors fiir die Warmeversorgung in Abhéngigkeit von der Abnehmergruppengrofie

In Abbildung 7.21 sind darauf aufbauend die approximierte Naherungsfunktion auf Grund-
lage eines 95%-Konfidenzintervalls fiir die Quantifizierung des Gleichzeitigkeitsfaktors in
Abhéngigkeit von der Gréfle der Warmeabnehmergruppe dargestellt. Auf Grundlage der
Kurvenanpassung ergibt sich ein Bestimmtheitsmafl von 0,97, wobei die Funktion nach

Gleichung (7.2) definiert ist.

Cl':ECQ—i—Cg x> 2
f(z) = (7.2)

1 T <2
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Die dazugehorigen Funktionsparameter Cp, Cy und C3 sind nachfolgend aufgefiihrt.

Oy = 0,5542
Cy = —0,1162
Oy = 0,4448

Abbildung 7.22 zeigt den Vergleich der Néherungsfunktionen fiir gebdudespezifische Nenn-
leistungen auf Grundlage einer Norminnentemperatur von 20 und 22 °C im Rahmen einer
durchgefithrten Sensitivitdtsanalyse. Fiir letztere ist in Anhang D, Abschnitt D.2 das Ergeb-
nis der statistischen Auswertung aufgefithrt. Eine Verschiebung der Norminnentemperatur
im Zuge der Ermittlung der Normheizlast mittels des Regressionsverfahrens um zwei Kelvin
bedingt eine Abweichung beider Kennlinien voneinander um 0,04. Dementsprechend bewirkt
die Erhohung der angenommenen Norminnentemperatur fiir den gesamten Gebdudebestand
eine Reduzierung des Gleichzeitigkeitsfaktors um 0,04. Abbildung 7.23 veranschaulicht
zudem den Vergleich zwischen den Kennlinien von Winter et al. und Tol et al. sowie der im
Rahmen dieser Arbeit hergeleiteten Funktion des Gleichzeitigkeitsfaktors in Abhéngigkeit
von der Warmeabnehmeranzahl.
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Abbildung 7.21: Darstellung der Niherungsfunktion zur Approximation des Gleich-
zeitigkeitsfaktors fir die Warmeversorgung in Abhéngigkeit von der Grofle der Abneh-
mergruppe
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Abbildung 7.22: Vergleich der Ndherungsfunktionen zur Approximation des Gleich-
zeitigkeitsfaktors fiir die Warmeversorgung in Abhéngigkeit von der Grofie der Abneh-
mergruppe und der gewdhlten Norminnentemperatur im Hinblick auf die Bestimmung

der Nennleistungen
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Abbildung 7.23: Vergleich der im Rahmen dieser Arbeit hergeleiteten Kennlinie fiir
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Letztere weist einen dhnlichen charakteristischen Verlauf zu der Kennlinie von Tol et
al. auf, wobei der Wertebereich 0,2 bis 0,3 erhoht ist. Ferner ist festzustellen, dass der
Gleichzeitigkeitsfaktor fiir das in dieser Arbeit untersuchte Gebiet der Kennlinie von
Tol et al. folgend als zu gering angesetzt werden wiirde. Dies liegt in erster Linie darin
begriindet, dass der funktionale Zusammenhang fiir Wohngebdude hergeleitet wurde,
wéahrend die Gleichzeitigkeitsfaktoren in dieser Arbeit fiir Nichtwohngebdude berechnet
werden. Weiterhin ist die erhéhte Gleichzeitigkeit im betrachteten Forschungszentrum
Jiilich auf unter anderem homogene Gebdudenutzungszeiten infolge dhnlicher Arbeits- und
Ferienzeiten zuriickzufithren, wodurch Warmespitzen in einem begrenzten Zeitraum zu
erwarten sind. In Bezug auf den Vergleich mit der Kennlinie von Winter et al. ist ferner
festzustellen, dass der Gleichzeitigkeitsfaktor fiir Gruppengréfien bis ungefihr 37 hoher
anzusetzen ist. Demgegeniiber ist der Gleichzeitigkeitsfaktor fiir das vorliegende Gebiet fiir
Gruppen mit mehr als 37 Gebduden zu gering dimensioniert. Zusammenfassend resultieren
diese Ergebnisse in den folgenden Schlussfolgerungen:

I. Fiir das vorliegende Versorgungsgebiet fiihrt die Quantifizierung des Gleichzeitigkeits-
faktors nach Tol et al. zu einer Unterdimensionierung von zentralen Warmeerzeu-
gungsanlagen und Wérmenetzen, wodurch Versorgungsengpésse entstehen kénnen.

II. Fiir das vorliegende Versorgungsgebiet fithrt die Quantifizierung des Gleichzeitigkeits-
faktors nach Winter et al. zu Uberdimensionierungen bei kleinen und Unterdimensio-
nierungen bei grofien Versorgungsgruppen, wodurch im ersten Fall 6konomische sowie
okologische Ineffizienzen und im zweiten Fall Versorgungsengpésse zu erwarten sind.

Daher ist an dieser Stelle festzustellen, dass eine Ubertragbarkeit von Kennlinien nicht
ausreichend fiir die Planung von Versorgungsgebieten ist. Analog zur Warmeversorgung ist
in Abbildung 7.24 der funktionale Verlauf des Gleichzeitigkeitsfaktors fiir die Kélteversor-
gung in Abhéngigkeit von der untersuchten Stichprobengrofie dargestellt. Abbildung 7.25
zeigt die approximierte Naherungsfunktion im Rahmen des 95%-Konfidenzintervalls fir die
Quantifizierung des Gleichzeitigkeitsfaktors in Abhéangigkeit von der Grofle der Kalteab-
nehmergruppe. Auf Grundlage der Kurvenanpassung ergibt sich ein Bestimmtheitsmaf
von 0,91, wobei die Funktion nach Gleichung (7.3) definiert ist.

01'1‘02+03 >3
f(z) = (7.3)

1 T <3

Die dazugehorigen Funktionsparameter C7, Co und Cs sind nachfolgend aufgefiihrt.

C1 =0,4618
Cy = —0,5640
C3 =0,7515
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Abbildung 7.24: Ergebnis der statistischen Analyse zur Entwicklung des Gleichzei-
tigkeitsfaktors fiir die Kélteversorgung in Abhéngigkeit von der Gruppengrofie
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Abbildung 7.25: Darstellung der Naherungsfunktion zur Approximation des Gleich-
zeitigkeitsfaktors flir die Kélteversorgung in Abhéngigkeit von der Gréfle der Abneh-

mergruppe

Abbildung 7.26 zeigt den Vergleich der Naherungsfunktionen fiir gebdudespezifische Nenn-
leistungen auf Grundlage einer Auslegungstemperatur von 33 und 35 °C. Die Ergebnisse
der statistischen Auswertung fiir die letztgenannte Auflentemperatur ist ferner Anhang
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D, Abschnitt D.2 zu entnehmen. Eine eindeutige Trennung beider Leistungsanteile ist
im Nichtwohngebdudebereich oftmals schwer mdglich, da der Warmebedarf beispielsweise
durch nacht- und wochendspezifische Regelungsstrategien beeinflusst wird (Frederiksen
etal., 2014), wodurch sich von dem obigen Schema abweichende Datenpunkte ergeben. An
dieser Stelle konnen beispielhafte Visualisierungen dieses Problems Anhang D, Abschnitt
D.1 entnommen werden. Daher muss die Heizgrenztemperatur manuell festgelegt werden.
Im Rahmen von durchgefiihrten Energieaudits liegen weitere Informationen fiir einige
Gebaude vor. In diesem Zusammenhang wurde unter anderem der gebdudespezifische
Warmebedarf in einen statischen und in einen dynamischen Anteil aufgeteilt. Dahingehend
zeigen sich Unterschiede zwischen den Gebduden im Hinblick auf die Aufteilung zwischen
statischem und dynamischen Warmebedarf, welche im Detail Tabelle C.4 zu entnehmen
sind. Es sind dabei sowohl Gebdude mit ausschliefllich statischem Warmebedarf als auch
Gebaude mit 95% dynamischem Warmebedarf vorhanden. Damit ist neben den unter-
schiedlichen Baualtersklassen auch eine Heterogenitét in der Charakteristik der Lastprofile
fir den Warmebedarf anzunehmen.
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Abbildung 7.26: Vergleich der Naherungsfunktionen zur Approximation des Gleich-
zeitigkeitsfaktors fiir die Kélteversorgung in Abhéngigkeit von der Grofie der Abneh-
mergruppe und der gewdhlten Auslegungstemperatur im Hinblick auf die Bestimmung
der Nennleistungen

7.3.2 Quantifizierung von Gleichzeitigkeitseffekten mit AMSA

Der folgende Unterabschnitt beinhaltet abschlieBend die Ergebnisse zur Quantifizierung
von Gleichzeitigkeitseffekten mit AMSA im Rahmen exemplarischer Analysen. Im Hinblick
auf die vorangestellte Herleitung der Kennlinien werden im Folgenden die Resultate der
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szenariobasierten Ermittlung von Gleichzeitigkeitsfaktoren unter Beriicksichtigung von
Unsicherheit auf Quartiersebene analysiert. Dazu dienen fiir die Warmeversorgung der
Gebédude exemplarisch die folgenden Szenarien zur Modelldemonstration:

W1. Gleichzeitigkeitsfaktoren auf Grundlage der Analyse historischer Messdaten und 10
untersuchter Warmeleistungsspitzen

W2. Gleichzeitigkeitsfaktoren auf Grundlage der Analyse von Wérmelastprognosen im
Zeitraum von 2019 bis 2025 unter Verwendung des Trend-TRJ und 50 untersuchter
Leistungsspitzen

W3. Gleichzeitigkeitsfaktoren auf Grundlage der Analyse von Warmelastprognosen im
Zeitraum von 2019 bis 2025 unter Verwendung des Extrem-Winter-TRJ und 50
untersuchter Leistungsspitzen

W4. Gleichzeitigkeitsfaktoren auf Grundlage der Analyse von Warmelastprognosen im
Zeitraum von 2019 bis 2025 unter Verwendung des Trend-TRJ und einer 6konomisch
optimierten Sanierungsreihenfolge sowie 50 untersuchter Leistungsspitzen

Die Ergebnisse sind in Abbildung 7.27 mittels Boxplots dargestellt.

Gleichzeitigkeitsfaktor [-]

| | | |
W1 W2 W3 W4
Abbildung 7.27: Spektrum des Gleichzeitigkeitsfaktors auf Grundlage der 10 hochs-
ten Warmeleistungsspitzen im Kontext historischer Warmeleistungsdaten aus den

Jahren 2016 und 2017 sowie auf Basis der 50 héchsten Warmeleistungsspitzen in den
Wiérmebedarfsprognosen bis 2025

Es ist festzustellen, dass die Maximalwerte flir den Gleichzeitigkeitsfaktor szenariotiber-
greifend zwischen ungefdhr 0,91 in W1 und 0,65 in W4 variieren. Im Vergleich dazu ergibt
sich auf Basis der hergeleiteten Kennlinie fiir die betreffende Gesamtgruppengréfie ein
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Wert von ungefahr 0,77. Somit wiirden im Hinblick auf W1 sowohl thermische Energieer-
zeuger als auch Verteilungssysteme unterdimensioniert werden. Unter Beriicksichtigung
zukiinftiger Lastzusténde, welche an dieser Stelle exemplarisch fiir den Zeitraum bis 2025
prognostiziert sind, ergibt sich ein geringerer Maximalwert fiir den Gleichzeitigkeitsfaktor
unter Berticksichtigung von Gebédudesanierungen. Dadurch sind Ineffizienzen infolge iiber-
dimensionierter Erzeuger und Netze zu erwarten, sofern der Kennlinienwert angesetzt wird.
Ferner variiert auch das Wertespektrum als Entscheidungskorridor in den Szenarien. Die
Ergebnisse implizieren an dieser Stelle, dass die Spitzenlast beispielsweise bei Umsetzung
der Sanierungsreihenfolge im Vergleich zum konventionell angesetzten Kennlinienwert um
12% sinkt.

Im Kontext der Planung zur Kélteversorgung des Quartiers werden fiir die Modellevaluation
die folgenden Szenarien exemplarisch analysiert:

C1. Gleichzeitigkeitsfaktoren auf Grundlage der Analyse historischer Messdaten und 10
untersuchter Kiihlleistungsspitzen

C2. Gleichzeitigkeitsfaktoren auf Grundlage der Analyse von Kiihllastprognosen im Zeit-
raum von 2019 bis 2025 unter Verwendung des Trend-TRJ und 50 untersuchter
Leistungsspitzen

C3. Gleichzeitigkeitsfaktoren auf Grundlage der Analyse von Kiihllastprognosen im Zeit-
raum von 2019 bis 2025 unter Verwendung des Extrem-Sommer-TRJ und 50 unter-
suchter Leistungsspitzen

1

L — f

0,6 |- =

04/ — |

Gleichzeitigkeitsfaktor [-]

| |
C1 C2 C3

Abbildung 7.28: Spektrum des Gleichzeitigkeitsfaktors auf Grundlage der 10 héchs-
ten Kiihlleistungsspitzen im Kontext historischer Kiihlleistungsdaten aus den Jahren
2016 und 2017 sowie auf Basis der 50 hochsten Kiihlleistungsspitzen in den Kiihlbe-
darfsprognosen bis 2025
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Abbildung 7.28 visualisiert die mit AMSA generierten Ergebnisse. Auf Grundlage der
hergeleiteten Naherungsgleichung ergibt sich ein Gleichzeitigkeitsfaktor von ungeféhr 0,8,
wobei mit AMSA Maximalwerte im Bereich zwischen circa 0,91 und 0,49 in Abhéngig-
keit vom betrachteten Szenario generiert werden. An dieser Stelle zeigt sich die starke
Abhéngigkeit des Gleichzeitigkeitsfaktors von den angenommen Randbedingungen. In der
Planung des Energiesystems konnte im vorliegenden Fall beispielsweise ein Wert im Bereich
0,49 fiir die Dimensionierung eines zentralen Kélteversorgungssystems angesetzt werden
und Speichersysteme zur Verschiebung von Lastspitzen fungieren. Alternativ kénnten
lokal installierte Kéltemaschinen ergdnzend zur zentralen Erzeugung fiir die Abdeckung
von Lastspitzen dienen. In diesem Zusammenhang ist beispielsweise auch zu priifen, ob
Abwirme zur Verfiigung steht, die mittels Absorptionskéltemaschinen genutzt werden
kann. Es ist zusammenfassend an dieser Stelle festzustellen, dass mit AMSA differenzier-
tere und zukunftsfahigere Entscheidungen in der Dimensionierungsplanung von urbanen
Energiesystemen moglich sind. So lassen sich verschiedene Szenarien zur Entwicklung des
Gleichzeitigkeitsfaktors in den Vergleich von Versorgungsvarianten integrieren.
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Abbildung 7.29: Darstellung eines exemplarischen Ergebnisses zur Identifizierung
von Versorgungsinseln auf Grundlage der Gleichzeitigkeitsanalyse mit A MSA

In Bezug auf die Auswertung der Ahnlichkeitsanalysen zeigt Abbildung 7.29 exemplarisch
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die Verortung einer Gebaudegruppe (blau markiert) mit &hnlichen Lastprofilen im be-
trachteten Quartier dieser Arbeit. Es lassen sich am Beispiel des vorliegenden Ergebnisses
mindestens drei mogliche Versorgungsinseln identifizieren. Als Indikatoren dienen dabei
die rdumliche Nihe der Gebiude zueinander und die Ahnlichkeit der Lastprofile, welche
kontinuierliche Spitzenlastverschiebungen der Gebdudegruppe durch die Integration zentra-
ler Speichersysteme ermdoglichen.
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Abbildung 7.30: Darstellung der Gebaudegruppierungen auf Grundlage von Warme-
lastprognosen fiir das Jahr 2025

Im Hinblick auf die Analyse langfristiger Lastszenarien sind in Abbildung 7.30 die Gebé&u-
degruppierungen auf Grundlage von Warmelastprognosen fiir das Jahr 2025 dargestellt.
Abbildung 7.31 visualisiert erginzend dazu die Modifikation der Gruppenzugehorigkeiten
infolge der Berticksichtigung der 6konomisch optimierten Sanierungsreihenfolge. Somit
kénnen szenariobasiert Insellésungen fir die Energiesystemvarianten identifiziert werden.
Dartiber hinaus lassen sich Anhaltspunkte fiir Lastausgleichspotenziale auf Grundlage der
Gebédudegruppierungen generieren, welche in den Unterschieden zwischen Lastprofilen der
einzelnen Versorgungsgruppen begriindet liegen. In diesem Zusammenhang eignet sich
insbesondere der Detailgrad fein, der im Zuge der Festlegung der Cluster-Granularitit in
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AMSA ausgewéhlt werden kann.
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Abbildung 7.31: Darstellung der Gebadudegruppierungen auf Grundlage von Wéarme-
lastprognosen fiir das Jahr 2025 unter Beriicksichtigung der 6konomisch optimierten
Sanierungsreihenfolge im Quartier

In Kombination mit der Quantifizierung von gruppenspezifischen Anteilen an den Last-
spitzen im Quartier dient die Ahnlichkeitsanalyse ferner der Quantifizierung des Lastver-
schiebungspotenzials. Fiir die weiteren Analysen in diesem Abschnitt gelten die folgenden
Bezeichnungen:

LV. Gebdudegruppe mit dem gréfiten kontinuierlichen Lastverschiebungspotenzial
KLV1. Gebdudegruppe mit geringerem kontinuierlichen Lastverschiebungspotenzial
KLV2. Gebdudegruppe mit geringerem kontinuierlichen Lastverschiebungspotenzial
KLV3. Gebdudegruppe mit geringerem kontinuierlichen Lastverschiebungspotenzial

Abbildungen 7.32 und 7.33 veranschaulichen exemplarisch das Ergebnis vor dem Hin-

tergrund von Lastprognosen fiir das Jahr 2025. Hierbei zeigt sich, dass mit AMSA die
Gruppe LV auf Grundlage des kontinuierlichen ganzheitlichen Lastverschiebungspotenzials
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identifiziert wird, da sowohl historisch als auch auf Basis der Lastprognosen konstant hohe
Spitzenlastanteile quantifiziert wurden. Gruppe KLV weist dabei ein etwas geringfiigigeres
Potenzial auf. Es ist jedoch dariiber hinaus auch weiterhin festzustellen, dass sich neben
der Gruppe LV auch weitere Lastprofilgruppen fiir Lastverschiebungen eignen.
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Abbildung 7.32: Gebadudegruppe (LV) mit dem groBten kontinuierlichen Lastver-
schiebungspotenzial auf Grundlage von Wérmelastprognosen fiir das Jahr 2025
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Abbildung 7.33: Gebidudegruppe (KLV) mit dem zweitgroBten kontinuierlichen
Lastverschiebungspotenzial auf Grundlage von Wérmelastprognosen fiir das Jahr 2025

In Bezug auf die Analyse der Gleichzeitigkeitseffekte in der Lastverteilung auf Grundlage
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kurzfristiger Wéarme- und Kiihllastprognosen sind in den Abbildungen 7.34 und 7.35 die
maximalen Anteile von jeweils vier klassifizierten Gebdudegruppen am Spitzenwéirme- bzw.
Spitzenkiihlleistungsbedarf dargestellt. Es wird dabei ferner zwischen folgenden Varianten
unterschieden.

24h. Untersuchung von einer Leistungsspitze im Betrachtungszeitraum
72h. Untersuchung von fiinf Leistungsspitzen im Betrachtungszeitraum

168h. Untersuchung von zehn Leistungsspitzen im Betrachtungszeitraum

Die blau gefarbten Saulen reprasentieren die Gruppe, deren aggregiertes Lastprofil auf
Basis der Klassifikation mit AMSA die groBte Ahnlichkeit zu jenem auf Quartiersebene
aufweist. Diese sind zudem mit der Abkiirzung LV (Lastverschiebung) gekennzeichnet. Die
verbleibenden Gruppen weisen den Zusatz KLV (Keine Lastverschiebung) auf. Weiterhin
ist bei der Interpretation der Sdulendiagramme zu beachten, dass die Anteile fiir die 72-
und 168-Stunden-Prognosezeitraume jeweils in Summe nicht hundert Prozent ergeben, da
mehr als eine Leistungsspitze analysiert wurde und der maximale Spitzenlastanteil damit
zu unterschiedlichen Zeitpunkten auftreten kann.
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Abbildung 7.34: Prozentualer Anteil des gruppenspezifischen Warmeleistungsbedarfs
zum Zeitpunkt des Spitzenwarmeleistungsbedarfs auf Quartiersebene in Abhéngigkeit
vom Prognosezeithorizont und analysierter Leistungsspitzenzahl

Anhand des gruppierten Sadulendiagramms fiir die Analyse der Warmelastverteilungen
ist festzustellen, dass Gruppe 1 mit 47%, 77% und 78% die jeweils grofiten Anteile am
Waiérmespitzenleistungsbedarf auf Quartiersebene besitzt. Die verbleibenden klassifizierten
Gebaudegruppen weisen maximal einen 34%-Anteil auf. Dieses Ergebnis findet infolge der
Analyse der Kiihllastverteilungen Bestétigung: Der maximale Anteil von Gruppe 1 am
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Spitzenkiihlleistungsbedarf des gesamten Quartiers betrégt in Abhédngigkeit vom jeweiligen
Prognosehorizont 56%, 74% bzw. 80%, wihrend die verbleibenden Gruppen maximal einen
Anteil von 23% abdecken.
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Abbildung 7.35: Prozentualer Anteil des gruppenspezifischen Kiihlleistungsbedarfs
zum Zeitpunkt des Spitzenkiihlleistungsbedarfs auf Quartiersebene in Abhéngigkeit
vom Prognosezeithorizont und der Leistungsspitzenzahl
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Abbildung 7.36: Gruppenspezifische Anteile an Spitzenkiihllasten auf Quartiersebene
auf Basis von 72-Stunden-Prognosen und fiinf untersuchten Leistungsspitzen
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Die Ergebnisse dieses Unterabschnitts lassen folglich den Schluss zu, dass mittels Clus-
tering und Klassifikation Gebaudegruppen identifiziert werden kénnen, deren temporére
Spitzenlastverschiebung als Gruppe einen sehr hohen Einfluss auf den Spitzenlastbedarf auf
Quartiersebene haben. Dariiber hinaus bestétigen die Ergebnisse der Unsicherheitsanalysen
auf Basis kurzfristiger Lastprognosen, welche in Abbildung 7.36 dargestellt sind, dass neben
der Gruppe LV auch in den anderen Gruppen Potenziale fiir Lastverschiebungen vorhanden
sind.

Im Hinblick auf die eingangs dieser Arbeit thematisierte Transformation urbaner Energie-
systeme vor dem Hintergrund komplexer dynamischer Informationsgrundlagen lassen sich
die vorangestellten Ergebnisse und die Vorteilhaftigkeit der Anwendung von AMSA in der
Energiesystemplanung wie folgt exemplarisch zusammen fassen.

Entscheidungskorridor

Lastszenario 1 Lastszenario 11

Systemvariante I Systemvariante 11

kW

Abbildung 7.37: Exemplarische systemische Darstellung der Energiesystemvarianten
infolge zukiinftiger Lastprofilmodifikationen unter Berticksichtigung des szenarioabhén-
gigen Lastverschiebungspotenzials
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In Abbildung 7.37 sind dazu zwei verschiedene Energiesystemvarianten als Entscheidungskor-
ridor auf Basis unterschiedlicher Lastszenarien vereinfacht dargestellt. Die Quantifizierung
von Lastszenario I und die anschlieBende Ahnlichkeitsanalyse beziiglich der individuel-
len Lastprofilcharakteristika resultieren in der Empfehlung eines Zusammenschlusses von
drei Gebduden zu einem Subsystem mit einem zentralen Energieerzeugungs- und speiche-
rungssystem. Infolge dessen lassen sich kontinuierlich Lastspitzen in diesem Subsystem
verschieben, sodass der Energieerzeuger hauptsichlich eine Grundlast bereitstellt und
somit der teure Betrieb des Spitzenlastkessels reduziert wird (Frederiksen etal., 2014).
Lastszenario II beriicksichtigt die Sanierung eines Gebdudes und beispielsweise modifizierte
Wetterrahmenbedingungen. Dadurch ergibt sich eine abweichende Systemempfehlung mit
zwei Subsystemen. Mittels eines jeweils installierten Speichers lassen sich die aggregierten
Lastprofile der Subsysteme letzterer und somit auch das Gesamtlastprofil gldtten.

Entscheidungskorridor

Lastszenario 1 Lastszenario 11
Gleichzeitigkeitsfaktor I < Gleichzeitigkeitsfaktor 1T
| Leistungsklasse Erzeuger < | Leistungsklasse Erzeuger

Z Netzdimension < Z Netzdimension

Abbildung 7.38: Exemplarische systemische Darstellung der Implikationen fiir die
Dimensionierung zentraler Energieinfrastrukturen infolge der pradiktiven Lastszenario-
analysen und resultierender Gleichzeitigkeitsfaktoren

Der Gleichzeitigkeitsfaktor als weiterer Entscheidungsparameter fiir die 6konomisch und
Okologisch optimierte Auslegung von zentralen Energieerzeugungsanlagen und Netzen ist
ebenso abhingig von dem gewéhlten Lastszenario. Im Sinne der Planung und des Betriebs
eines zukunftsfihigen optimierten Energiesystems ist dieser ein wesentlicher Bestandteil
im Entscheidungskorridor, da sowohl die Wahl der Leistungsklasse eines Energieerzeugers
als auch die Festlegung von Netzdimensionen von der Hohe abhéngig ist. Abbildung 7.38
zeigt exemplarisch, dass auf Grundlage von Lastszenario I der Gleichzeitigkeitsfaktor
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geringer als jener basierend auf Lastszenario II ist. Diese Analyse ist mit AMSA auch
auf Subsysteme iibertragbar, sodass ein differenzierteres Bild entsteht. Es wurde somit
gezeigt, dass die Bertiicksichtigung von Gleichzeitigkeitseffekten in Lastverteilungen fiir die
Wahl und den Betrieb von Energiesystemen einen Mehrwert darstellt. Gleichwohl sind fiir
die optimierte Systemwahl auch weitere Analysen, beispielsweise in Bezug auf geeignete
Energieerzeugerkombinationen, notwendig.

7.4 Zusammenfassung

Die Ausfithrungen dieses Kapitels zielten auf die Demonstration der Eignung von AMSA
fiir die Adressierung des abgeleiteten Forschungsbedarfs zur Quantifizierung von Gleichzei-
tigkeitseffekten ab. Als Informationsgrundlage dienten Monitoringdaten des Forschungszen-
trums Jilich zum gebaudespezifischen Warme- und Kalteverbrauch im Quartier. Zudem
erganzten Zeitreihen der Wettervariablen die historische Datengrundlage. Um Nutzungs-
zeiten der Gebéude fiir Lastprognosen beriicksichtigen zu kénnen, wurden binér kodierte
Anwesenheitsprofile in Abhéngigkeit von den durchschnittlich angenommenen Arbeitszei-
ten erstellt, wobei explizit Wochenend- und Feiertage sowie Ferienzeiten Beriicksichtigung
fanden. In Ergdnzung dazu dienten kurzfristige Wetterprognosen und TRJ des DWD
sowie Kennwerte zum spezifischen Warmeverbrauch von Gebduden der Datenanreicherung.
Ferner wurden Sanierungsreihenfolgen von Spinnriker et al. als Basis fiir die Modifizierung
zukiinftiger Lastprognosen im Rahmen von Szenarioanalysen in Bezug auf die Entwicklung
des zukiinftigen Energiebedarfs zur Abbildung disruptiver Ereignisse in der Planung urba-
ner Energiesysteme integriert.

Zur Demonstration der Modellkomponenten wurden eingangs die Ergebnisse der Daten-
vorverarbeitung hinsichtlich der Fehlerbereinigung und Normalisierung vorgestellt sowie
insbesondere die Notwendigkeit der Ausreiflereliminierung hervorgehoben. Anschlieflend
erfolgte die komparative Analyse der Prognosemethoden des entwickelten Ensembles, wobei
sich die NARX RNN gegeniiber den epsilon-SVM-R Modellen als mehrheitlich iiberlegen
gezeigt haben. Dennoch konnten in Einzelfdllen mit der zweitgenannten Modellkategorie
bessere Ergebnisse beziiglich der Prognosegiite erzielt werden. Die Resultate begriinden an
dieser Stelle die Vorteilhaftigkeit des Ensemble-Konzepts. Zudem wurde der Einfluss von
Variationen in der Datengrundlage auf die automatisierte Modellwahl untersucht. In Bezug
auf die Ergebnisse konnte gezeigt werden, dass die Haufigkeit der Wahl eines trainierten
Modells fiir eine gebéudespezifische Prognoseaufgabe von der Zeitreihencharakteristik im
Allgemeinen und der gewéhlten Methoden zur Datenvorverarbeitung im Speziellen abhéngt.
Diese Schlussfolgerung bedingt implizit die Entwicklung und Nutzung von autoadaptiven
Modellen wie AMSA vor dem Hintergrund hochdynamischer Informationsquellen in intelli-
genten vernetzen Energiesystemen. Weiterhin wurden unterschiedliche Prognosezeitraume
untersucht, wobei einerseits die Eignung von AMSA fiir kurzfristige Echtzeitprognosen
und andererseits fiir die Generierung mittel- und langfristige Lastszenarien demonstriert
wurde. In Bezug auf letztere erfolgte die Analyse des Einflusses von drei verschiedenen
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Sanierungsreihenfolgen im betrachteten Quartier auf die Lastprognosen. Es resultierten
dabei temporire Lastverschiebungen und fluktuierende Leistungsspitzen iiber den Betrach-
tungszeitraum, welche sich auf die Gleichzeitigkeitsfaktoren auswirken. Ferner wurden
Lastvariationen infolge der Verwendung von Extrem-Wetterdatensatzen aufgezeigt, welche
Lastprofilmodifikationen hervorrufen und folglich einen ganzheitlichen Einfluss auf die
Quantifizierung von Gleichzeitigkeitseffekten ausiiben. Zusammenfassend ldsst sich an dieser
Stelle zudem festhalten, dass AMSA ebenso auf Einzelgebdude- und Quartiersebene, wie
auch auf urbaner Ebene fiir die Generierung von Lastprognosen eingesetzt werden kann. Im
Hinblick auf Demonstration der Modellkomponente zur automatisierten dhnlichkeitsbasier-
ten Gebaudegruppierung wurde die Eignung von SOM fiir den uniiberwachten Lernprozess
ohne vorgegebene Clusteranzahl nachgewiesen. Im Ergebnis lassen sich gruppenspezifische
aggregierte Standardlastprofile abbilden, welche sich untereinander in Abhéngigkeit von
den gewahlten Dimensionen der SOM-Topologie mehr oder weniger stark unterscheiden.
Fiir Analysezeitrdume, die sich iiber mehr als ein Jahr erstrecken, ist das eingefiihrte
Superpositionsprinzip zur Clusteriiberlagerung als sinnvoll zu bewerten, um langerfristige
Tendenzen der regelméafligen gleichzeitigen Lastabnahme von Gebduden zu identifizieren.

Im Rahmen der exemplarischen Quantifizierung von Gleichzeitigkeitseffekten auf Grundlage
der Datenbasis im Demonstrationsquartier wurde gezeigt, dass mit AMSA fiir den Gleich-
zeitigkeitsfaktor im Vergleich zur Anwendung konventioneller Methoden differenziertere
Ergebnisse erzielt werden kénnen, welche fiir die Planung zukiinftiger Energiesysteme
unabdingbar sind. Weiterhin implizieren die Ergebnisse der Ahnlichkeitsanalysen die Mog-
lichkeit der Identifizierung von geeigneten Versorgungsinseln, Gebaudegruppen mit dem
grofiten Lastverschiebungspotenzial und Anhaltspunkte fiir geeignete Lastausgleichsstra-
tegien. Hinsichtlich der operativen Ebene unterstiitzen die Gleichzeitigkeitsanalysen mit
AMSA die préadiktive Betriebsfithrung, indem Gleichzeitigkeitsfaktoren die vorzuhaltenden
Leistungskapazititen regulieren und kurzfristige Ahnlichkeiten in den Lastprofilen der
Gebéude fiir Lastverschiebungsstrategien im Sinne des Demand Side Managements genutzt
werden kénnen.
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Schlussbetrachtung

Das im Rahmen der vorliegenden Arbeit entwickelte autoadaptive pradiktive Modell
AMSA adressiert den Forschungsbedarf zur Quantifizierung von Gleichzeitigkeitseffekten
in Lastverteilungen urbaner Energiesysteme auf Grundlage hoch komplexer variierender
Datengrundlagen. Wihrend die Abschétzung des Gleichzeitigkeitsfaktors in der Planung
zentraler Versorgungssysteme bislang auf Erfahrungswerten und statistischen Analysen
historischer Lastgangdaten beruht, wird mit AMSA der Betrachtungswinkel um kurz-,
mittel- und langfristige, szenariobasierte Prognosen zur Abbildung der dynamischen Ent-
wicklung energetischer Laststrukturen erweitert. In der konventionellen Planung erfolgt die
Berticksichtigung des Gleichzeitigkeitsfaktors vor dem Hintergrund der Reduktion anzuset-
zender Maximallastzustédnde fiir die Dimensionierung zentraler Energieerzeugungsanlagen
und Netze infolge der Diversitit des individuell auftretenden Spitzenleistungsbedarfs
innerhalb von Gebdudegruppen. Mit dem entwickelten Modell dieser Arbeit wird der
Begriff des Gleichzeitigkeitsfaktors erweitert, indem Unsicherheitsanalysen und pradik-
tive Szenarien integriert sowie Lastprofilcharakteristiken von Gebduden im Hinblick auf
Ahnlichkeiten automatisiert, analysiert und gruppiert werden. Dadurch lassen sich Entschei-
dungskorridore ableiten und Informationen zu Lastverschiebungspotenzialen und méglichen
Versorgungsinseln generieren. Im weiteren Verlauf dieses Kapitels erfolgt in Abschnitt
8.1 die Zusammenfassung der wichtigsten Ergebnisse, wobei die in Kapitel 1 formulierten
Hypothesen adressiert werden. Abschnitt 8.2 beinhaltet einen Ausblick zu Einsatzgebieten
und Weiterentwicklungspotenzialen von AMSA.

8.1 Zusammenfassung der wichtigsten Ergebnisse

Vor dem Hintergrund der Herleitung des Forschungsbedarfs im Themenbereich der Gleich-
zeitigkeitsanalyse wurden zunéchst Methoden und Modelle zur Ermittlung des thermi-
schen Energiebedarfs als Grundlage fiir die Quantifizierung von Gleichzeitigkeitseffekten
vorgestellt sowie Vor- und Nachteile verschiedener Ansétze diskutiert. Aufgrund der In-
formationsknappheit zu gebdudephysikalischen und nutzungsspezifischen Parametern auf
urbaner Ebene sowie einer erh6hten Generierung von Messdaten infolge des vermehrten
Einsatzes intelligenter vernetzter Energiesysteme, sind datenbasierte Methoden fiir den
Anwendungszweck der vorliegenden Arbeit vorteilhaft. Uberdies ergibt sich die Moglich-
keit der Kombination mit dynamischen Gebaudesimulationen, wobei die resultierenden
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Ergebnisse als Eingangsgrofien fungieren. Im Zuge der Analyse des derzeitigen Stands der
Technik und Wissenschaft zur Gleichzeitigkeitsanalyse, zeigte sich, dass bisherige Quantifi-
zierungen mehrheitlich auf Erfahrungswerten und empirischen Analysen beruhen. Vor dem
Hintergrund komplexer variierender Datengrundlagen sowie Anforderungen an pradiktiv
ausgerichtete nachhaltige Planungen von Energiesystemen greifen die bisherigen Anséitze
zu kurz. Daraufthin wurde der Forschungsbedarf hinsichtlich selbstlernender Modelle zur
Identifizierung komplexer Zusammenhénge zwischen gebaudeindividuellen Lastcharakteris-
tika unter Beriicksichtigung zukiinftiger szenariobasierter Lastzustdnde und Unsicherheiten
fiir die Nutzung von Gleichzeitigkeitseffekten abgeleitet.

Mit dem Ziel der Integration zukiinftiger Lastzustinde in die Gleichzeitigkeitsanalyse
unter optionaler Beriicksichtigung von Szenarien infolge externer Einflussfaktoren, wurden
Prognosemethoden und Szenariotechniken analysiert. Als Grundlage zur Identifizierung
geeigneter Ansétze dienten Aufarbeitungen der Stiarken und Schwéchen von Methoden-
kategorien sowie anwendungsbasierte Studien zur Evaluierung der Methodenauswahl fiir
den Anwendungszweck in der vorliegenden Arbeit. Im Ergebnis zeigte sich, dass NARX
RNN und e-SVM-R Modelle anderen Methoden im Kontext der datenbasierten energe-
tischen Lastprognosen iiberlegen sind. Zudem wurden im Rahmen einer Vorstudie beide
Prognosemodelle miteinander verglichen. Im Ergebnis lieferten die NARX RNN {iberwie-
gend Prognosen mit héherer Genauigkeit. Dennoch lielen Einzelresultate den Riickschluss
zu, dass gebdudespezifisch auch e-SVM-R Modelle in Abhéngigkeit von der individuellen
Lastgangcharakteristik vorteilhaft sein konnen. Folglich eignet sich ein Ensemble-Modell
aus beiden Methodenkategorien bestehend fiir automatisierte gebdudeindividuelle Last-
prognosen auf Quartiersebene. Zur Identifizierung geeigneter Methoden fiir die numerische
Abbildung von Szenarien, wurden verschiedene Konzepte vorgestellt und auf ihre jeweilige
Eignung fiir den vorliegenden Anwendungsfall gepriift. Dabei folgt die Szenariomodellie-
rung in dieser Arbeit der Idee der PMT School. In diesem Zusammenhang wird der Frage
Was-wire-wenn nachgegangen, indem Lastmodifikationen bei Gebdudesanierungen und
klimatischen Veranderungen numerisch abgebildet werden.

Fiir die automatisierte Mustererkennung in unbekannten Datensétzen sind Clustering-
Algorithmen geeignet, welche zur Gruppenbildung von energetischen Lastprofilen auf Basis
charakteristischer Ahnlichkeiten in den Lastprofilen dienen. Das Ergebnis ist wiederum
als Eingangsgrofie und Trainingsgrundlage fiir Methoden der Klassifikation geeignet. Zur
Identifizierung passender Algorithmen wurden Methodenkategorien sowie Stérken und
Schwéchen einzelner zugehoriger Methoden herausgearbeitet. Zusammen mit Forschungser-
gebnissen anwendungsbasierter Studien hat sich im ersten Schritt das Konzept der SOM
als vorteilhaft fiir die Modellentwicklung herausgestellt. Dies ist insbesondere auf die
Figenschaft zuriickzufithren, dass im Gegensatz zu anderen Clustering-Methoden kein a
priori Wissen zur Clusteranzahl erforderlich ist. Zudem ist eine hohe Ergebnisgiite auf
Grundlage der analysierten Forschungsarbeiten zu erwarten. Im zweiten Schritt wurden
Klassifikationsmethoden analysiert, wobei sich das Konzept der LV(Q aufgrund der in-
tuitiven Kombinierbarkeit mit SOM als vorteilhaft erwiesen hat. Zudem beschrankt sich
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der Anwendungsbereich nicht ausschliellich auf bindre Klassifikationsprobleme und im
Vergleich zu SVM-Ansétzen werden Klassenrepréisentanten durch typische Vektoren an
Stelle von Extremvektoren abgebildet. Diese Figenschaften dokumentieren die explizite
Eignung von LVQ fiir die Modellierung.

Die Entwicklung des autoadaptiven pradiktiven Modells basiert zum einen hinsichtlich
der Zielvariablen auf dem hergeleiteten Forschungsbedarf im Themenfeld der Gleichzei-
tigkeitsanalyse, zum anderen auf den Implikationen fir die Modellierung, welche in den
Gebieten der Prognosemodelle und Szenariotechniken sowie Clustering und Klassifikation
energetischer Lastprofile zur Adressierung der Fragestellungen dieser Arbeit abgeleitet wur-
den. In Bezug auf den Gleichzeitigkeitsfaktor wurde die konventionelle Definition erweitert
sowie ein Ahnlichkeitsfaktor in Verbindung mit Spitzenlastanteilen von Gebiudegruppen
als numerische Zielvariablen eingefithrt. Im weiteren Verlauf wurden die mathematischen
Grundlagen und gewéhlten Parameter fiir die Modellentwicklung vorgestellt und erldutert.

AMSA wurde in Matlab auf Grundlage einer mehrteiligen, hierarchisch aufgebauten Klassen-
architektur implementiert, die es erlaubt, Erweiterungen im Softwarekonzept vorzunehmen,
ohne den numerischen Rechenkern modifizieren zu miissen. Dadurch ist eine Integration in
bestehende Energie-Informationssysteme moglich. Die Hauptelemente von AMSA umfassen
zwei grafische Benutzeroberflichen zur Steuerung des Programms und der interpretierbaren
Aufbereitung von Ergebnissen in Form von Visualisierungen, grafischen Darstellungen
und Kennzahlen. Somit ldsst sich die Komplexitdt von analysierten Datengrundlagen im
Rahmen eines Prozesses der Informationsextraktion auf Kernparameter fiir die Dimensio-
nierung, Parzellierung und den Betrieb von urbanen Energiesystemen reduzieren.

Zur Demonstration des entwickelten Modells wurden Messdaten zu gebdudespezifischen
Energieverbrauchen des Forschungszentrums Jiilich, ergénzt durch Daten des DWD und
VDI, verwendet sowie mittels der vorgestellten Methoden zur Datenvorverarbeitung vorbe-
reitet. Auf Grundlage der Untersuchungsergebnisse infolge der Anwendung des Prognose-
Ensembles wurde die Eignung zur hinreichend prézisen Simulation zukiinftiger thermischer
Lasten von Gebduden sowie zur numerischen Abbildung des kurz-, mittel- und langfristigen
Energiebedarfs von Gebduden und Quartieren nachgewiesen. Weiterhin haben Analy-
sen zur langfristigen Entwicklung der thermischen Leistungsabnahme auf Quartiersebene
unter Beriicksichtigung verschiedener Sanierungsreihenfolgen und Wetterrandbedingun-
gen im Rahmen dieser Arbeit gezeigt, dass in diesem Kontext Lastvariationen, speziell
im Bereich der Leistungsspitzen, zu erwarten und folglich fiir die Quantifizierung von
Gleichzeitigkeitseffekten zu beriicksichtigen sind. Zur automatisierten Gruppierung von
gebdudespezifischen thermischen Lastgingen wurde die Modellkombination aus SOM und
LVQ evaluiert. Auf Basis der Ergebnisse exemplarischer Anwendungen eignet sich diese
fiir das vorliegende Einsatzgebiet. In Bezug auf die exemplarischen Quantifizierungen von
Gleichzeitigkeitseffekten fiir das Demonstrationsquartier wurden die Vorteile der eingefiihr-
ten Definitionserweiterung nachgewiesen. Die Ermittlung des Gleichzeitigkeitsfaktors mit
AMSA unter Beriicksichtigung zukiinftiger Lastzustdnde und Unsicherheit bietet dabei
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abgegrenzte Entscheidungskorridore, die im Gegensatz zu konventionell angesetzten Kenn-
werten eine préazisere und zukunftsfahige Dimensionierung von Energieversorgungssystemen
ermoglichen. Dariiber hinaus wurde gezeigt, dass sich Gebaudegruppierungen auf Grundla-
ge dhnlicher charakteristischer Lastprofile fiir die Identifizierung und Lokalisierung von
Lastverschiebungspotenzial fiir einen optimierten Betrieb von Energieversorgungssystemen
eignet, wobei in Abhingigkeit vom gewédhlten Detailgrad des Clusterings Gebaude, kleinere
oder groflere Gebaudegruppen, ausgemacht werden kénnen. Hinsichtlich langerfristiger
Planungen zur Quartiersentwicklung zeigte sich, dass letztgenannte Effekte als Entschei-
dungshilfe fiir die Festlegung von Versorgungsinseln dienen kénnen. Ergebnisiibergreifend
ergibt sich ferner eine breite Anwendbarkeit von AMSA aufgrund der demonstrierten
autoadaptiven Eigenschaften.

Vor dem Hintergrund der Schlussbetrachtung zur vorliegenden Arbeit haben sich die
eingangs gestellten Hypothesen bestétigt.

8.2 Ausblick

In Anlehnung an die zusammenfassenden Ausfithrungen im vorangestellten Abschnitt ist
festzustellen, dass sich AMSA fiir die detaillierte Quantifizierung von Gleichzeitigkeitsef-
fekten eignet. Hinsichtlich zukiinftiger Herausforderungen in der Energiewende adressiert
das entwickelte Modell Indikatoren fiir Losungsansétze der folgenden Herausforderungen:
In Zukunft ist die Etablierung smarter Energiesysteme mit kleinteiligen dezentralen In-
sellésungen vermehrt zu erwarten. Die Integration intelligenter Zahlersysteme bedingt
hochdynamisch wachsende Informationsgrundlagen, die es im Sinne einer kurzfristigen
Betriebs- und einer langerfristigen szenariobasierten Dimensionierungsplanung zu analy-
sieren gilt, um wirtschaftlich und 6kologisch optimierte Strategien abzuleiten. Dariiber
hinaus implizieren strukturelle Verdnderungen im Gebaudebestand infolge wachsender
Anforderungen an Energiestandards, Neu- und Riickbauvorhaben innerhalb urbaner Re-
gionen Verdnderungen der bestehenden Energieversorgungsstrukturen. Zusammen mit
verdnderten klimatischen Randbedingungen ergeben sich modifizierte Lastverteilungen,
die es fiir eine nachhaltige Auslegung von Energiesystemen zu beriicksichtigen gilt. Um
Ressourcen moglichst effizient nutzen zu kénnen, sind bei der Planung zukiinftiger Systeme
verstarkt Gleichzeitigkeitsfaktoren zur Reduzierung von Erzeugerleistungen und Netzverlus-
ten zu beriicksichtigen. Dariiber hinaus bieten &hnlichkeitsbasierte Subgruppenbildungen
in der zentralen Energieversorgung die Moglichkeit, Planungen im Sinne des Demand-Side-
Managements anzupassen und Speichersysteme effizient einsetzen und verorten zu konnen.
Die genannten Aspekte bilden eine breite Grundlage fiir zukiinftige Anwendungsfelder von
AMSA, welche fir die Validierung des Modells genutzt werden sollten.

In Bezug auf aktuelle Forschungsarbeiten bieten sich dariiber hinaus verschiedene explizite
Ankniipfungspunkte fiir AMSA. Neben einer Vergréflerung der Integrationstiefe in das
bestehende Energie-Informationssystem fiir urbane Regionen, welches in Kapitel 6 vorge-
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stellt wurde, ist eine Schnittstelle zu GeTIS (Fichter et al., 2017; Weck-Ponten et al., 2018)
anzustreben, um Lastprognosen und Gleichzeitigkeitseffekte auch fiir die optimierte Ausle-
gung von geothermiebasierten Systemen und kalten Nahwarmenetzen nutzen zu kénnen.
In Kapitel 7 wurde ferner im Zuge der Auswertung von Wéarme- und Kiihllastprognosen
der Einfluss des Nutzerverhaltens auf die Ergebnisse hervorgehoben. In diesem Zusam-
menhang kénnte eine Kopplung von AMSA mit Vorhersagen zum Nutzerverhalten auf
Basis von numerischen Menschmodellen wie MORPHEUS (Wélki, 2017) eine Verbesserung
der Lastprognosen bewirken. Insgesamt ergeben sich durch die im Rahmen des siebten
Energieforschungsprogramms eingefithrten Reallabore (van Treeck, 2019) vielfdltige For-
schungsplattformen, auf denen das entwickelte Modell der vorliegenden Arbeit eingesetzt
und beispielsweise vor dem Hintergrund der Anwendung im Stromsektor weiterentwickelt
werden kann.
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A.1 Statistische Kennwerte

Im Rahmen dieses Abschnitts werden die verschiedenen statistischen Kennwerte zur Cha-
rakterisierung der Zeitreihen eingefiithrt. Die Ermittlung des arithmetischen Mittelwertes
einer Zeitreihe erfolgt nach Gleichung (A.1), wobei der Durchschnittswert fiir n Messwerte
x berechnet wird (Han etal., 2012).

1 n
p= Z x; (A.1)
i=1

Die Datenverteilung ist haufig nicht symmetrisch, sodass der Median, welcher den Datensatz
in eine obere und untere Halfte unterteilt, besser geeignet ist als das arithmetische Mittel
(Han et al., 2012). Der Median .4 ist geméfl Gleichung (A.2) definiert (Fahrmeir et al.,
2016).

Tnt1 n ungerade
Tmed = (A.2)
(ac% + z%_H) n gerade.

[Nl

Mit der Varianz und der Standardabweichung lésst sich die Abweichung der Datenpunkte
von dem Mittelwert quantifizieren. Dabei nehmen die Varianz und die Standardabweichung
jeweils einen geringeren Wert an je stérker sich die Datenpunkte dem Mittelwert anndhern
(Han etal., 2012). Die Standardabweichung o ist ferner nach Gleichung (A.3) definiert
(Han etal., 2012).

n

1
= |- i — pf? A3
o= = lai— (4.3)

i=1

Die Varianz lasst sich {iberdies mittels der Quadrierung der Standardabweichung ermitteln.
Fir die durchschnittliche Abweichung prognostizierter Werte y; von gegebenen Zielwerten
t; lasst sich ferner der MAE nach Gleichung (A.4) als Fehlermaf anfithren (Amasyali et al.,
2018).

1 n
MAE = n;’yi — ] (A4)
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A.2 Korrelationsanalyse

Der Korrelationskoeffizient r zwischen zwei Attributen X7 und X5 ist geméafl Gleichung
(A.5) zu ermitteln, wobei n Tupel gegeben sind und x;; sowie x2; reprisentative Werte
von X1 und X» darstellen (Han etal., 2012).

TRSEEDS (P (i) (A5)

ox, 0X,

Nimmt r den Wert 0 an, besteht keine Korrelation zwischen den Attributen X7 und Xs.
Ein Wert fiir r, der kleiner als 0 ist, impliziert eine negative Korrelation zwischen beiden
Attributen, wobei eines der beiden steigt und eines fallt. Eine positive Korrelation liegt bei
einem Korrelationskoeffizienten vor, welcher grofier als 0 ist. In diesem Fall steigen beide
Attribute. (Han etal., 2012) Unter Berticksichtigung der Definition der Kovarianz nach
Gleichung (A.6)

n

Cov (X1.Xa) = 5 3 (1, = pix,) (22— ) (A6)

=1

lasst sich Gleichung (A.5) fiir r wie folgt vereinfachen (Han etal., 2012):

COU (Xl,XQ)

T (Xl,XQ) =
0X,0X,

(A7)

Die symmetrische Korrelationsmatrix R enthélt ferner die Informationen beziiglich der Kor-
relation zwischen Attributen (Fahrmeir etal., 2016). Hinsichtlich der beliebigen Attribute
X1 und X ergibt sich Gleichung (A.8).

_(r (X1, X)) r(X,Xe)) 1 r(X1,X5)
R_<7“(X27X1) T(XQ,XQ)) - <74(X2’X1) 1 ) (AS)

Die Korrelationskoeffizienten auf der Hauptdiagonalen nehmen dabei aufgrund der Lineari-
tatsbedingung stets den Wert 1 an.
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A.3 Konventionelle Herleitung von Kennlinien fiir den
Gleichzeitigkeitsfaktor

Im Kontext der Modelldemonstration in Kapitel 7 dient die Herleitung von Kennlinien fiir
den Gleichzeitigkeitsfaktor fiir das Demonstrationsquartier der Evaluierung der in dieser
Arbeit entwickelten Methodik sowie der Motivation fiir die Verwendung des autoadaptiven
Modells.

Ermittlung von gebdudespezifischen maximalen Leistungsanforderungen

Die gebédudespezifischen maximalen Leistungsanforderungen lassen sich mittels linearer
Regressionsanalysen abschéitzen, indem die gemessene thermische Leistung in einem zu
definierenden Zeitraum mit der simultan gemessenen Auflentemperatur korreliert wird.
Dieser Ansatz entspricht der vereinfachten Heizlastberechnung nach DIN EN 12831
Beiblatt 2 (DIN 12831 Beiblatt 2, 2012) und folgt der Annahme, dass der thermische
Leistungsbedarf eines Gebadudes im Wesentlichen von der Auflentemperatur abhéngt.
Vor diesem Hintergrund ist in Abbildung A.1 die lineare Regressionsanalyse mit
den dazugehoérigen Parametern zur Ermittlung der gebdudespezifischen maximalen
Heizleistungen schematisch dargestellt.

Wiérmeleistung

Y
/ W.NA QI/V,'u:u

Auflentemperatur

Abbildung A.1: Schematische Darstellung der linearen Regressionsanalyse zur ap-
proximierten Ermittlung der gebdudespezifischen maximalen Warmeleistung

Sowohl fiir die Abbildung der witterungsunabhéngigen Grundleistung Qw,wu (04) als auch
fiir die Approximation der witterungsabhéngigen Warmeleistung QW,wu des Gebédudes lasst
sich jeweils eine lineare Funktion bestimmen, deren Parameter durch die dazugehorigen
Messpunkte definiert werden. Der Schnittpunkt beider Regressionsgeraden reprasentiert



A.3 Konventionelle Herleitung von Kennlinien fiir den Gleichzeitigkeitsfaktor 213

die Heizgrenze mit der dazugehorigen Auflentemperatur 0g. Infolge der Extrapolation
der Heizgeraden auf die Norminnentemperatur 6y, ny, ldsst sich die erforderliche maximale
Wiérmeleistung meam zur Normauflentemperatur Oy, y4 fiir die Aufrechterhaltung von
Ow N1 im Gebédude bestimmen. Die Quantifizierung von Oy, v 4 variiert ortsabhéngig und
ist daher individuell festzulegen.

Die Abschitzung der maximalen Kiihlleistungsanforderungen eines Gebaudes basiert im
Rahmen dieser Arbeit im Sinne der konventionellen Quantifizierung des Gleichzeitigkeits-
faktors ebenfalls auf der linearen Regression in umgekehrter Analogie. Abbildung A.2
veranschaulicht dazu die funktionalen Zusammenhénge und Parameter.
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Auflentemperatur

Abbildung A.2: Schematische Darstellung der linearen Regressionsanalyse zur ap-
proximierten Ermittlung der gebdudespezifischen Kiihlnennleistung

Der Schnittpunkt zwischen witterungsabhéngiger Kiihlleistung Q K,wa (04) und witterungs-
unabhéngiger Kiihlleistung Q K,wu Stellt die Kiihlgrenztemperatur dar. Diese liegt héufig
unter der Norminnentemperatur, sodass eine Extrapolation der Kiihlgeraden auf die Nor-
minnentemperatur nicht sinnvoll ist. Um dennoch einen Sicherheitsfaktor in der Berechnung
der maximalen Kiihlleistung zu beriicksichtigen, erfolgt die Definition von A8 = 5K. Die
Ableitung dieser Annahme basiert auf der Methodik zur Ableitung des maximalen War-
mebedarfs mittels linearer Regression. Dabei liegt héufig eine Heizgrenztemperatur von
15°C' und eine anzusetzende Norminnentemperatur von 20 °C mit einer resultierenden
Differenz von fiinf Kelvin vor. Folglich wird die Kiihlgerade von der gebdudeindividuellen
Kihlgrenztemperatur um fiinf Kelvin nach links verschoben. Dadurch lésst sich in der Folge
die maximal benétigte gebdudespezifische Kiihlleistung Q K,maz D€l Normauflentemperatur
0k, N4 naherungsweise bestimmen.



214 A Methoden zur Datenanalyse

Dominanzanalyse

Um Unterdimensionierungen bei der Quantifizierung des Gleichzeitigkeitsfaktors infolge
heterogener Nennleistungen innerhalb der Gebdudegruppe zu vermeiden, haben Winter et
al. einen Algorithmus entwickelt, welcher das Dominierverhalten einzelner Abnehmer fiir
die Quantifizierung des Gleichzeitigkeitsfaktors berticksichtigt (Winter et al., 2001; Gaderer,
2008). Dieser Algorithmus wird im Rahmen dieses Unterabschnitts vorgestellt. Eingangs
erfolgt dabei die Definition eines Dominierfaktors d nach Gleichung (A.9), der sich aus
dem Verhéltnis zwischen der Summe dominierender Abnehmerleistungen qup und der
Summe aller dominierten Abnahmeleistungen Q;, ¢ bestimmt (Gaderer, 2008).

N .
Z Qi,sup
d==L (A.9)

N
Z Qi,inf
=1

Wie bereits erlautert, besteht die Gefahr einer Unterdimensionierung des Gleichzeitigkeits-
faktors in der Annahme vermeintlich homogener Abnahmeleistungen der Gebaude. Die
Gebéude sind folglich der Hohe ihrer Nennleistungen entsprechend in Gruppen zusammen
zu fassen. Somit ergibt sich der minimale Gleichzeitigkeitsfaktor ¢, aus jenem fiir sowohl
dominierende Abnehmer ng,;, als auch dominierte Abnehmer n;,; geméafl Gleichung (A.10)
(Gaderer, 2008).

Der maximale Gleichzeitigkeitsfaktor nach Gleichung (A.11) ergibt sich aus dem Verhéltnis
der Summe der jeweils um den Gleichzeitigkeitsfaktor korrigierten dominierenden und
dominierten Abnahmeleistungen sowie der Summe aller Abnahmeleistungen.

N . N .
¢ (nmf) . 21 Qi,mf + (rb (nsup) : 21 QLsup
¢ges,ma:p = l; ] N L (All)
Z:I Qi,inf + ; Qz‘,sup

Durch Umformen der Gleichung (A.9) und Einsetzen in Gleichung (A.11) lasst sich Glei-
chung (A.12) formulieren (Gaderer, 2008).

¢ges,ma:rz = d+1 (A12)
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Ferner hiangt der Einfluss dominierender Abnehmer von der betrachteten Gruppengrofie N
ab, sodass ein minimaler Dominierfaktor d,,;, entsprechend Gleichung (A.13) festzulegen
ist, wobei diese ausschliefllich fir N > 2 gilt (Gaderer, 2008).

0,1
Amin = N1 + 0,9 (A.13)

Mit dieser Definition lésst sich d,,;, fiir ein Intervall zwischen 0 und 1 festlegen. Hinsichtlich
des Vorgehens bei der Berechnung des Gleichzeitigkeitsfaktors unter Beriicksichtigung he-
terogener Abnahmeleistungen wird im Anschluss an die Sortierung der Abnahmeleistungen
nach ihrer Gréfle mit der Quantifizierung des Dominierfaktors des grofiten Abnehmers (d,)
nach Gleichung (A.14) begonnen (Gaderer, 2008).

Qn

dn - n—1
2 Qi

(A.14)

Als Dominierer werden jene Abnehmerleistungen definiert, fir die d,, > dp4n gilt. Weiterhin
ist ein maximaler Dominierfaktor d,., als obere Grenze festzulegen. Fiir letzteren lésst
sich beispielsweise Gleichung (A.15) fiir N > 2 definieren (Gaderer, 2008).

9

n—1

+1 (A.15)

dmax =

Mittels dieses Algorithmus lassen sich fiir verschiedene Gruppengréfien unter Berticksichti-
gung von beliebigen Nennleistungsvariationen Gleichzeitigkeitsfaktoren ermitteln.

Herleitung von Kennlinien

Die Herleitung von Kennlinien, welche die funktionale Abhéngigkeit zwischen dem Gleich-
zeitigkeitsfaktor und der Anzahl an Gebéduden als Energieabnehmern einer betrachteten
Gruppe wiedergibt, bedingt die Zusammenstellung unterschiedlicher Gebdudegruppen
von variierender Grofle, fiir welche jeweils der Gleichzeitigkeitsfaktor bestimmt wird. Die
maximale Gruppengréfle wird auf % der Grundgesamtheit begrenzt um eine ausreichende
Variation in den Gruppenzusammensetzungen sicher stellen zu konnen (Winter et al., 2001).
Je nach Gruppengrofie ergeben sich, basierend auf den Prinzipien der Kombinatorik, eine
sehr grofle Anzahl an moglichen Gruppenzusammensetzungen, wodurch der numerische
Rechenaufwand sehr hoch ist. Um letzteren zu verringern werden Zufallszahlen verwendet,
welche in verschiedensten Gebieten der Simulation von zufélligen Ereignissen Eingang
finden. Eine Zufallszahl, die von einem Computer gezogen wird, beruht jedoch nicht auf
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yechtem “ Zufall, sondern wird von dem hinterlegten Algorithmus beeinflusst, sodass sie als
Pseudo-Zufallszahl zu betrachten ist (Im Sobol etal., 1999). Pseudo-Zufallszahlen lassen
sich fiir festzulegende Intervalle mittels Zufallsgeneratoren, die in Softwarepaketen enthalten
sind, generieren. Innerhalb eines definierten Intervalls sind sie jedoch nicht gleichméfig
verteilt, sondern gruppiert, getrennt durch Liicken. (Saltelli etal., 2008) Mittels Sobol’
Sampling lasst sich dieser Effekt jedoch reduzieren (Burhenne, 2013). Daher findet dieser
Sampling-Typ Anwendung. Je nach Gruppengrofle werden ferner im Rahmen dieser Arbeit
randomisiert 100 mdogliche Zusammensetzungen mittels Zufallszahlen ermittelt und fiir
jede Stichprobe der Gleichzeitigkeitsfaktor berechnet. Letzterer ldsst sich anschliefend in
Abhéngigkeit von der Gruppengrofie in einem Diagramm auftragen. Um eine Unterdimen-
sionierung des Gleichzeitigkeitsfaktors zu vermeiden, ist die Kennlinie dabei an den oberen
Rand der Punktewolke anzupassen (Winter et al., 2001).

A.4 Ermittlung der Koordinaten zu den geometrischen
Gebiaudeschwerpunkten

Die gegebenen Gebadudekoordinaten beschreiben einen Polygonzug, der die Gebaudeflichen
als Nettogrundflachen A definiert. Letztere werden auf Grundlage der x- und y-Koordinaten,
wy bzw. wy, des Polygonzugs entsprechend Gleichung (A.16) ermittelt (Dankert et al., 2011).

N-1

) Wi Wyig1 — Waibd - Wy (A.16)
=1

1

A=~
2

Zur Ermittlung der Flachenschwerpunkte fiir die Darstellung der Gebdudeverortungen als
Punktewolke in AMSA dienen ferner die statischen Momente nach den Gleichungen (A.17)
und (A.18) (Dankert etal., 2011)

N-1
1
Sx — 67 (Wx7i . Wy,i-i—l - wx7i+1 . wy7i) . (wm —|— wx7i+1) (Al?)
=1
1 N-1
Sy = 6-A (Wai * Wy i1 — Wajit1 - Wyi) - (Wyi + Wy iv1) (A.18)
i=1

Die Schwerpunkte werden fiir alle Gebéudeteile einzeln ermittelt und anschlielend fiir
die Berechnung des Schwerpunkts eines Gebaudekomplexes flichengewichtet geméfl der
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Gleichungen (A.19) und (A.20) addiert (Dankert etal., 2011).

Sz Ai

Sx,ges = 22:42 (Alg)
Sy,i - A

Sy.ges = 22:41 (A.20)
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B.1 UML-Diagramm
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Abbildung B.1: Schematische Darstellung der Klassenstruktur von AMSA
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B.2 Beschreibung der wichtigsten Klassen und Funktionen

Tabelle B.1: Auflistung und Beschreibung der Funktionen der Klasse settingsGUI

von AMSA

Funktionsname Beschreibung

createComponents() Erzeugung der GUI-Elemente

settingsGUI() Aufbau der grafischen Oberfliche

delete() Schlieen der grafischen Benutzeroberfliche

StartButtonPushed() Aufruf der Haupt-GUI und Ubergabe der Parameter; Sperren
der Eingabefelder

BackButtonPushed() Entsperren der Eingabefelder

LoadListButtonPushed()

Importieren der Excel-Dateien zu gebadudespezifischen Sen-
sorbezeichnungen in der Influx Datenbank (In Analogie dazu
existieren Funktionen fir den Import der weiteren Excel-
Dateien)

Tabelle B.2: Auflistung und Beschreibung der Funktionen der Klasse gui von AMSA

Funktionsname Beschreibung

createComponents() Erzeugung der GUI-Elemente

gui() Aufbau der grafischen Oberfliche

delete() Schlieflen der grafischen Benutzeroberflache
LoadButtonPushed() Importieren der notwendigen Datengrundlage mittels der

PredictButtonPushed()
ComputeButtonPushed()
EzportButtonPushed()

TreeSelectionChanged()

dazugehorigen Funktionen der Klasse main

Prognose von gebdudespezifischen thermischen Lastprofillen
mittels der dazugehorigen Funktionen der Klasse main
Quantifizierung von Gleichzeitigkeitseffekten mittels der da-
zugehorigen Funktionen der Klasse main

Exportieren der Ergebnisse mittels der dazugehorigen Funk-
tionen der Klasse main

Dynamische Anpassung der Baumstruktur in Abhéngigkeit
vom Berechnungsschritt; Aufruf der Funktionen der Klasse
resultsPlots




222

B Software- und Datenstrukturen

Tabelle B.3: Auflistung und Beschreibung der Funktionen der Klasse main von AMSA

Funktionsname

Beschreibung

getTrainingData()

getSimulationData()

getRetrofitData()
trainModels()

performLTP()

performMTP()

performSTP()

computeCF()

allocationLTP()

allocationMTP()

allocationSTP()

computePC()
write2Influz()

Importieren der Zeitreihen aus der Influx Datenbank; Importieren
der generierten historischen Nutzungsprofile; Vorverarbeitung der
Daten

Importieren des ausgewédhlten TRJ-Datensatzes fiir mittel- und
langfristige bzw. Importieren von kurzfristigen Wettervorhersagen
zur Generierung von kurzfristigen Prognosen; Importieren der
generierten zukiinftigen Nutzungsprofile

Extrahierung von Parametern aus den importierten Sanierungs-
reihenfolgen

Trainieren des Prognose-FEnsembles; Generierung der Modell-
Container

Simulation der gebdudespezifisch ausgewéhlten Prognosemodelle
zur langfristigen Prognose thermischer Lastprofile; bei Integration
von Sanierungsreihenfolgen, Uberpriifung, ob Gebdude saniert
wird und gegebenenfalls entsprechende Lastgangmodifikationen;
Identifikation von fehlgeschlagenen Lastprognosen

Simulation der gebdudespezifisch ausgewéhlten Prognosemodelle
zur mittelfristigen Prognose thermischer Lastprofile; Identifikati-
on von fehlgeschlagenen Lastprognose

Simulation der gebdudespezifisch ausgewéhlten Prognosemodelle
zur kurzfristigen Prognose thermischer Lastprofile; Identifikation
von fehlgeschlagenen Lastprognosen

Identifikation der grofiten Leistungsspitzen; Quantifizierung von
zukiinftigen und gegebenenfalls historischen Gleichzeitigkeitsfak-
toren

Clustering der langfristig prognostizierten und gegebenenfalls
historischen Lastprofile; Zuordnung des Lastprofils der Gesamt-
gruppe zu dhnlichstem Cluster im Rahmen einer Klassifikation
Clustering der mittelfristig prognostizierten und gegebenenfalls
historischen Lastprofile; Zuordnung des Lastprofils der Gesamt-
gruppe zu dhnlichstem Cluster im Rahmen einer Klassifikation
Clustering der kurzfristig prognostizierten und gegebenenfalls
historischen Lastprofile; Zuordnung des Lastprofils der Gesamt-
gruppe zu dhnlichstem Cluster im Rahmen einer Klassifikation
Quantifizierung von Spitzenlastanteilen

Exportieren der prognostizierten Lastprofile im Rahmen der Ak-
tivierung der Schnittstelle zur Influx Datenbank
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Tabelle B.4: Auflistung und Beschreibung der Funktionen der Klasse forecastModels
von AMSA

Funktionsname Beschreibung
sumRegressionRBF()  Konfiguration des SVM-R-Modells auf Grundlage eines RBF-
Kernel

sumRegressionPoly()  Konfiguration des SVM-R-Modells auf Grundlage eines polyno-
mialen Kernel dritten Grades

singleLayeredNARX() Konfiguration des NARX RNN mit einer verdeckten Schicht

multiLayered NARX() Konfiguration des NARX RNN mit zwei verdeckten Schichten

model Training() Trainieren der Prognosemodelle; Auswahl des gebdudespezifisch
geeignetsten Prognosemodells aus dem Ensemble

stmulateSVM() Simulation von SVM-R-Modellen zur Lastprognose

simulateNARX() Initialisierung und Simulation von NARX RNN zur Lastvorher-
sage

ltPredictions() Auswahl der Simulationsfunktion in Abhéngigkeit des gebdude-

spezifisch gewdhlten Prognosemodells

Tabelle B.5: Auflistung und Beschreibung der Funktionen der Klasse profileClustering
von AMSA

Funktionsname Beschreibung

somClustering() Aufbau und Konfiguration der SOM
profileAggregation() Identifizierung zeitraumiibergreifender Cluster

Tabelle B.6: Auflistung und Beschreibung der Funktionen der Klasse profile Classifi-
cation von AMSA

Funktionsname Beschreibung

trainLVQ() Konfiguration des LVQ-Modells
predictLVQ() Simulation des kompetitiven neuronalen Netzwerkes zur Klassifika-
tion von Lastprofilen
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Tabelle B.7: Auflistung und Beschreibung der Funktionen der Klasse webInterface

von AMSA

Funktionsname Beschreibung

getTimestamp() Ermittlung des Zeitstempels zum Zeitpunkt des Funktionsaufrufs

dwdForcasts() Konfiguration und Herstellung der Verbindung zum DWD-Server;
Importieren der aktuellen Wettervorhersagen des DWD; Datenvor-
verarbeitung fiir die Nutzung der Informationen in AMSA

Tabelle B.8: Auflistung und Beschreibung der Funktionen der Klasse influzinterface

von AMSA

Funktionsname Beschreibung

readLoadData() Konfiguration und Herstellung der Verbindung zur Influx Da-
tenbank; Importieren der gebdudebezogenen Lastgénge

readClimateData() Konfiguration und Herstellung der Verbindung zur Influx Da-

writePredictionData()

tenbank; Importieren der Wetterdatensatze

Konfiguration und Herstellung der Verbindung zur Influx Daten-
bank; Exportieren der gebdudebezogenen Lastgangprognosen
in die Influx Datenbank

Tabelle B.9: Auflistung und Beschreibung der Funktionen der Klasse locallnterface

von AMSA

Funktionsname Beschreibung

loadModels() Laden der Modellcontainer fiir das Prognose-Ensemble
saveModels() Speichern der Modellcontainer fiir das Prognose-Ensemble

Tabelle B.10: Auflistung und Beschreibung der Funktionen der Klasse dataPrepro-

cessing von AMSA

Funktionsname Beschreibung

normalizingProfiles() Normalisierung der Lastprofile

outlierDetection() Identifizierung und Eliminierung von Ausreiflern in Datensétzen
sensorAllocation() Zuordnung der gebdudespezifischen Sensornamen zu Gebédude-

komplexen des Forschungszentrums Jiilich
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B.3 Datenformate und Kennzeichnungsschliissel

Tabelle B.11: Auflistung der Komponenten des Kennzeichnungsschliissels fiir Pro-
gnosezeitreihen in der Influx Datenbank

Element Option 1 Option 2 Option 3
Betrachtungsebene District Group Building
Name districtName  groupName  buildingName
Energieart Heat Cold -
Prognosehorizont STP MTP LTP
Wetterszenario (optional) Trend exSummer  exWinter

Sanierungsszenario (optional) RF - -
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Tabelle C.1: Auflistung der betrachteten Gebdudekomplexe mit Angabe der Nutzung

und Versorgungsart (1/3)

Gebdudenummer Nutzungsart Versorgungsart
1 Biiro & Betrieb Wirme & Kilte
2 Biiro & Labor Wirme & Kilte
3 Biiro & Betrieb Wiarme & Kilte
4 Experimentierhalle Wérme

5 Biiro Wiarme & Kilte
6 Experimentierhalle Wirme & Kilte
7 Biiro Wirme

8 Biiro Wérme

9 Biiro Wiarme

10 Biiro & Labor Wérme

11 Labor Wirme & Kilte
12 Labor Wirme & Kilte
13 Labor Wirme & Kilte
14 Versorgung Wiérme

15 Biiro & Labor Wirme & Kiélte
16 Biiro & Labor Wiarme & Kilte
17 Biiro & Labor Wirme & Kiélte
18 Biiro & Werkstatt Wiérme

19 Biiro Wérme

20 Biiro+Werkstatt Warme

21 Labor Wirme & Kiélte
22 Experimentierhalle Wirme & Kilte
23 Biiro & Werkstatt Wiérme

24 Lager Wérme

25 Biiro & Labor Wiérme

26 Werkstatt & Lager Wiérme

27 Biiro & Werkstatt Wiérme

28 Biiro Warme

29 Sozial Wiarme & Kilte
30 Biiro & Labor Wiérme

31 Biiro Warme

32 Biiro Wérme

33 Biiro & Labor Wérme

34 Biiro & Labor Wiérme

35 Biiro Wirme & Kilte
36 Biiro & Lehre Wiérme

37 Biiro & Labor Wirme & Kiélte
38 Biiro Warme

39 Experimentierhalle Wirme & Kilte

o
(an)

Biiro & Labor

Warme & Kalte
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Tabelle C.2: Auflistung der betrachteten Gebdudekomplexe mit Angabe der Nutzung
und Versorgungsart (2/3)

Gebdudenummer Nutzungsart Versorgungsart
41 Biiro & Labor Wiarme & Kilte
42 Biiro & Labor Wirme & Kilte
43 Biiro Wirme

44 Biiro Wirme

45 Biiro Wirme

46 Biro & Labor Wiarme & Kilte
47 Biiro & Labor Wiarme & Kilte
48 Labor Wirme & Kilte
49 Labor Wiarme & Kailte
50 Biiro & Labor Wiarme & Kilte
51 Experimentierhalle Wirme & Kilte
52 Experimentierhalle Wirme & Kilte
53 Labor Wirme

54 Labor Wirme

55 Betrieb Wirme

56 Biiro & Labor Wiarme & Kilte
57 Betrieb & Experimentierhalle Wérme

58 Biiro Wirme

59 Experimentierhalle Wiérme & Kilte
60 Biiro & Experimentierhalle Wirme & Kilte
61 Biiro & Labor Wirme & Kilte
62 Biiro Wirme

63 Experimentierhalle Wirme

64 Biuro & Werkstatt Wérme

65 Biiro Wirme

66 Biro & Werkstatt Wiérme

67 Garage Wiérme

68 Lager Warme

69 Lager Waérme

70 Lager Wiérme

71 Entsorgung Wirme

72 Biiro Wirme

73 Biiro & Labor Wérme

74 Lager Wérme

75 Soziales Wirme

76 Biiro Wirme

77 Biiro Wirme

78 Biiro & Werkstatt Wiérme

79 Biiro Wirme

80

Biiro & Labor

Warme & Kalte
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Tabelle C.3: Auflistung der betrachteten Gebdudekomplexe mit Angabe der Nutzung
und Versorgungsart (3/3)

Gebdudenummer Nutzungsart Versorgungsart
81 Labor Wirme & Kilte
82 Labor Wirme & Kilte
83 Labor Wiarme & Kilte
84 Labor Wirme & Kilte
85 Biiro & Labor Wiarme & Kilte
86 Biiro Wirme & Kiélte
87 Biiro Wiarme & Kilte
88 Biiro & Labor Wirme & Kilte
89 Biiro & Labor Warme & Kalte
90 Biiro & Labor Wirme & Kilte
91 Biiro & Labor Wirme & Kilte
92 Biiro & Labor Wirme & Kilte
93 Labor Wirme & Kilte
94 Biiro Wiérme & Kilte
95 Biiro Wirme & Kiélte
96 Biiro Wiarme & Kilte
97 Biiro Warme

98 Biiro & Labor Wiarme & Kilte
99 Labor Wirme & Kiélte
100 Soziales Wiérme

101 Soziales Wiérme
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Tabelle C.4: Aufteilung des gebdudespezifischen Wéarmebedarfs

Gebdudenummer  statischer Wéarmebedarf [%]  dynamischer Warmebedarf [%]
11 5,0 95,0
18 42,9 57.1
20 61,9 38,1
28 100,0 0,0
29 62,1 37,9
35 76,6 20,4
36 73,3 26,7
37 333 66,7
40 33,3 66,7
46 56,7 433
A7 53,3 46,7
51 68,8 31,2
52 41,0 59,0
60 79,0 21,0
65 85,4 14,6
84 66,1 33,9
87 100,0 0,0
94 54,5 45,5
95 90,2 9.8
96 86,7 13,3

94 54,5 45,5
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D.1 Thermische Leistungen in Abhingigkeit von der Auflentemperatur

600

400 -

200 -

Wiérmeleistung [kW]

|
910 -5 0 5 10 15 20 25 30 35 40

Auflentemperatur [°C|

Abbildung D.1: Stiindliche Heizlast eines Gebdudes in Abhéngigkeit von der Auflen-
temperatur mit einem witterungsabhangigen und witterungsunabhéngigen Leistungs-

anteil bei einer Heizgrenztemperatur von circa 15°C
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Abbildung D.2: Stiindliche nahezu ausschliellich witterungsabhingige Gebdudeheiz-

last
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Abbildung D.3: Stiindliche Heizlast eines Gebdudes in Abhéngigkeit von der Auflen-
temperatur mit einem witterungsabhéingigen und witterungsunabhéngigen Leistungsan-
teil bei einer Heizgrenztemperatur von circa 15°C mit Nacht- und Wochenendabsenkung
(in Anlehnung an Frederiksen etal., 2014)
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D.2 Erganzende Ergebnisse der Gleichzeitigkeitsanalyse
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Abbildung D.4: Ergebnis der statistischen Analyse zur Entwicklung des Gleichzeitig-
keitsfaktors fiir die Warmeversorgung in Abhéngigkeit von der Abnehmergruppengrofie
bei einer gebdudebezogenen Norminnentemperatur von 22 °C
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Abbildung D.5: Ergebnis der statistischen Analyse zur Entwicklung des Gleichzeitig-
keitsfaktors fiir die Kélteversorgung in Abhéngigkeit von der Abnehmergruppengrofie
bei einer gebdudebezogenen Auslegungstemperatur von 35 °C
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Abbildung E.1: Exemplarischer Auszug aus den Ergebnissen der saisonalen Heizlast-
prognosen mit NARX RNN und e-SVM-R Modellen (Koschwitz et al., 2018)
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Abbildung E.2: Exemplarischer Auszug aus den Ergebnissen der saisonalen Kiihl-
lastprognosen mit NARX RNN und e-SVM-R Modellen (Koschwitz et al., 2018)
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